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Hoofdstuk 1

Inleiding

1.1 Positron-emissietomografie

Diverse medische onderzoekstechnieken helpen de medicus bij het stellen van
een diagnose [Parke90], [Reba83], [Karp88]. Positron-emissietomografie (PET)
maakt deel uit van dit gamma onderzoekstechnieken. Door de technologische
vooruitgang staan steeds meer onderzoekstechnieken ter beschikking van de
medicus. Door zo veel mogelijk informatie over de patiént te verzamelen ver-
hoogt immers de kwaliteit van de diagnose. Deze informatie kan betrekking
hebben op de gebruiken van de patiént (b.v. roker of niet-roker) evenals zijn
huidige fysische (en mentale) toestand.

Gedurende lange tijd beschikten medici slechts over uitwendige tekenen bij
de patiént om een idee te krijgen over zijn interne toestand. Voorbeelden van
uitwendige tekenen zijn de temperatuur, het optreden van verkleuringen van
de huid, stoffen in de adem (politiecontroles), bloeddruk, enz. Omdat deze
technieken enkel onrechtstreeks informatie verschaffen over de toestand van de
patiént zijn tevens invasieve technieken ontwikkeld. De meest courante tech-
nieken zijn het nemen van bloedstalen en de kijkoperaties. Een volgende stap
bestaat erin het inwendige van de patiént m.b.v. niet-invasieve technieken
te onderzoeken. Deze ontwikkeling werd mogelijk door de ontdekking van de
rontgenstralen. Een van de eerste toepassingen van deze stralen is een opname
van een hand waarop de beenderen zichtbaar zijn. Met rontgenfoto’s wordt het
mogelijk om de densiteitsverschillen in een patieént vast te leggen. Hierdoor kan
b.v. de ernst en de vorm van inwendige breuken vastgesteld worden. Een na-
deel van dergelijk onderzoek is dat een rontgenstraal het lichaam van de patiént
moet doorlopen vooraleer detectie op de fotografische plaat optreedt. Bijge-
volg worden niet de densiteitsverschillen op verschillende plaatsen in de patiént
zichtbaar, maar wel het verschil van de totale densiteiten langs stroken (de weg
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2 Hoofdstuk 1. Inleiding

Figuur 1.1 Een typische opstelling van een tomografisch toestel.

die de rontgenstraal aflegt) door de patiént. Zo kunnen twee botten elkaar vol-
ledig overlappen op een rontgenfoto. Deze foto bevat dan bijna geen informatie
over de densiteiten van de afzonderlijke botten. De volgende belangrijke ont-
wikkeling is de introductie van computertomografie (CT) [Herma79], [Kak8§],
zie fig. 1.1. Bij deze techniek wordt m.b.v. een uitwendige rontgenstralenbron
en -detector het densiteitsverloop voor tal van stroken in een bepaald vlak
van de patient opgemeten. Met een computerprogramma worden de metingen
omgezet in densiteiten voor de verschillende posities in het onderzochte vlak
van de patiént. Het gereconstrueerde beeld correspondeert dan met een snede
door de patiént waarbij alle structuren in dit vlak zonder overlapping zichtbaar
zijn. Deze methode is nu dermate verfijnd dat ook kleine densiteitsverschillen
(niet alleen het verschil tussen bot - zacht weefsel) gereproduceerd worden. Dit
laat toe om b.v. het onderscheid tussen gezond en beschadigd hersenweefsel
aanschouwelijk te maken [Phelp86].

Met CT is evenwel nog niet duidelijk hoe de organen in de patiént functione-
ren: enkel anatomische informatie over de patiént wordt verkregen. Dikwijls is
het ook belangrijk om fysiologische informatie te verwerven. Technieken zoals
PET en SPECT laten dit toe.

Om de functionering van organen te onderzoeken worden radioactieve tra-
cers gebruikt. Een radioactieve tracer is een molecule waarvan een atoom ver-
vangen is door een radioactief isotoop. Door deze substitutie wordt de werking
van de molecule niet veranderd, maar kan de verspreiding van de tracer in het
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lichaam gevolgd worden. Het metabolisme van de patiént zal de tracer naar
verschillende organen sturen. Glucose zal b.v. preferentieel terechtkomen in or-
ganen die energie verbruiken, thymine (een bouwsteen voor DNA) daarentegen
zal zich bevinden waar een deling van cellen optreedt. Technieken die der-
gelijke methoden gebruiken zijn positron-emissietomografie (PET) en “Single
Photon Emission Computed Tomography” (SPECT). Zowel PET als SPECT
gebruiken een tomografische methode. Het voornaamste onderscheid tussen
deze technieken is het type vanradio-isotopen: een positron-emittor voor PET
en een gamma-emittor voor SPECT. Het voordeel van PET t.o.v. SPECT is
dat de quantificatie van de reconstructies eenvoudiger is. Als belangrijk nadeel
van PET geldt evenwel zijn kostprijs (voor het toestel en voor elke afzonder-
lijke studie). Door zijn lagere kostprijs kent SPECT een beduidend grotere
verspreiding dan PET. Deze technieken worden o.m. gebruikt om de functie
van het hart te controleren of beschadigingen aan de hersenen op te sporen.
Meer fundamenteel onderzoek wordt b.v. verricht op de functionering van de
hersenen. Zo heeft PET belangrijke bijdragen geleverd tot het lokaliseren van
activiteitscentra in de hersenen (het spraakcentrum, het luistercentrum). Ook
voor de studie van tumorenevoluties is PET een belangrijke hulpmiddel.

Een belangrijk nadeel van de bovenstaande tomografische methoden is het
gebruik van radioactieve stralen waardoor deze onderzoeken een gevaar inhou-
den voor de gezondheid van de patiént. De Nucleaire Magnetische Resonantie-
techniek (NMR) heeft dit nadeel niet [Parke90]. Bij deze methode worden elek-
tromagnetische golven gebruikt. Door de resonantie van atoomkernen (vooral
waterstofkernen) met deze elektromagnetische golven te bestuderen, kan een
doorsnede van de patiént gereconstrueerd worden. Het gereconstrueerde beeld
in NMR bevat voornamelijk informatie over de hoeveelheid waterstofkernen op
verschillende plaatsen. Pogingen worden ondernomen om NMR toe te passen
voor functioneel onderzoek.

Bij de huidige generatie medische toestellen is de technologische inbreng
indrukwekkend. Veel technieken bevinden zich aan de spits van de menselijke
verworvenheden. De revolutie van de scannertechnieken kan de vergelijking met
de spectaculaire verbetering van computers doorstaan. Dikwijls is een fysische
achtergrond vereist voor de zinvolle interpretatie van de resultaten. Bij NMR
is de omvang van de technische bagage indrukwekkend groot. Maar ook PET
(en SPECT) vereisen een gedegen fysische achtergrond.

Het fysisch — niet medisch — onderzoek voor de ontwikkeling van PET be-
treft de verbetering van de detectoren, het verlagen van de stralingsdosis (3D-
PET) [Towns93] en de verbetering van de reconstructietechnieken. Het hier
voorgestelde werk concentreert zich op dit laatste probleem: de reconstructie-
technieken.

Bij de reconstructietechnieken levert voornamelijk de ruisinhoud van de me-
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tingen problemen op. Deze ruis is inherent aan het PET-meetproces. Vooraleer
de verschillende reconstructiemethoden bestudeerd worden, zal eerst een alter-
natieve benadering van het waarschijnlijkheidsrekenen voorgesteld worden: het
Bayesiaanse waarschijnlijksrekenen. Het is deze benadering die voortdurend in
het werk gebruikt zal worden.

1.2 Het Bayesiaanse waarschijnlijkheidsreke-
nen

Er bestaan verschillende interpretaties van het waarschijnlijkheidsrekenen.
Voor het verwerken van PET-metingen wordt geopteerd voor het Bayesiaanse
waarschijnlijkheidsrekenen (BWR) [Jayne94], [Berna94]. Deze vorm van het
waarschijnlijkheidsrekenen is veel minder verspreid dan het algemeen onderwe-
zen klassieke waarschijnlijkheidsrekenen (KWR) [Papou65], [Pfeif65)].

Hier wordt een summiere uiteenzetting van de voornaamste verschillen tus-
sen beide methoden gegeven. Eén van de voornaamste problemen bij het ver-
gelijken van beide interpretaties vormt de gelijkaardigheid van de terminologie
en het formalisme. Zo moet het centrale begrip “waarschijnlijkheid” in beide
theorieén reeds anders geinterpreteerd worden. Voorts is er een grote overeen-
komst tussen de basisregels van beide theorieén. Beide theorieén hebben een
“regel van Bayes”. Deze regel heeft evenwel een andere toepassing in beide
benaderingen en dit geeft aanleiding tot bijkomende verwarring.

Deze verwarring zorgt er dikwijls voor dat aanhangers van beide theorieén
ernstige communicatieproblemen hebben. Wat de ene zegt en bedoelt in het
Bayesiaanse waarschijnlijkheidsrekenen, wordt door de andere (met een klas-
sieke achtergrond) volledig anders geinterpreteerd en als absurd bestempeld.
Op dit gebied zijn de discussies tussen Jeffreys (BWR) en Fisher (KWR) be-
roemd [Jeffr39].

Bij het KWR worden waarschijnlijkheden beschouwd als relatieve frequen-
ties bij het herhaald uitvoeren van experimenten. Beschouw b.v. het gooien
van een dobbelsteen. De uitspraak “De waarschijnlijkheid dat een drie gegooid
wordt is 1/6” betekent “indien de dobbelsteen vele malen gegooid wordt zal
één op zes worpen een drie opleveren”. Elke waarschijnlijkheid wordt in het
KWR geassocieerd met een (oneindige) herhaling van een experiment. Deze
theorie heeft zijn nut bewezen voor het verwerken van resultaten van herhaalde
experimenten. Het optreden van verschillende uitkomsten bij het herhalen van
identieke experimenten is in het KWR een intrinsieke eigenschap van de fysi-
sche wereld. Het meest prominente voorbeeld van een dergelijke interpretatie
is te vinden in de quantummechanica.

In het BWR daarentegen zijn herhaalde experimenten geen conditio sine qua
non om waarschijnlijkheden in te voeren. Aan elke ondubbelzinnige uitspraak,
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hypothese, kan een waarschijnlijkheid toegekend worden. Hierdoor is het be-
grip waarschijnlijkheid in het BWR sterk verwant met de alledaagse begrippen
“kans” en “waarschijnlijkheid” (Van Dale: waarschijnlijkheid = vermoedelijke
waarheid). Typische hypothesen zijn b.v.:

1. het zal morgen regenen;
2. de kerncentrale van type X in D zal het volgende jaar ontploffen;

3. patiént Y heeft ziekte Z.

Bij deze voorbeelden is de associatie met een herhaald experiment heel kunst-
matig. Het toekennen van waarschijnlijkheden aan dergelijke hypothesen ligt
dan ook buiten het terrein van het klassieke waarschijnlijkheidsrekenen. In het
BWR wordt alle beschikbare kennis over het specifieke probleem verzameld.
Dan wordt zo veel mogelijk van die beschikbare kennis aangewend om de waar-
schijnlijkheid van de hypothese te berekenen. Hierbij wordt veelvuldig de regel
van Bayes gebruikt. De hoofdbedoeling van het BWR is de omzetting van
kennistoestand naar waarschijnlijkheid van een hypothese consistent te laten
verlopen. Waarschijnlijkheden bestaan hier enkel in het model van de fysische
wereld, niet in de fysische wereld zelf. De processen in de wereld kunnen in
deze optiek steeds volledig deterministisch beschreven (maar niet noodzakelijk
uitgerekend) worden.

Het BWR wordt ook dikwijls als “subjectief” en het KWR als “objectief”
aangeduid. Met deze benaming wordt evenwel geen oordeel geveld over de
waarde van de beide theorieen. Het KWR is objectief omdat de waarschijnlijk-
heden relatieve frequenties zijn en dus vastliggen door de specificatie van het
experiment. Twee onderzoekers die onafthankelijk van elkaar hetzelfde experi-
ment uitvoeren zullen dezelfde waarschijnlijkheden observeren. Het BWR is
subjectief omdat de kennistoestand bepaalt wat de waarden van de waarschijn-
lijkheden zijn. Een doctor A die de bloeddruk en de temperatuur van een
patiént Y kent, kan een andere waarschijnlijkheid toekennen aan “patiént Y
heeft ziekte Z” dan een doctor B, die bovendien de resultaten van een bloedana-
lyse kent. Natuurlijk moet steeds alle beschikbare informatie gebruikt worden.
Maar de resulterende waarschijnlijkheden zijn steeds voorwaardelijk aan de ge-
bruikte informatie en hebben geen absolute waarde. Waarschijnlijkheden zijn
in het BWR slechts een quantificatie van een kennistoestand.

Het Bayesiaanse waarschijnlijkheidsrekenen heeft het voordeel van zijn rela-
tieve eenvoud en de associatie met het colloquiale begrip “waarschijnlijkheid”.
Bovendien is het BWR toepasbaar op een grotere klasse van problemen dan
het KWR. Het KWR kan terugvallen op een sterke wiskundige fundering en
het werk van vele toponderzoekers. Er kan bovendien aangetoond worden dat
het BWR naar de resultaten van het KWR convergeert voor uitspraken over
herhaalde experimenten.
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Heel merkwaardig is ook dat beide methoden niet zelden gelijkaardige resul-
taten opleveren. Dit treedt zelfs op bij berekeningsmethoden waarover beide
benaderingen het grondig oneens zijn. Deze overeenkomst is soms enkel het
gevolg van een toeval (zoals het gebruik van de Gausswaarschijnlijkheidsdistri-
butie). Veel tijd en moeite wordt door prominente aanhangers van beide theo-
rieén (ten onrechte) besteed aan het bestrijden van elkaar. Indien ook nog de
andere benaderingen van het waarschijnlijkheidsrekening in rekening gebracht
worden (Dempster-Shafer, vaag-verzamelingenleer) dan wordt de situatie nog
onoverzichtelijker.

In deze thesis zal resoluut gekozen worden voor het Bayesiaans waarschijn-
lijkheidsrekenen. In PET is het immers zo dat een patiént slechts éénmaal een
scanner-onderzoek ondergaat en dat met deze onvolledige informatie toch de
tracerconcentratie in de patiént gereconstrueerd moet worden. Het zal evenwel
blijken dat een volledig consistente toepassing van het Bayesiaanse waarschijn-
lijkheidsrekenen in dergelijke complexe situaties heel moeilijk wordt.

1.3 Het reconstructieprobleem

Het reconstructieprobleem in PET heeft twee aspecten:
1. de metingen zijn projectiemetingen;
2. het ruisniveau van de metingen is groot.

Door de bouw van de PET-scanner worden enkel projectiemetingen op-
gemeten. Een projectiemeting bevat informatie over de som van de tracer-
concentraties in een strook door de patiént (zie fig. 1.2). Nergens wordt de
tracerconcentratie op één enkele locatie in de patiént opgemeten. Er worden
tal van verschillende projectiestroken opgemeten. De stroken door de patiént
die corresponderen met deze metingen bevinden zich op verschillende plaat-
sen en hebben verschillende hoeken met het horizontale vlak. De medicus
zal er niet in slagen rechtstreeks diagnostische informatie te extraheren uit de
verzameling van de gemeten fotonen. Ter illustratie wordt een verzameling
projectiemetingen (een zogenaamd sinogram) getoond in fig. 1.3. Indien de
metingen beschikbaar zijn voor alle stroken voor de hoeken tussen 0 en 180
graden (continu verloop) en laterale posities door de patiént (eveneens continu
verloop), dan kan het beeld uit de projectiemetingen gereconstrueerd worden
met de inverse-Radontransformatie. Indien het sinogram (zoals in de praktijk)
enkel bestaat uit een discreet aantal meetpunten, dan kan nog steeds een exacte
reconstructie bij ruisvrije metingen gerealiseerd worden m.b.v een aanpassing
van de inverse-Radontransformatie: de gefilterde-terugprojectietechniek (FB-
methode) [Kak88], [HermaT79]. Deze techniek is de standaard reconstructie-




1.3. Het reconstructieprobleem 7

coincidenties

detectors

detectors

Figuur 1.2  Bij projectiemetingen (coincidenties) wordt slechts de totale activiteit in een
strook gemeten.

Figuur 1.3 Het sinogram bevat de opgemeten tellen voor verschillende laterale posities
(horizontale as) en hoekposities (verticale as).
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(2) (b)

Figuur 1.4 Reconstructiesmet verschillende technieken: (a) FB-reconstructie, (b) ML-EM-
reconstructie.

techniek voor PET. De grootste troef van de gefilterde-terugprojectietechniek
is zijn snelheid.

Het tweede probleem bij PET is het inherent optreden van ruis. Deze ruis is
o.a. afkomstig van het radioactief verval van de isotopen. Naast het statistisch
karakter van het radioactief verval hebben o.a. de attenuatie van de stralen
(Compton-verstrooiing) en de detectorefficiénties ook een invloed op het recon-
structieprobleem. Deze effecten hebben tot gevolg dat het onmogelijk wordt om
bij een gegeven tracerconcentratie exact te voorspellen hoeveel fotonen door de
verschillende detectoren geobserveerd zullen worden. Het inverse probleem —
bepaal uit een aantal projectiemetingen de tracerverdeling — is nog moeilijker.
Het statistisch karakter van de metingen leidt tot het optreden van streep-
vormige artefacten bij de gefilterde-terugprojectietechniek, zie fig. 1.4. Door
deze strepen kan belangrijke informatie voor het oog van de medicus verbor-
gen blijven. Bayesiaanse reconstructiemethoden trachten rekening te houden
met het statistisch karakter van de metingen om aldus de streepvormige ar-
tefacten te vermijden. Het populairste statistische reconstructie-algoritme in
PET is het “Maximum Likelihood-Expectation Maximisation”-algoritme (ML-
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EM-algoritme). Dit algoritme is afgeleid voor metingen die ontstaan door een
Poissonproces (dit in overeenstemming met het Poissonkarakter van het ra-
dioactief verval). Het is duidelijk uit fig. 1.4 dat de reconstructies van het
ML-EM-algoritme minder last hebben van de streepvormige artefacten.

1.4 Bayesiaanse reconstructiemethoden

Een aantal verschillende problemen verhinderen de doorbraak van het ML-EM-
algoritme:

1. de kwaliteit van de ML-EM-reconstructie;
2. de traagheid van het ML-EM-algoritme;

3. de ruisdegeneratie.

Ten eerste is het niet duidelijk of de kwaliteit van het ML-EM-algoritme
even groot is als de kwaliteit van de FB-methode. Onder kwaliteit van een
beeld wordt hier de overeenkomst tussen de gereconstrueerde en werkelijke
tracerconcentratie in bepaalde gebieden verstaan. Alhoewel diverse studies
aantonen dat de ML-EM-reconstructies minstens dezelfde kwaliteit hebben als
de FB-reconstructies [Bidau92], [Meikl94], bestaat er nog een zekere terug-
houdendheid van de medici t.o.v. ML-EM-reconstructies. Door de dagelijks
omgang met FB-gereconstrueerde beelden met streepvormige artefacten slagen
medici er immers in deze beelden vrij goed te interpreteren. Het interpreteren
van beelden zonder streepvormige artefacten vereist een andere ingesteldheid.
Bij de reconstructie met het ML-EM-algoritme worden b.v. scherpe overgan-
gen in tracerconcentratie slechts moeizaam gereproduceerd. Door de specifieke
eigenschappen van de methode te onderkennen, kan de interpretatie van de
ML-EM-reconstructies geoptimaliseerd worden. Niets verhindert trouwens het
gelijktijdig gebruiken van reconstructies van de beide technieken.

De tweede belangrijke struikelblok is de verhoogde rekentijd voor de re-
constructies van het ML-EM-algoritme. Het ML-EM-algoritme is immers een
iteratief algoritme [Shepp82), zie fig. 1.5. Vertrekkend van een initiéle schatting
van de tracerconcentratie wordt een aanpassing voor deze schatting vooropge-
steld. Aldus wordt een nieuwe schatting bekomen. Deze nieuwe schatting zal
op zijn beurt aangepast worden. Vertrekkende van de huidige schatting van
het beeld, kan door het meetproces van de scanner te simuleren, de meest
waarschijnlijke meetwaarde berekend worden: de pseudometing. Door de echte
meting te vergelijken met deze pseudometing wordt een aanpassing voor de
huidige schatting voorgesteld. Door het uitvoeren van deze aanpassing zal (bij
het ML-EM-algoritme) de overeenkomst tussen echte metingen en pseudome-
tingen vergroten. Door dit proces te herhalen (geitereerd) wordt het beeld dat
de waarschijnlijkheid van de metingen maximaliseert, gevonden.
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Figuur 1.5 Een iteratief schema zoals gebruikt door Bayesiaanse reconstructiemethoden.

Het derde probleem is het optreden van ruisdegeneratie [Snyde87]. Het
ML-EM-algoritme blijkt toch een negatieve invloed te ondervinden van de ruis
indien teveel iteraties uitgevoerd worden. Door de ruisdegeneratie maakt de
reconstructie een grillige indruk. Pixelintensiteiten van naburige pixels kunnen
dan sterk verschillen. Een dergelijke tracerverdeling zal in werkelijkheid niet
optreden. Dit probleem kan op twee manieren aangepakt worden:

1. voer a priori informatie over het beeld in;
2. stop het ML-EM-algoritme voordat de ruisdegeneratie optreedt.

Het invoeren van a priori informatie over de beelden resulteert in Bayesi-
aanse reconstructiemethoden [Hanso87], [Demom89). De maximum-likelihood-
methoden kunnen beschouwd worden als Bayesiaanse methoden waarbij geen a
priori informatie gebruikt wordt. Bij Bayesiaanse methoden zijn niet alle beel-
den a priori (vooraleer de metingen verricht worden) even waarschijnlijk. Een
a priori vereiste voor de reconstructie kan b.v. de vlakheid van het beeld zijn.
Een vlakheidsterm kan verhinderen dat naburige pixelintensiteiten te sterk ver-
schillen. Het introduceren van een vlakheidseis is dus duidelijk een poging om
deze invloed van de ruis te beperken. De entropie van een beeld is een moge-
lijkheid om een vlakheid uit te drukken. Diverse vormen van entropie van het
beeld [Gull85] zijn reeds voorgesteld en zullen hier bestudeerd worden.

De algoritmen voor de Bayesiaanse reconstructiemethoden zijn evenals het
ML-EM-algoritme iteratief en vereisen bijgevolg veel rekentijd.

Bij het gebruik van Bayesiaanse reconstructiemethoden treedt er bijna al-
tijd een regularisatieparameter op. Deze parameter weegt de belangrijkheid
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van de informatie van de metingen af t.o.v. de belangrijkheid van de a priori
informatie. Indien de regularisatieparameter bijzonder groot gekozen wordt,
zullen bij de reconstructie de metingen verwaarloosd worden. Wordt de regu-
larisatieparameter klein gekozen, dan zal de a priori informatie van het beeld
bijna niet meespelen in de reconstructie. De reconstructie zal in dit geval sterk
aanleunen bij de ML-EM-reconstructie.

Een alternatieve manier om de ruisdegeneratie te verhinderen, is het in-
voeren van een stopcriterium [Llace89]. Het stoppen van het iteratief proces
is algemeen ingeburgerd in numerieke methoden en heeft tot doel het iteratief
proces te onderbreken wanneer de veranderingen van de oplossing verwaarloos-
baar zijn. Aldus worden onnodige berekeningen vermeden. De toepassing van
het stopcriterium bij het ML-EM-algoritme verschilt hier echter grondig van.
Het stopcriterium bij het ML-EM-algoritme tracht te verhinderen dat sub-
stantiele veranderingen aan de schatting van het beeld gebeuren omdat deze
veranderingen nadelige gevolgen hebben voor de interpreteerbaarheid van de
reconstructie. Het gebruik van een stopcriterium voor het ML-EM-algoritme
is dan ook controversieel. Er kan immers aangetoond worden dat het ML-
EM-algoritme convergeert naar de Maximum-Likelihood-oplossing. De vraag
die velen zich stellen is: “Waarom wordt een algoritme dat convergeert naar
de gevraagde oplossing door een stopcriterium verhinderd deze oplossing te
bereiken?” Het invoeren van a priori informatie is in deze optiek gefundeerder.

De traagheid van het iteratief proces is een andere belangrijke hinder-
paal voor het dagelijks gebruik van de Bayesiaanse en ML-EM-reconstruc-
tiemethoden. Alhoewel de snelheid van computers blijft toenemen, stijgt de
complexiteit van de reconstructieproblemen eveneens. Deze twee effecten hef-
fen elkaar voorlopig op. Daarom wordt nog steeds gezocht naar versnellings-
technieken. Een versnelling van de algoritmen treedt onder meer op door de
opsplitsing van de berekeningen over verschillende processoren (parallelle im-
plementatie). Een andere mogelijkheid is het bedenken van een ander iteratief
schema. Door efficiénte aanpassingen van de huidige schattingen te bedenken
kan een snellere convergentie naar de gezochte reconstructie optreden. Dit is
de studie van de reconstructie-algoritmen.

1.5 Originele bijdragen
De belangrijkste bijdragen van dit werk zijn:
1. de studie van het BWR: omdat het BWR niet algemeen verspreid is, zijn

goede overzichtswerken schaars. Het bestuderen van deze technieken is
hierdoor niet evident.
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2. het BayesCalc-pakket: met deze uitbreiding van het Mathematica- pro-

gramma kunnen de meeste berekeningen van het Bayesiaanse waarschijn-
lijkheidsrekenen automatisch uitgevoerd worden. Het betreft hier zowel
numerieke als symbolische berekeningen;

de computerfantoomgenerator: dit hulpmiddel laat toe scanner-metingen
te simuleren. Met behulp van deze computer-gegenereerde metingen kan
de prestatie van de verschillende reconstructie-algoritmen eenvoudig geéva-
lueerd worden;

. aanpassingen voor het ML-EM-algoritme: diverse verbeteringen voor het

ML-EM-algoritme worden gesuggereerd. Een aantal aanpassingen hebben
tot doel de reconstructiesnelheid op te drijven. Deze methoden zijn de pa-
rallelle implementatie van het algoritme, een multirooster-implementatie
en de reconstructie met partiéle metingen. De versnelling die optreedt bij
de parallelle implementatie is ongeveer gelijk aan het aantal gebruikte pro-
cessoren. De multirooster-implementatie levert geen duidelijke snelheids-
winst op. Het reconstrueren met partiéle metingen biedt perspectieven
en wordt in een gewijzigde vorm reeds in meerdere PET-centra toege-
past. Een andere aanpassing van het ML-EM-algoritme bestaat uit de
introductie van een stopcriterium. Het voorgestelde stopcriterium maakt
gebruik van een Bayesiaanse modeltoetsing. Tenslotte wordt een verbe-
terde attenuatiecorrectie opgesteld. Bij deze laatste methode worden de
attenuatiefactoren voor de verschillende projectiestroken berekend aan de
hand van de ML-EM-reconstructie van de attenuatiecoéfficenten van de
patient;

de theoretische studie van de attenuatiefactoren: door het gebruik van het
BWR kan de nauwkeurigheid van de attenuatiefactor berekend worden.
Deze hangt af van het aantal tellen in de blanco- en transmissie-meting;

de studie van mazimalisatie-algoritmen: diverse maximalisatie-algoritmen
(gradiénten-algoritme, toegevoegde-gradiéntenalgoritme, MART, gesimu-
leerd-uitgloeien) worden vergeleken met het standaard-ML-EM-algoritme.
Het blijkt dat het ML-EM-algoritme, ondanks zijn relatieve eenvoud, toch
een bijzonder goed reconstructie-algoritme is. Het interessantste resultaat
uit deze vergelijking is dat het MART-algoritme er heel snel in slaagt om
een degelijke reconstructie te presenteren.

de studie van a priort waarschijnlijkheidsdistributies: een aantal a pri-
ori waarschijnlijkheidsdistributies worden bestudeerd. Deze zijn steeds
gebaseerd op entropie-uitdrukkingen. Voorts worden een aantal verschil-
lende methoden om de regularisatieparameter(s) automatisch te bereke-
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nen, getest. Hierbij wordt een bestaande procedure uitgebreid voor PET-
metingen.

Dit werk heeft aanleiding gegeven tot de internationale publicaties
[Desme91d], [Desme93b], [Desme93c], [Desme93d], [Desme93e], [Desme94al,
[Desme94b], [Desme94c], [Desme94d], [Desme94e], [Desme94{] (eerste auteur)
en (als co- auteur) [Basti93], [Basti94a], [Basti94b], [Sunde94a], [Sunde94b],
[Thiel90]. Voorts zijn delen van dit werk onder de vorm van technische rappor-
ten [Desme91b], [Desme9lc], [Desme92b], [Desme93e], [DesmeI4g] en IWONL-
verslagen [Desme91a), [Desme92a], [Desme93a) beschikbaar.

1.6 Overzicht van werk

In dit werk worden verscheidene problemen van Bayesiaanse reconstructieme-
thoden in PET behandeld. Daartoe worden eerst een overzicht van de PET-
meetprocedure gegeven in hoofdstuk 2. In hoofdstuk 2 worden tevens het meest
gebruikte computerfantoom (in dit werk) en de diverse foutcriteria voor de eva-
luatie van de reconstructies geintroduceerd.

Omdat in dit werk regelmatig Bayesiaanse technieken aangewend worden
en deze technieken niet algemeen gekend of aanvaard zijn, wordt een uitgebreid
overzicht van het BWR aangeboden in hoofdstuk 3.

Het volgende hoofdstuk behandelt enkele verbeteringen voor het ML-EM-
algoritme. Enkele aanpassingen hebben tot doel om de snelheid van het algo-
ritme te verhogen. Het stopcriterium uit dit hoofdstuk tracht de ruisdegeneratie
te verhinderen. Een verbeterde attenuatiecorrectie, die toelaat om de kwaliteit
van de reconstructies te verbeteren, wordt gepresenteerd.

In hoofdstuk 5 worden verschillende iteratieve schema’s voorgesteld. Het
onderzoek van de verschillende iteratieve schema’s heeft twee doelstellingen:
(1) een snelle reconstructie realiseren; (2) de convergentie-eigenschappen van
de algoritmen bestuderen.

In het laatste hoofdstuk (voor het besluit) wordt de prestatie van verschil-
lende a priori waarschijnlijkheidsdistributies onderzocht. Het betreft hier a
priori waarschijnlijkheidsdistributies waarin een “entropie”-formule optreedt.
In hoofdstuk 6 worden ook een aantal methoden onderzocht om de regula-
risatieparameters automatisch te berekenen. De besluiten van dit werk zijn
gebundeld in hoofdstuk 7.

Bovendien zijn nog een aantal appendices opgenomen in dit werk. In app. A
wordt de implementatie van een computerfantoomgenerator voorgesteld. Een
bespreking van een Mathematica-pakket dat toelaat om bijna alle Bayesiaanse
berekeningen automatisch uit te voeren is te vinden in app. B. De onafhan-
kelijkheid van de Poissonmetingen in PET wordt aangetoond in app. C. Een
theoretisch behandeling van de attenuatiefactoren in een Bayesiaanse context




14 Hoofdstuk 1. Inleiding

wordt gegeven in app. D. Een aantal berekeningen i.v.m. de marginalisatieme-
thoden worden samengebracht in app. E.



Hoofdstuk 2

Positron-emissietomografie

2.1 Inleiding

In dit hoofdstuk worden enkele basisprincipes van positron-emissietomografie
(PET) uitgelegd. Enkel de aspecten noodzakelijk voor het begrijpen van de
uiteenzettingen van dit werk komen aan bod. De werking van de PET-camera’s
van de Universiteit Gent wordt uitgebreid beschreven in [Pleti84].

Eerst wordt de meetprocedure van PET besproken. Daarna volgt een al-
gemene inleiding over beeldreconstructiemethoden. Hierbij worden een aan-
tal notaties ingevoerd. Tenslotte worden een paar aspecten van de simula-
ties toegelicht. Het betreft het veelvuldig gebruikte computerfantoom “het
DDC-fantoom” en de diverse aangewende foutcriteria om de kwaliteit van een
reconstructie te evalueren.

2.2 De PET-meetprocedure

Het hoofddoel van PET is het quantitatieve onderzoek van de werking van ver-
schillende organen of weefsels in het menselijk lichaam [Herma79], [Karp88],
[Reba83], [Parke90], [Kak88]. Een molecule (tracer) wordt gemerkt en de
verspreiding van de tracer verschaft informatie over het metabolisme van de
patiént.

In PET worden de moleculen gemerkt met positronemittors. De meest
voorkomende positronemittors zijn, samen met hun halveringstijden, weerge-
geven in tabel 2.1. Bemerk dat de levensduur van de meeste isotopen slechts
enkele minuten is. De isotopen worden meestal lokaal aangemaakt. Dit vereist
de aanwezigheid van een cyclotron in de nabijheid van de PET-camera.

De radio-isotopen worden eerst ingebouwd in een tracermolecule. Deze
tracermolecule is een molecule die in het lichaam een bepaalde functie vervult.

15
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Isotoop Halveringstijd

g 20.4 min
BN 10.0 min
150 2.5 min
18 109.6 min

Tabel 2.1 Enkele relevante positronemittors met corresponderende halveringstijden.

Veel gebruikte tracermoleculen zijn Oy, C'Og, glucose, thymine en diverse ge-
neesmiddelen. Zo zal b.v. zuurstof voornamelijk getransporteerd worden naar
organen met verhoogde biologische activiteit. ’

De isotoop vervalt door het uitzenden van een positron. Dit positron anni-
hileert met een naburig elektron en geeft aanleiding tot twee fotonen die worden
uitgezonden in een hoek van (bijna) 180 graden. Rond de patiént is een ring
van detectoren aanwezig. Indien tegenoverliggende detectoren terzelfdertijd een
foton detecteren, treedt een coincidentiemeting op. Eén detectorpaar telt alle
annihilaties in een volledige strook door de patiént. Een coincidentiemeting
bevat geen informatie over de plaats van de annihilatie in de projectiestrook.
Bij gesofisticeerde versies van de PET-camera, “Time-of-Flight”-PET [Karp88],
wordt wel informatie over de diepte van de annihilatie verkregen. De elektro-
nika van dit toestel houdt de aankomsttijden van de fotonen bij. Het verschil
tussen de aankomsttijden laat dan toe om de diepte van de annihilatie bij be-
nadering vast te stellen. Bij de standaard PET-toestellen is deze informatie
niet aanwezig.

Met behulp van de metingen van een groot aantal stroken, op verschil-
lende laterale en angulaire posities, wordt voldoende informatie ingewonnen
om de tracerverdeling te reconstrueren. Het standaard reconstructie-algoritme
in PET is het FB-algoritme [Kak88]. Maar door de ruis op de metingen ver-
toont deze reconstructie streepvormige artefacten. De ruis op de metingen is
o.a. afkomstig van het Poissonkarakter van het radioactief verval.

Voor het uitvoeren van quantitatief onderzoek heeft PET een aantal voorde-
len t.o.v. “Single Photon Emisson Computed Tomography” (SPECT) [Karp88].
Bij SPECT zendt de radio-actieve isotoop een foton uit dat gedetecteerd wordt
door één uitwendige detector. Hierdoor onstaat er een onzekerheid over de hoek
waaronder het foton bij de detector aankomt. Bij PET is de strook waarin de
annihilatie plaatsgrijpt eenduidig vastgelegd door het detectorpaar waarin de
coincidentie optreedt.

Bovendien kan PET een goede correctie van de attenuatie uitvoeren. De
attenuatie van fotonen treedt op door verstrooiing of absorptie in de patiént.
Door deze verstrooiing zal de detectie van het fotonenpaar verloren gaan. De
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(a) (b) (c)

Figuur 2.1  De drie metingen van een PET-meetprocedure: (a) de blanco-scan, (b) de
transmissie-scan, (c) de emissie-scan.

attenuatiefactor a; geeft de verhouding van het aantal coincidenties voor het
detectorpaar ¢ bij een meting met attenuatie t.o.v. een meting zonder attenua-
tie. Door het gebruik van een positronemittor kan de attenuatiefactor effectief
gemeten worden. De attenuatie van een fotonenpaar voor een bepaalde projec-
tiestrook is immers onafhankelijk van de diepte waarop de annihilatie optreedt.
De kans op attenuatie van een fotonenpaar voor de volgende annihilaties is
identiek: (1) een annihilatie die optreedt buiten de patiént (in een uitwendige
stralingsbron); (2) een annihilatie in de patiént. De kans op attenuatie van
een fotonenpaar hangt immers enkel af van de totale afstand die door de foto-
nen wordt afgelegd langs de projectiestrook. Om dit in te zien moet enkel de
formule van de attenuatiefactor a; beschouwd worden:

exp (_ /L a(x)dx)
exp (— /L a(e)dz - /L 2 a(x)d:c). (2.1)

Hierbij stelt L de totale lengte van de projectiestrook i voor, L; en L, de

a;

lengten van de afgelegde weg van elk foton afzonderlijk en a(z) is de attenua-
tiecoéffiént op de verschillende plaatsen. Uit (2.1) is duidelijk dat de individuele
afstanden L, en L, geen rol spelen bij de attenuatie, enkel de totale afstand L
is belangrijk.

De PET-meetprocedure bestaat uit drie metingen: de blanco-scan, de trans-
missie-scan en de emissie-scan, zie fig. 2.1. Bij de blanco-scan wordt enkel een
ringbron gemeten zonder patiént. Bij de transmissie-scan wordt dezelfde ring-
bron gemeten, maar nu bevindt de patiént zich in de scanner. Door de aanwe-
zigheid van de patiént (zonder tracer) zullen fotonen geattenueerd (verstrooid,
geabsorbeerd) worden. Met deze twee metingen worden de attenuatiefactoren
berekend. De derde meting geschiedt na toediening van een radioactieve tracer
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aan de patiént. Bij de de emissie-scan wordt de ringbron verwijderd. Deze
meting bevat informatie over de werking van de organen in de patiéent.

2.3 De beeldreconstructiemethoden

Om het reconstructieprobleem op te lossen wordt een quantisatie van de tracer-
verdeling over een aantal pixels ingevoerd. Bij de standaard reconstructieme-
thoden wordt het aantal pixels van het beeld ongeveer gelijk gesteld aan het
aantal projectiestroken. Indien het probleem ruisvrij verondersteld wordt zijn
de metingen gegeven door

d=7f. (2.2)

Hierbij is het beeld f een N-dimensionale matrix, de metingen d zijn een M-
dimensionale matrix. De matrix ¥ is de transfermatrix en stelt de scannerop-
stelling voor. Deze kan ontbonden worden in verschillende termen [Verme83]:

¥=NCAGS, (2.3)

De matrix S houdt rekening met de kleine afstand die het positron aflegt
vooraleer annihilatie optreedt. Deze afstand hangt af van de vrije weglengte
van het positron in het weefsel [Karp88]. In dit werk zal deze factor steeds
verwaarloosd worden. De matrix G stelt de geometrische projectie voor. De
elementen G;; van deze matrix berekenen de overlap tussen de projectiestrook
i en de pixel j. De attenuatiefactoren a; maken deel uit van de matrix A.
De matrix C bevat een convolutie die het gevolg is van de breedte van de
detectoren. De laatste matrix, N, berekent de abondanties van de verschillende
elementen van het sinogram. Elke projectiestrook wordt door een verschillend
aantal detectorparen onderzocht gedurende het meetproces. De abondantie
corrigeert hiervoor.

In dit werk zal de matrix ¥ ook wel de projectiematrix genoemd worden.
De getransponeerde van deze matrix, ¥7, is de terugprojectiematrix. Het
uitvoeren van de projectie/terugprojectie is in de diverse algoritmen de CPU-
tijdsbepalende operatie.

De standaard reconstructiemethode in PET is het gefilterde-terugprojectie-
algoritme (FB-algoritme) [Herma79], [Kak88]. Deze methode voert een pseu-
doinversie van de transfermatrix W uit, waarbij eerst een convolutie op de me-
tingen teogepast wordt. De aldus bewerkte metingen leveren na terugprojectie
een schatting voor de tracerverdeling op.
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Figuur 2.2 Het DDC-fantoom.

2.4 De simulaties

In de volgende hoofdstukken zullen tal van simulaties uitgevoerd worden
met het DDC-fantoom (zie fig. 2.2). De activiteiten in dit fantoom stemmen
overeen met een typische PET-meting [DeReu92]. De volledige configuratie
wordt beschreven in fig. A.2 uit app. A. Dit computerfantoom wordt vervaar-
digd met de computerfantoomgenerator phg, welke ontworpen is in het kader
van deze thesis en uitgebreid beschreven wordt in app. A.

De kwaliteit van de reconstructies moet nog beoordeeld worden. Hiervoor
zijn reeds verschillende criteria geintroduceerd [Hanso91], [Herma89]. In dit
werk worden slechts eenvoudige foutcriteria gebruikt. Het is evenwel belangrijk
te beseffen dat het foutcriterium moet afhangen van de taak waarvoor het beeld
voorbestemnd is. '

Het meest gebruikte foutcriterium is het scDist-foutcriterium:

scDist = Z < f(”f))z f(") f(ref)) ) met fj("ef) £0, (2.4)

met f]('ef) de pixelintensiteiten in het referentiebeeld en f](") de pixelintensi-
teiten voor de n-de schatting van het beeld. Een ander foutcriterium is de
kwadratische afstand:

. L ([ ) s(re
DzstError:NZ<(f} )~ o)) (2.5)

j=1

Elk van deze foutcriteria test slechts één aspect van de “kwaliteit” van het
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beeld. Het scDist- en het DistError-foutcriterium houden bovendien reke-
ning met een gelijkaardig aspect van deze kwaliteit. Alternatieve foutcriteria
houden rekening met de mate waarin de verschillende eigenschappen van de
tracerconcentratie gereconstrueerd worden. Deze eigenschappen kunnen zijn
[Desme93e]:

1. de randen van de tracerconcentraties;
2. de gemiddelde intensiteiten in verschillende gebieden;
3. de vlakheid van de tracerverdeling.

Voor de evaluatie van reconstructiemethoden worden bijna steeds compu-
terfantomen gebruikt. Hierbij moet de onderzoeker wel beseffen dat resultaten
verkregen voor een bepaald fantoom niet noodzakelijk geldig zijn voor een an-
der fantoom. Het extrapoleren van resultaten van fantoomstudies naar studies
met echte scannermetingen is nog minder evident.



Hoofdstuk 3

Het Bayesiaanse
waarschijnlijkheidsrekenen

3.1 Inleiding

Dit hoofdstuk behandelt de basisbegrippen van het Bayesiaanse waarschijnlijk-
heidsrekenen (BWR). Het BWR vormt slechts één van de gangbare interpreta-
ties van het waarschijnlijkheidsrekenen. Het gebruik van het BWR is algemeen
verspreid noch aanvaard.

De algemeen verspreide interpretatie van het waarschijnlijkheidsrekenen
wordt hier het klassieke waarschijnlijkheidsrekenen (KWR) genoemd. Omdat
het BWR een volledig andere interpretatie aanhangt, is het aangeraden dat de
lezer zijn (op het KWR gebaseerde) voorkennis over statistische behandelingen
tijdelijk onderdrukt.

In de eerste paragrafen van dit hoofdstuk wordt het BWR ingevoerd. Hier-
bij wordt elke vergelijking met andere vormen van het waarschijnlijkheidsre-
kenen vermeden. Een uitgebreide vergelijking wordt uitgesteld tot de voor-
laatste paragraaf van dit hoofdstuk. De vergelijking van het BWR met het
KWR neemt hierbij een bijzondere plaats in. Daarnaast worden ook nog min-
der algemene zienswijzen aangehaald: de Dempster-Shafertheorie en de vaag-
verzamelingenleer.

Het invoeren van het BWR gebeurt in verschillende stappen. De specificatie
van de problemen die door het BWR aangepakt worden, vormt de eerste stap.
Nadien worden de basisregels voor de waarschijnlijkheden onderzocht. Om de
basisregels toe te passen, is het beschikken over de waarden van de waarschijn-
lijkheden vereist. Een aantal methoden om deze waarden op te stellen, zijn
beschikbaar. Door de kennis van de basisregels kan de basisprocedure opge-
steld worden. In principe laat de basisprocedure toe om elk statistisch probleem

21




22 Hoofdstuk 3. Het Bayesiaanse waarschijnlijkheidsrekenen

op te lossen. Enkele toepassingen van het BWR, de parameterschatting en de
modeltoetsing, zullen de basisprocedure illustreren. In een latere paragraaf
wordt een uitbreiding van het BWR besproken: de besliskunde. Vooraleer
de confrontatie met andere interpretaties van het waarschijnlijkheidsrekenen
aan te gaan, worden eerst de meest courante misvattingen omtrent het BWR
aangehaald.

3.2 Het Bayesiaanse waarschijnlijkheidsreke-
nen en inductie

Het BWR doet uitspraken over “hypothesen”. Een hypothese is een stelling
waarvan de juistheid (in principe) gecontroleerd kan worden [Lored90]. Voor-
beelden van hypothesen zijn “de hoeveelheid neerslag op 10/10/93 in Brussel
was 10 ml per m?”, “het zal morgen regenen in Brussel”, “het aantal vogels
op de Shetland eilanden vertoont een jaarlijkse cyclus”, “meisje A is groter
dan meisje B”,... Een voorbeeld van een stelling die geen hypothese vormt,
is “meisje A is mooier dan meisje B”. Hier is het begrip “mooi” geen meet-
baar criterium. De andere hypothesen zijn éénduidig waar of vals. Soms is de
beschikbare kennis echter onvoldoende om een hypothese als waar of vals te be-
stempelen. Een hypothese heeft dan slechts een graad van “aannemelijkheid”.

De bedoeling van het BWR is om aan een hypothese een bepaalde aanne-
melijkheid toe te kennen. Deze aannemelijkheid varieert naarmate de kennis
over de hypothese verandert. Neem bijvoorbeeld de hypothese “de hoeveelheid
neerslag op 10/10/93 in Brussel was 10 ml per m?”. Bekijk hoe de aanneme-
lijkheid van deze hypothese wijzigt met de veranderende kennistoestand. In
eerste instantie beschikt de onderzoeker over een kaart met de neerslag per
land en per seizoen. Door de locatie van Brussel op zijn kaart te bepalen, zal
hij er al snel achter komen dat de aannemelijkheid van slechts 10 ml per m?
neerslag heel klein is. Nu gaat de onderzoeker dieper graven in de archieven
over Belgie. Hij haalt de neerslaggegevens van het jaar 1993 per maand voor
Belgié boven. Daaruit blijkt dat de maand oktober 1993 een uitzonderlijk droge
maand was: gemiddelde neerslag 15 ml. Plots wordt de hypothese veel aan-
nemelijker. De laatste gegevens die de onderzoeker kan bemachtigen, betreffen
de neerslag per dag voor Brussel in de maand oktober 1993. Daaruit blijkt dat
er op 10/10/1993 30 ml neerslag was. Nu kan hij besluiten dat de hypothese
fout is.

Merk op hoe de aannemelijkheid van de hypothese varieert naargelang van
de kennis over het probleem verandert. Dit kan absurd lijken, maar dit is
in overeenstemming met het proces van wetenschappelijk onderzoek. Door
de steeds toenemende kennis over een hypothese kan de aannemelijkheid van
een hypothese veranderen naargelang de kennistoestand — de stand van de
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wetenschap — evolueert.

Wanneer de kennistoestand toelaat om een bepaalde hypothese met ze-
kerheid als fout of waar te bestempelen, dan is er sprake van deductie. Bijj
deductie is de nood aan aannemelijkheden beperkt. Maar in het geval van
een onvolledige kennistoestand worden aannemelijkheden een essentieel hulp-
middel. Bjj onvolledige kennistoestanden wordt het deductieproces vervangen
door een inductieproces. Merk op dat een aannemelijkheid steeds afhangt van
de gebruikte kennistoestand. De aannemelijkheden zullen dan ook steeds voor-
waardelijk zijn. De hoofdbedoeling van het BWR is een formalisme op te stellen
dat toelaat om een kennistoestand om te zetten in aannemelijkheden.

3.3 Notaties

In deze paragraaf worden enkele notaties ingevoerd. Een hypothese wordt
voorgesteld door een hoofdletter. Een hypothese kan samengesteld zijn uit
een aantal andere hypothesen. Zo kan hypothese A staan voor “morgen zal
het regenen” of “het zal morgen regenen en het heeft vandaag geregend”. De
kennistoestand bestaat zelf uit een hypothese of een set van hypothesen. De
voorwaardelijke hypothese A | B staat voor “de hypothese A in de veronder-
stelling dat B waar is” of “op voorwaarde dat B waar is”. Het teken “|” kan
het best gelezen worden als “in de veronderstelling dat”. Dikwijls wordt dit
afgekort tot het iets minder correcte “gegeven dat”. De aannemelijkheid van
een hypothese A in de veronderstelling dat B waar is, wordt voorgesteld door
de functie a(A | B). Deze functie associeert een reéel getal met een conditionele
hypothese:

a(A| B):A-> R, (3.1)

met A de verzameling van de hypothesen. Aannemelijkheden zijn enkel gede-
finieerd voor conditionele of voorwaardelijke hypothesen.

Het samenstellen van hypothesen kan leiden tot nieuwe hypothesen. Hypo-
thesen kunnen op twee manieren samengesteld worden. Bij de eerste samen-
stelling wordt gebruik gemaakt van de logische “of”, genoteerd door “+”. Zo
staat a(A+ B | C) voor: de aannemelijkheid dat hypothese A of hypothese B
waar is in de veronderstelling dat C waar is. De tweede operatie op hypothesen
is de logische “en” operatie. De aannemelijkheid dat A en B gezamenlijk waar
zijn in de veronderstelling dat C waar is, wordt genoteerd door a(AB | C). De
negatie van een hypothese A is A. Later in dit hoofdstuk zal een verband op-
gesteld worden tussen aannemelijkheden en Bayesiaanse waarschijnlijkheden.
Bayesiaanse waarschijnlijkheden zullen voorgesteld worden door bp(A | B).

Bayesiaanse waarschijnlijkheden kunnen ook geassocieerd worden met hy-
pothesen die bepaalde waarden toekent aan een veranderlijke. Een dergelijke
veranderlijke is dan een parameter. De mogelijke waarden van een parameter




24 Hoofdstuk 3. Het Bayesiaanse waarschijnlijkheidsrekenen

kunnen een discrete set of een continu interval vormen. Parameters worden
voorgesteld door kleine letters met daarboven een omgekeerd hoedje, b.v. a.
Een voorbeeld van een parameter is de hoeveelheid neerslag Z. De uitdrukking
bp(z | I) is een verkorte notatie voor de waarschijnlijkheid van de hypothese
X = “de parameter £ neemt de waarde z aan”, in de veronderstelling dat I
waar is. De werkelijke waarde van de parameter £ zal voorgesteld worden door
z. Een schatting van een parameter & wordt voorgesteld door .

De Bayesiaanse waarschijnlijkheden zijn steeds voorwaardelijk. De (alge-
mene) kennistoestand zal voorgesteld worden door de hypothese I. Meestal zal
de expliciete uitdrukking voor deze hypothese niet gegeven worden. Indien de
kennistoestand I niet expliciet vermeld wordt, zal deze bestaan uit de hypo-
thesen die bij de specificatie van het probleem opgesomd werden. Het expliciet
uitschrijven van de hypothese I zou in dit geval slechts leiden tot een herhaling
van deze hypothesen.

3.4 De basisregels voor het Bayesiaanse waar-
schijnlijkheidsrekenen

De bedoeling van het BWR is de kwantificatie van het inductieproces. De
aannemelijkheden van hypothesen zijn het resultaat van de omzetting van een
kennistoestand naar reele getallen. Door deze kwantificatie wordt het o.m.
eenvoudig om de aannemelijkheden van verschillende hypothesen te vergelijken.

Aan welke regels moeten de aannemelijkheden voldoen? Het blijkt dat
de regels voor de aannemelijkheden afgeleid kunnen worden uit slechts drie
eenvoudige basisveronderstellingen. Deze basisveronderstellingen worden de
desiderata genoemd. De drie desiderata zijn:

1. de aannemelijkheden worden voorgesteld door reele getallen;

2. de aannemelijkheden gedragen zich in overeenstemming met de humane
redeneringen;

3. de aannemelijkheden voldoen aan bepaalde consistentie-voorwaarden.

Eerst wordt verondersteld dat aannemelijkheden te representeren zijn door
reéle getallen. Alhoewel het denkbaar is om multidimensionale aannemelijk-
heden te introduceren, beperkt het BWR zich tot ééndimensionale aanne-
melijkheden [Jayne94]. De ordening van hypothesen is immers enkel in een
ééndimensionale ruimte eenvoudig.

Het tweede desideratum is vrij vaag. Met dit desideratum wordt gestreefd
naar een kwalitatieve overeenkomst met de humane redeneringen. Hier volgen
twee voorbeelden van het gebruik van logische regels in de afleiding van de re-
gels voor aannemelijkheden [Cox46], (Jayne94], [Lored90], [Smith90], [Tribu69),
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[Aczel66]. Indien de aannemelijkheid van een hypothese toeneemt dan moet
de aannemelijkheid van de negatie van de hypothese afnemen. Het tweede
voorbeeld is iets minder evident. Veronderstel dat de aannemelijkheid van een
hypothese A toeneemt wanneer de kennistoestand verandert van C naar C':

a(A|C") > a(4]|C). (3.2)

Stel dat de aannemelijkheid van de hypothese B gegeven A niet verandert bij
de actualisering van de kennistoestand:

a(B|AC') = a(B|AC). (3.3)

Dan kan de verandering van kennistoestand van C naar C’ enkel een toename
van de gezamenlijke aannemelijkheid van hypothesen A en B tot gevolg hebben:

a(AB|C") > a(AB|C). (3.4)

M.a.w., een verandering van de kennistoestand zal zeker leiden tot een toe-
nemende aannemelijkheid van het gezamenlijk optreden van twee hypothesen
indien deze verandering van kennistoestand:

1. de aannemelijkheid van één van de hypothesen vergroot;

2. de voorwaardelijke aannemelijkheid van de andere hypothese ongewijzigd
laat.

Vermits de gezamenlijke aannemelijkheid van twee hypothesen enkel kan af-
hangen van de aannemelijkheid dat één van de hypothesen optreedt en de
aannemelijkheid van het voorwaardelijk optreden van de tweede hypothese, is
ook de noodzaak van de tweede veronderstelling duidelijk.

Het laatste desideratum wordt in drie delen opgesplitst:

1. de interne consistentie;
2. de compleetheid;

3. de consistente toekenning van aannemelijkheden bij equivalentie van ken-
nistoestanden.

De interne consistentie betekent dat twee verschillende berekeningswijzen
van dezelfde aannemelijkheden dezelfde getalwaarden moeten opleveren. De
compleetheidsvoorwaarde veronderstelt dat bij het berekenen van aanneme-
lijkheden alle relevante kennis aangewend wordt. Het laatste desideratum eist
dat bij eenzelfde (of equivalente) kennistoestand er steeds dezelfde aanneme-
lijkheden worden toegekend.
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Bemerk de trivialiteit van de desiderata. Bij normale bewijsvoeringen wor-
den dergelijke desiderata gebruikt zonder dat een expliciete vermelding ervan
noodzakelijk geacht wordt. Het is dan ook verwonderlijk dat de regels voor
aannemelijkheden uit deze desiderata afgeleid kunnen worden. In [Cox46],
[Jayne94], [Tribu69], [Lored90] kan deze afleiding opgezocht worden. De basis-
regels voor het BWR zijn:

a™(A|B) + a™(A|B) = 1 (3.5)

en

a™(AB|C) = a™(A|C) a™(BJAC), (3.6)

waarbij A, B,C hypothesen zijn, en m een willekeurig positief reeel getal is.
Deze bovenstaande regels (3.5) en (3.6) zijn de oplossing van functionaalver-
gelijkingen waartoe de desiderata (interne consistentie, compleetheid en con-
sistente toekenning) aanleiding geven.

De waarde van m kan beschouwd worden als een herschalingsfactor en wordt
onbelangrijk geacht [Tribu69]. Een geschikte keuze van m zal aanleiding geven
tot de vertrouwde basisregels van het waarschijnlijkheidsrekenen. Bovendien
geldt dat de aannemelijkheid van een onmogelijke hypothese nul is en de aan-
nemelijkheid van een hypothese die zeker optreedt één is.

Definiéer de (Bayesiaanse) waarschijnlijkheid door bp(A|B) = a™(A|B). De
waarschijnlijkheden voldoen dan aan

bp(A|B) + bp(A|B) = 1 (3.7)

en

bp(AB|C) = bp(A|C) bp(B|AC). (3.8)

De eerste regel (3.7) eist dat de som van de waarschijnlijkheden van een hypo-
these en zijn negatie steeds 1 is. De tweede regel (3.8) is de produktregel of
kettingregel. Deze twee regels zijn voldoende om de somregel af te leiden :

bp(A + B|C) = bp(A|C) + bp(B|C) — bp(AB|C). (3.9)

De som- en produktregel laten toe om alle waarschijnlijkheden van samenstel-
lingen van hypothesen te herleiden naar waarschijnlijkheden van enkelvoudige
hypothesen.

Merk op dat de aannemelijkheden omgevormd zijn tot Bayesiaanse waar-
schijnlijkheden. Een Bayesiaanse waarschijnlijkheid is enkel een herschaalde
versie van de aannemelijkheid waarbij de geschikte keuze van herschaling de
bekende som- en produktregel oplevert.

De gezamenlijke waarschijnlijkheid van de hypothesen AB kan door de pro-
duktregel op twee verschillende manieren herschreven worden:

bp(AB|C) = bp(A|C) bp(B|AC) = bp(B|C) bp(A|BC).  (3.10)
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Door de termen van deze vergelijking te herschikken wordt de regel van Bayes
opgesteld:
bp(A|BC)
bp(A|C)
De waarschijnlijkheden die optreden in de regel van Bayes krijgen in deze
context de volgende namen. De waarschijnlijkheid van het linkerlid, bp(B|AC),
is de a posteriori waarschijnlijkheid; bp(B|C), is de a priori waarschijnlijkheid
van de hypothese B en bp(A|BC) is de direkte waarschijnlijkheid of voorwaartse
waarschijnlijkheid. Indien bp(A|BC) beschouwd wordt als een functie van B
wordt deze waarschijnlijkheid ook wel eens de “likelihood” of “kans” genoemd.

bp(B|AC) = bp(B|C) (3.11)

De waarschijnlijkheid in de noemer speelt de rol van normalisatieconstante en
wordt als de globale likelihoodfunctie aangeduid.

De regel van Bayes kan geinterpreteerd worden als een herziening van de
waarschijnlijkheden bij een uitbreiding van de kennistoestand C met de hypo-
these A. De a priori waarschijnlijkheid is de waarschijnlijkheid van de hypo-
these B voordat de hypothese A gegeven wordt. De a posteriori waarschijnlijk-
heid is de waarschijnlijkheid van hypothese B waarbij ook de nieuwe hypothese
A tot de kennistoestand behoort. De a priori waarschijnlijkheid wordt omge-
zet in de a posteriori waarschijnlijkheid door te vermenigvuldigen met de term
bp(A|BC) (en een normalisatieterm bp(A|C)). Deze term geeft aan hoe goed
de hypothese A “verklaard” wordt door hypothese B.

In deze paragraaf werden de basisregels van het BWR afgeleid uit drie ele-
mentaire basisveronderstellingen (desiderata). Indien andere regels (verschil-
lend van de som- en productregel) gebruikt worden, kan de overeenstemming
met menselijke redeneringen (welke de desiderate incorporeren) niet meer ge-
waarborgd worden. Maar de desiderata zijn zo fundamenteel, dat een afwijking
van de som- en produktregel aanleiding zal geven tot logische anomalieén.

Loredo [Lored90] noemt de som- en produktregels de grammatica van het
BWR. De woordenschat van het BWR bestaat uit de waarden van de waar-
schijnlijkheden. Hoe deze waarden aan de waarschijnlijkheden toegekend wor-
den is het onderwerp van de volgende paragraaf.

3.5 Het toekennen van waarschijnlijkheden

Bij het toekennen van waarschijnlijkheden wordt getracht alle beschikbare ken-
nis om te zetten in getalwaarden. Deze omzetting van kennis naar waarschijn-
lijkheden is geen triviale taak en vormt nog steeds een belangrijk onderzoeks-
onderwerp. Bij de omzetting mag er immers geen kennis verloren gaan, noch
mag er kennis toegevoegd worden. Hier volgen een aantal klassen van kennis-
toestanden waarvoor een omzettingsmethode ontwikkeld werd:

1. de kennis van de verschillende mogelijke hypothesen;




28 Hoofdstuk 3. Het Bayesiaanse waarschijnlijkheidsrekenen

2. de kennis van fysische eigenschappen van hypothesen;
3. de kennis van verwachtingswaarden van een functie van de hypothesen;
4. de kennis van frequenties van optreden van de hypothesen.

Wanneer enkel de kennis van de verschillende mogelijke hypothesen be-
schikbaar is, worden de afgeleide waarschijnlijkheden niet-informatief genoemd.
Deze kennistoestand vormt het noodzakelijke vertrekpunt voor de oplossing van
elk probleem in het BWR.

Soms kunnen de “fysische” eigenschappen van een hypothese helpen bij het
toekennen van waarschijnlijkheden. Indien de hypothese b.v. een parameter
betreft die een plaatsaanduiding inhoudt, dan kan hierdoor een a priori waar-
schijnlijkheidsdistributie voor die parameter afgeleid worden. Zo kan uit de
vorm van de Gaussdistributie de a priori waarschijnlijkheidsdistributie voor
de parameters (de gemiddelde ji (aanduiding van locatie van distributie) en
de spreiding ¢ (aanduiding van schaal van Gaussdistributie)) bepaald worden.
Deze vorm van kennis wordt uitgebreider besproken in par. 3.5.2.

De kennis van de verwachtingswaarden van een functie van een hypothese
leidt tot het toekennen van waarschijnlijkheden door gebruik te maken van het
maximum-entropieprincipe. De kennis van de verwachtingswaarden van een
functie van de hypothesen is slechts theoretisch haalbaar. Maar in de prak-
tijk kan dikwijls een goede benadering voor de verwachtingswaarde opgesteld
worden.

Wanneer de frequenties van optreden van hypothesen gekend zijn, kunnen
de waarschijnlijkheden van de hypothesen gelijk gesteld worden aan die fre-
quenties. Deze kennistoestand is eveneens slechts theoretisch mogelijk omdat
een oneindige herhaling van het experiment vereist is. In sommigesituaties (in-
dien b.v. het gebruik van de centrale limietstelling gerechtvaardigd is) kunnen
evenwel werkbare benaderingen gevonden worden.

Hierna worden enkel de omzetting van de eerste drie vormen van kennis
besproken. De omzetting van frequentie-informatie naar waarschijnlijkheden
is immers algemeen gekend. Het maximum-entropieprincipe wordt in deze pa-
ragraaf slechts summier besproken. Een gedetailleerde beschrijving van het
maximum-entropieprincipe wordt uitgesteld tot par. 3.10.

3.5.1 De kennis van de verschillende hypothesen

De kennis van de verschillende hypothesen is een vereiste om een probleem op
te lossen in het BWR. Veronderstel dat de beschouwde hypothesen exclusief
en exhaustief zijn. Deze hypothesen definiéren de hypotheseruimte. Beschouw
een hypotheseruimte met N hypothesen: {Hi,...,Hn}. Met deze gegevens
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moet aan de hypothesen een waarschijnlijkheid toegekend worden. De waar-
schijnlijkheden voor de verschillende hypothesen vormen dan een waarschijn-
lijkheidsdistributie.

Om waarschijnlijkheden aan hypothesen toe te kennen gebruikte Laplace
reeds het onverschilligheidsprincipe [Laplal4]. Dit principe stelt dat indien de
kennistoestand enkel bestaat uit een opsommingvan een set exhaustieve, exclu-
sieve hypothesen, aan al deze hypothesen dezelfde waarschijnlijkheid toegekend
wordt. Vermits de som van de waarschijnlijkheden van alle hypothesen 1 is,
zijn de waarschijnlijkheden van de hypothesen éénduidig bepaald. Voor de N
hypothesen geldt er

:%, i=1,...,N. (3.12)

De geldigheid van dit principe is intuitief duidelijk. Hier volgt toch nog
een “bewijsje” van het onverschilligheidsprincipe. Vermits de kennis slechts
bestaat uit de opsomming van de hypothesen, is de nummering van de hypo-

H;

thesen onbelangrijk. Stel b.v. dat er twee verschillende nummeringen voor
de hypothesen bestaan: {Hy,...,Hn} en {H{,...,Hy}. Stel dat deze num-
meringen overeenkomen met de representaties van deze hypothesen in twee
afzonderlijke laboratoria. In elk van deze laboratoria is er een onderzoeker
werkzaam, die onafhankelijk werkt van de andere. Stel dat de nummering van
de hypothesen verschillen door een cyclische permutatie van de indices. In de
echte wereld zijn de hypothesen uit de twee laboratoria nog steeds gelijk aan
elkaar. Beschouw b.v. de cyclische permutatie waarvoor geldt:

Hi= Hl,, 1<i<N (3.13)
Hy = H!. (3.14)

Deze vergelijkingen volgen uit de “fysische” identiteit van de hypothesen.

De twee onderzoekers kennen d e waarschijnlijkheden bp(H4|I), ..., bp(Hn|I)
en bp(H{|I),...,bp(H\|I) toe aan de hypothesen. Door de fysische identiteit
van de hypothesen geldt er:

bp(Hi|I) = bp(H[,,|I), 1< i< N (3.15)
bp(Hn|I) = bp(H1|I). (3.16)

Maar merk op dat de twee onderzoekers zich in dezelfde kennistoestand
bevonden. De hypothese I veronderstelt enkel dat er N hypothesen zijn. Het
consistentiebeginsel eist dan dat beide onderzoekers dezelfde waarschijnlijkhe-
den toekennen in hun respectievelijke laboratoria. Bijgevolg geldt er

bp(Hi | I) = bp(H; | I), 1< i< N. (3.17)

Wanneer deze vergelijking gecombineerd wordt met de vergelijkingen afkomstig
van de fysische identiteit, is het duidelijk dat de waarschijnlijkheden voor alle
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hypothesen dezelfde moet zijn. Hierdoor is de geldigheid van het onverschillig-
heidsprincipe aangetoond.

Dit bewijsje is een illustratie van het groepsinvariantieprincipe, dat uitge-
breid besproken wordt in de volgende paragraaf.

3.5.2 De kennis van fysische eigenschappen

De kennis van “fysische” eigenschappen vormt een heel vage vorm van kennis die
toch toelaat om een a priori waarschijnlijkheidsdistributie af te leiden. Onder
fysische eigenschappen wordt hier het gedrag onder parametertransformatie
bedoeld.

Beschouw ter illustratie de bepaling van de a priori waarschijnlijkheden voor
de parameters ji en & die optreden in een waarschijnlijkheidsdistributie van de
vorm:

z— dz
bp(de | p o ) = h(=—F) =.

(3.18)

Hierbij is h een willekeurige genormeerde functie die overal positief is. De a
priori informatie I bevat hier de kennis van de directe waarschijnlijkheid (3.18)
en de gebieden waarin de parameters i en & gedefinieerd zijn. De a priori
waarschijnlijkheidsdistributie bp(dy do | I) voor de parameters fi, & van de dis-
tributiefunctie wordt gezocht. Een waarschijnlijkheid van de vorm bp(de | I)
staat voor de waarschijnlijkheid dat de bepaalde parameter & zich in het ele-
mentair interval da bevindt. De parameter ji wordt de locatieparameter ge-
noemd. De waarde van deze parameter bepaalt de locatie op de reéle as van
de waarschijnlijkheidsdistributie. De parameter & wordt de schaalparameter
genoemd. Het veranderen van deze parameter verbreedt of versmalt immers de
distributie. Een voorbeeld van een waarschijnlijkheidsdistributie met dergelijke
parameters is de Gaussdistributie.

Veronderstel eerst dat de gezochte a priori waarschijnlijkheidsdistributie
voor de parameters ji, & gegeven is door de onbekende functie f

bp(dpde | I) = f(p, o) dodp. (3-19)

Voer de volgende coordinatentransformatie uit:

© = p+b
o' = ac (3.20)
dop = alz—p)

met 0 < @ < 0o en —o0o < b < 4+00. Deze transformatie (3.20) laat de vorm
van de distributie (3.18) onveranderd:

' — ' da!
)

bp(da’ | du’ do’ 1) = h( < (3.21)
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Bemerk dat de transformaties uit (3.20) overeenkomen met een translatie van
de parameter ji en een schaling van de parameter & . Stel de a priori distri-
butie in het nieuwe codrdinatenstelsel gelijk aan g(u’,¢’) du’ do’. Door de
coordinatentransformatie toe te passen op de a priori waarschijnlijkheid van de
schaal- en locatieparameters blijkt dat

9,0) = = S(1,0), (3.22)

Veronderstel dat een andere onderzoeker onmiddellijk in het tweede coordi-
natenstelsel de a priori waarschijnlijkheid moet toekennen. Vermits hij over
dezelfde kennistoestand beschikt als de eerste onderzoeker, is de a priori waar-
schijnlijkheidsdistributie in dit coordinatenstelsel gegeven door

bp(dp'do’ | I) = f(¢', o') dp' do’. (3.23)

Deze a priori waarschijnlijkheidsdistributie moet gelijk zijn aan de getransfor-
meerde waarschijnlijkheidsdistributie g(y/, ') van de eerste onderzoeker. Het
gebruik van (3.22) levert de volgende functionaalvergelijking op:

f(p,0) =a f(e+ b, a o). (3.24)
De algemene oplossing van deze vergelijking is [Aczel66):
const

flu, o) = 222 (3.25)

(o2

Hieruit wordt dan afgeleid dat de a priori waarschijnlijkheidsdistributie voor
een locatieparameter de uniforme distributie is. Voor een schaalparameter
wordt de distributie do /o vooropgesteld. Deze a priori waarschijnlijkheids-
distributie is de Jeffreysdistributie. Jeffreys was de eerste om deze distributie
regelmatig te gebruiken [Jeffr39].

Voor meer toepassingen van de groepsinvariantiemethode zie [Jayne68]. Een
alternatieve methode om a priori waarschijnlijkheden op te stellen bij een heel
vage kennistoestand, steunt op het marginalisatieprincipe [Jayne83b]. Voor het
marginalisatieprincipe wordt verwezen naar par. 3.6.

3.5.3 De kennis van verwachtingswaarden

Opnieuw worden de waarschijnlijkheden voor een set exclusieve, exhaustieve
hypothesen gezocht. De hypothesen betreffen nu een aantal mogelijke waar-
den voor de parameter #: {zi,...,Zn}. De kennistoestand bestaat uit de
verwachtingswaarde van een functie g van de hypothesen z;,1 < i < N. De
bovenstaande kennistoestand staat dan gelijk met de kennis van de verwach-
tingswaarde < g >:

N
<g>=) g(=) bp(ei | 1), (3.26)
i=1
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Het probleem bestaat erin de meest geschikte waarschijnlijkheidsdistributie
voor z te selecteren die aan (3.26) voldoet. Het criterium dat gebruikt wordt
is het maximum-entropieprincipe. De entropie meet de informatie-inhoud van
een distributie [Shann49]. Door de distributie te selecteren met de hoogste
entropie wordt gekozen voor de distributie met de kleinste informatie-inhoud
die nog aan voorwaarde (3.26) voldoet.

Een uitgebreide uiteenzetting van het maximum-entropieprincipe kan ge-
vonden worden in par. 3.10.

3.6 De basisprocedure

De eerste vereiste in het BWR is de specificatie van de beschouwde hypo-
thesen. De hypothesen kunnen in twee klassen ingedeeld worden: de gekend
veronderstelde hypothesen B en de onbekende hypothesen A. Het voornaamste
onderscheid tussen deze typen hypothesen is hun plaats t.o.v. het conditioneel
teken “|” voor het bestudeerde probleem.

Het hoofddoel van het BWR is het bestuderen van de waarschijnlijkheid van
alle onbekende hypothesen A in de veronderstelling dat de gekende hypothesen
B waar zijn:

bp(A | B). (3.27)

De uitdrukking van deze waarschijnlijkheid is meestal niet onmiddellijk be-
schikbaar. Maar door het herhaaldelijk toepassen van de regel van Bayes kan
bij een geschikte kennistoestand eenvoudig de expliciete gedaante van bp(A | B)
gevonden worden.

Een complicatie kan optreden wanneer er twee soorten onbekende hypo-
thesen bestaan. De eerste soort, A, zijn de hypothesen waarvoor de waar-
schijnlijkheid bestudeerd wordt. De oplossing van het probleem bestaat uit
het berekenen van de a posteriori waarschijnlijkheidsdistributie voor die hypo-
these A;. De tweede soort hypothesen, A,, zijn de hypothesen waarvan het
gedrag niet expliciet onderzocht wordt. Indien bijvoorbeeld wordt nagegaan of
een rechte lijn (y = az + b) een goede overeenkomst heeft met de data, dan
kan de “interessante” onbekende hypothese A; zijn: “een rechte is een gepaste
voorstelling voor de data”. De tweede soort hypothese, A,, correspondeert hier
met: “de waarde van de parameter a is a en de waarde van parameter b is b”.
De tweede soort hypothesen hebben meestal betrekking op parameters en wor-
den lastparameters (“nuisance parameter”) genoemd. De waarschijnlijkheid
bp(A | B) kan geschreven worden als

bp(A1 A2 | B). (3.28)
Voor dit probleem is de “interessante” waarschijnlijkheid

bp(A, | B). (3.29)
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Het hulpmiddel om van (3.28) naar (3.29) over te gaan is de marginalisa-
tieprocedure. De marginalisatieprocedure bestaat erin om waarschijnlijkheid
bp(A; Az | B) te integreren over het totale gebied Q4, waarover de lastpara-
meters gedefinieerd zijn:

bp(As | B) = /ﬂ bp(A1 As | B) dQ. (3.30)

Hierbij is d€2 een elementair volume-element in de lastparameterruimte. In-
dien de lastparameter enkel discrete waarden kan aannemen, zal de integratie
vervangen worden door een sommatie.

In de volgende twee paragrafen worden de meest gebruikte toepassingen
geillustreerd: de parameterschatting en de modeltoetsing. In de paragraaf over
de besliskunde wordt een uitbreiding van het BWR gegeven. Deze uitbreiding
laat toe om uit onbekende hypothesen één hypothese als de optimale hypothese
voorop te stellen.

Het is mogelijk gebleken om al de berekeningen die nodig zijn voor het
BWR, te incorporeren in een Mathematica-pakket BayesCalc. Met dit pakket
kunnen bijna alle operaties van het BWR automatisch uitgevoerd worden. De
voorbeelden uit de volgende paragrafen (de parameterschatting, de modeltoet-
sing en de besliskunde) werden trouwens met Mathematica uitgewerkt. Voor
een uitgebreidere uiteenzetting van BayesCalc wordt verwezen naar app. B en
de publicaties [Desme93d], [Desme94e], [Desme94{].

3.7 De parameterschatting

Bij de parameterschatting worden de waarschijnlijkheden van een aantal hypo-
thesen berekend. De verschillende hypothesen komen overeen met de verschil-
lende waarden die de parameter kan aannemen.

Noem de onbekende parameter Z en veronderstel dat de bekende hypothese
bestaat uit de waarde van de parameter d en de algemene kennistoestand I. In
het algemeen is de parameter # de onbekende uit een model en de parameter d
een meting. De benodigde waarschijnlijkheden worden berekend met de regel
van Bayes:
bp(d | = 1)

bp(d | I)
De a posteriori waarschijnlijkheid van de waarde van een parameter is bijgevolg

evenredig met de a priori waarschijnlijkheid van die waarde vermenigvuldigd
met de mate waarin de meting overeenkomt met die parameterwaarde.

bp(z | dI)=bp(z|I) (3.31)

Beschouw ter illustratie twee onafhankelijke metingen d;, d2. Veronderstel
dat deze metingen waarden zijn voor de parameter d bij twee onafhankelijke
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metingen. Voor de waarschijnlijkheidsdistributie van de metingen wordt een
Gaussdistributie ondersteld:

(d—p)?

bp(d|pol)= ﬁ exp(—T). (3.32)

Aan de hand van deze twee metingen wordt de a posteriori waarschijnlijkheid
voor de spreiding & en de gemiddelde waarde & van de Gaussdistributie be-
paald. Dit gebeurt door de waarschijnlijkheid bp(p o | dy dy I) te berekenen.
De spreiding is een schaalparameter en de gemiddelde waarde is een locatie-
parameter. Door enkel deze kennis over ji en ¢ in rekening te brengen ligt de
vorm van de a priori waarschijnlijkheidsdistributie ervoor vast (zie par. 3.5.2).
Het interval waarover deze parameters gedefinieerd zijn, zal voorgesteld worden
door [Omin, Fmaz] VOOI & en [fmin, ftmaz] Voor fi. De a posteriori waarschijn-
lijkheid is dan eenvoudig te berekenen en is gegeven door

_(dy = p)* + (d2 — p)?
202

bp(po|dids I) o 072 exp (3.33)

Voor de studie van de vorm van de a posteriori waarschijnlijkheidsdistributie
zijn de absolute waarden van deze distributie niet vereist. De normalisatiecon-
stante bp(dy dy | I) hoeft niet berekend te worden. De a posteriori distributie
(3.33) wordt voorgesteld in de fig. 3.1. Deze figuur geeft de a posteriori waar-
schijnlijkheid weer voor:

dy = 10; dy = 30, Hmin = 0, Hmar = 1000, Omin = 1,0maz = 100.

Bij het bestuderen van deze figuur vallen de volgende eigenschappen on-
middellijk op. Het maximum van deze functie bevindt zich op de intuitief
aanvaardbare plaats

dy + ds

it = 20, waarbij =20 (3.34)

en

& = 8, waarbij \/(d1 — p)2 + (d2 — p)? = 14. (3.35)

Daarnaast is het ook duidelijk dat de uitgestrektheid van de functie over de
p-waarden vermindert naarmate de o-waarden kleiner worden.

De a posteriori waarschijnlijkheid voor de parameter & wordt verkregen
door marginalisatie van de waarschijnlijkheid bp( o | dy d I) voor de locatie-
parameter f,

bp( o | dyds I) o
<Erf [#mam = (di + dz)/Q] Exf [umin ~(di + dz)/QD

(o2 o

2 [_ ((d: + d2)/2)2} (3.36)

o’ exp 952
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Figuur 3.1 De gezamenlijke a posteriori waarschijnlijkheid bp(po|dy dz I) voor de loca-
tieparameter /i en de spreiding §. Deze waarschijnlijkheidsdistributie wordt afgeleid uit twee
onafhankelijke metingen: d; = 10,d,; = 30.

De distributie bp( o | dy d2 I) is voorgesteld in fig. 3.2 en is duidelijk niet symme-
trisch rond een bepaalde waarde. De waarschijnlijkheid van kleine spreidingen
o is beduidend kleiner dan de waarschijnlijkheid van grote spreidingen. De
distributie bp( o |d; d3 I) is maximaal voor de spreiding ¢ = 10. Bij de geza-
menlijke waarschijnlijkheidsdistributie (zie fig. 3.1) bevindt het maximum zich
bij een spreiding ¢ = 8. De verschuiving van de optimale spreiding naar hogere
waarden is het gevolg van de marginalisatieprocedure. Voor grotere waarden
van de spreiding o zullen meer gemiddelde waarden nog een redelijke waar-
schijnlijkheid hebben. De marginalisatieprocedure integreert de gezamenlijke
waarschijnlijkheidsdistributie voor een bepaalde spreidingswaarde over alle ge-
middelde waarden. Alhoewel de piekwaarde van de waarschijnlijkheden kleiner
is voor grotere spreidingen zal de gezamenlijk bijdrage van de waarschijnlijhe-
den van de vele gemiddelde waarden dit opheffen. Bijgevolg wordt de locatie
van de piek voor de spreiding verschoven naar hogere waarden.
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Figuur 3.2 De a posteriori distributie bp( o |d; d2 I). Deze distributie werd verkregen
door de marginalisatie van de gezamenlijke distributie bp(o 1 |dy d2 I) over . De waarden
van de twee onafhankelijke metingen zijn: d; = 10,d; = 30.

De a posteriori waarschijnlijkheid voor de locatieparameter is

bp(/lldl ng) X
[exp (_2 (1 = ((d +d3)/2))" + ((df — d3)/2) > _

exp (_2 (= ()2 + (41 - d%>/2)2>] )
(1 = ((dr + d2)/2))* + ((d} — d3)/2)*)" (3.37)

Deze functie is voorgesteld in fig. 3.3 en bereikt een maximale waarde voor
de gemiddelde waarde ¢ = 20. Merk op dat het maximum van de gezamenlijke
waarschijnlijkheidsdistributie eveneens optreedt bij x4 = 20.

In de parameterschatting is de hoofdbedoeling de studie van de gezamen-
lijke a posteriori waarschijnlijkheden voor alle onbekende parameters. Door
de marginalisatieprocedure kunnen lastparameters uitgeschakeld worden. De
marginalisatieprocedure kan leiden tot een verschuiving van de piek in de waar-
schijnlijkheidsdistributie. De invloed van het domein van de parameters op
de uiteindelijke a posteriori waarschijnlijkheidsdistributie wordt dikwijls over-
schat. In app. D wordt een uitgebreid voorbeeld gegeven. De invloed van
het domein van de parameters (evenals de vorm van de a priori waarschijnlijk-
heidsdistributie) op de a posteriori waarschijnlijkheidsdistributie is bijna steeds
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Figuur 3.3 De a posterioridistributiebp( i | d; d2 I) voor de locatieparameter. Deze distri-
butie werd verkregen door de marginalisatie van de gezamenlijke distributie bp(c p|dy da I)
over 0. De waarden van de twee onafhankelijke metingen zijn: dq = 10,d,; = 30.

verwaarloosbaar [Lored90].

3.8 De modeltoetsing

Vaak moet een onderzoeker kiezen tussen verschillende mogelijke modellen om
metingen te verklaren. Veronderstel dat een reeks metingen in functie van de
tijd verricht werden. Dan kan b.v. zowel een kwadratische als een lineaire wet
de metingen voorspellen. De overeenkomst van een kwadratische wet met de
metingen zal steeds minstens even goed zijn als de overeenkomst met een line-
aire wet. Trouwens, bij het meten van N punten zal er steeds een polynoom
van de graad N — 1 bestaan die door alle meetpunten gaat. Maar een weten-
schapper zal bijna nooit het meest ingewikkelde model selecteren. Het blijkt
dat de modeltoetsing van het BWR ook een dergelijke aversie voor ingewikkelde
modellen vertoont.

In modeltoetsing is het model de onbekende hypothese. De bekende hypo-
these bestaat b.v. uit de waarden d van een aantal metingen. Veronderstel
dat het model M, vergeleken wordt met een alternatief model M;. De kennis-
toestand wordt weergegeven door de meting d en de achtergrondkennis door
I

De waarschijnlijkheid van het model My wordt berekend met de regel van
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Bayes:
Mo |T) bp(d|MoT)

bp(d|1)
Het berekenen van de noemer is niet eenvoudig. Deze noemer kan verwijderd
worden door de verhouding van waarschijnlijkheden van verschillende modellen

bp( Mo |d 1) = 22

(3.38)

te berekenen:
_bp(Mi|dI) _bp(Mi|I) bp(d|MiI)

K= =
bp(Mo|dI) bp(Mo|I) bp(d|Mol)

(3.39)

De verhouding K van de a posteriori waarschijnlijkheden van de modellen
is dus gelijk aan het produkt van de verhouding van de a priori waarschijn-
lijkheden van de modellen vermenigvuldigd met een term die aangeeft in welke
mate de modellen de data kunnen voorspellen.

Ter illustratie wordt hier een heel eenvoudig voorbeeld van modeltoetsing
gepresenteerd. Veronderstel dat er twee modellen (Mg en M;) bestaan om een
enkele meting te verklaren. Beide modellen stellen een Gaussdistributie voorop
voor de directe waarschijnlijkheid van de meting:

bp(d|laMol) = \/2;7exp(—(dz_Ta)) (3.40)
bp(d|BMiT) = \/2;7@@(—( 2‘05) ) (3.41)

De parameters & en J zijn de locatieparameters voor de respectievelijke mo-
dellen Mo en M;. De spreiding o is dezelfde voor beide modellen en wordt
gekend verondersteld. Het enige verschil tussen beide modellen is het gebied
waarover de respectievelijke locatieparameters & en 3 variéren. Veronderstel
dat de parameter & beperkt is tot het gebied [0,2 x L] en de parameter 3 ligt
in een tweemaal kleiner gebied : [0, L].

Bij het berekenen van de verhouding K met (3.39) moet de marginalisatie
over de lastparameters uitgevoerd worden. Vermits het hier locatieparameters
betreft, kan de waarde van de a priori waarschijnlijkheid (deze is constant)
buiten de integratie gebracht worden. De waarde van de a priori waarschijn-
lijkheid voor de parameters & en ( is A, resp. Ap. De factor Ag/A, afkomstig
van de a priori waarschijnlijkheden van de parameters is bijgevolg

ﬂ__2XL_
Ay L

2. (3.42)
Veronderstel ook dat beide modellen a priori even waarschijnlijk zijn:
bp( Mo |I)="bp(M1|I). (3.43)

Indien de beide modellen er even goed in slagen een meting te verklaren, dan
zal het tweede model de voorkeur genieten. Dit model is immers het meest
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specifieke. Beschouw nu een meting in het gebied tussen 0 en L — 2¢. In dit
gebied is de meting door beide modellen even goed te verklaren. Bijgevolg zal
de modeltoetsing het model M; kiezen. Wanneer het meetpunt een waarde
heeft die veel groter is dan L, dan zal enkel het eerste model de meting kunnen
verklaren. Bijgevolg zal in dit laatste interval de hypothesetest het model M,
bevoordeligen. De verhouding K wordt gegeven door

5 Erf[(L—-d)o/V2) + Erf[do/V?2)]
Erf (2L —d)o/V2] + Erf [do/V2]’
en is voorgesteld in fig. 3.4 voor ¢ = 5 en L = 20. Het is duidelijk dat de

modeltoetsing de voorkeur zal geven aan het meest specificke model dat de
meting kan verklaren.

K=

(3.44)
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Figuur 3.4 De verhouding K van de a posteriori waarschijnlijkheden van de modellen in
functie van de waarde van de meting.

De Bayesiaanse modeltoetsing bevat bijgevolg een mechanisme dat het
meest specifiek model bevoordeligt. Dikwijls komt het meest specifieke model
overeen met het model met het laagste aantal parameters. Voor uitgebreidere
voorbeelden zie [Jeffe92],[Jayne94].
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Verliesfunctie Optimale schatting

b6(a — &) arg(mfiXa(bp(all)B
—|a - 4| mediaan (bp(of

—(a - &)? <a>

—a(a - &)? <a?>/<a>

Tabel 3.1 Verschillende verliesfuncties met d e corresponderende optimale schatting.

3.9 De besliskunde

Het uiteindelijke resultaat van het BWR is de toekenning van een waarschijn-
lijkheid aan een bepaalde hypothese. Eventueel kan voor een hele set hypo-
thesen waarschijnlijkheden berekend worden. Hierdoor is er een waarschijnlijk-
heidsdistributie gedefinieerd op de hypotheseruimte. De studie van die waar-
schijnlijkheidsdistributie komt overeen met de studie van de kennistoestand.
De taak van de besliskunde bestaat erin de “beste” hypothese te selecteren. In
deze optiek is de besliskunde een uitbreiding van het BWR. [Tribu69], [Jayne94].

De behandeling van de besliskunde in deze paragraaf is gebaseerd op het
werk van Wald [Wald47]. De besliskunde kan enkel toegepast worden nadat het
begrip de “beste” hypothese nader gespecifieerd werd. Hiertoe wordt een ver-
liesfunctie ingevoerd. De verliesfunctie geeft het verlies (winst) bij het kiezen
van een bepaalde hypothese. De verliesfunctie is een functie van de geselec-
teerde hypothese en van de hypothese die in werkelijkheid optreedt. Veronder-
stel hier dat de hypothese de waarde van een parameter & betreft. De waarde
die de parameter in werkelijkheid heeft wordt voorgesteld door &, de schat-
ting van de parameter is &. Het verlies voor de schatting & wordt voorgesteld
door L(&,&). De toepassing van de besliskunde is evenwel enkel interessant
indien de echte waarde voor de parameter & niet gekend is. Veronderstel dat
er een waarschijnlijkheidsdistributie bp(c|I) berekend werd voor de parameter
&. Met deze waarschijnlijkheidsdistributie kan dan de verwachtingswaarde van
het verlies < L > (&) berekend worden:

<L>(a)= / bp(a | T) L(a, &) da. (3.45)

o
De “beste” schatting van de parameter minimaliseert het verwachte verlies.
De beste schatting van de parameter wordt gevonden door
0L(&)
O&

=0, (3.46)

op te lossen voor &.
Bijgevolg kan eenzelfde waarschijnlijkheidsdistributie aanleiding geven tot
verschillende optimale schattingen. Inderdaad, verschillende verliesfuncties zul-



3.9. De besliskunde 41

len meestal andere optimale schattingen opleveren. In tabel 3.1 worden enkele
verliesfuncties opgesomd met de corresponderende optimale schatting. Indien
de verliesfunctie een deltafunctie is, is het verlies onafhankelijk van de grootte
van de fout die gemaakt wordt bij de schatting. De optimale schatting komt
in dit geval overeen met de waarde van de parameter waarvoor de a posteri-
ori waarschijnlijheidsdistributie een maximum bereikt. Indien de verliesfunctie
evenredig is met de absolute waarde van het verschil tussen de schatting en de
werkelijke waarde, dan vormt de mediaan van de distributie de optimale schat-
ting. Een kwadratische verliesfunctie correspondeert met het selecteren van de
verwachtingswaarde van de parameter. Ten slotte wordt een verliesfuntie gege-
ven die niet symmetrisch is in de parameter en de schatting van die parameter.
Er is inderdaad geen enkele reden om steeds een dergelijke symmetrie aan te
nemen.

Ter illustratie worden de verschillende verliesfuncties toegepast op de a pos-
teriori waarschijnlijkheid bij een Poissonmeting. Veronderstel dat de emis-
siesnelheid A van een radio-actieve bron onderzocht wordt. Om deze emis-
siesnelheid te bepalen wordt gedurende een eenheid-tijdsinterval het aantal
geémitteerde stralen d gedetecteerd. Voor de a priori waarschijnlijkheidsdis-
tributie van de emissiesnelheid wordt een Jeffreysprior gekozen waarbij de
emissiesnelheid mag variéren tussen 0 en oneindig [Jayne68]. De a posteriori
waarschijnlijkheidsdistributie wordt dan gegeven door

)‘d —1g=2A
bp()\|dI)_—F—Z—J)——. (3.47)
Deze a posteriori waarschijnlijkheid is voorgesteld in fig. 3.5 voor d = 5.

Deze functie is duidelijk niet symmetrisch. Bijgevolg zullen de vier verlies-
functies uit tabel 3.1 verschillende waarden opleveren. De waarden die corre-
sponderen met de verschillende schattingen worden in tabel 3.2 weergegeven.
Merk op dat de laatste verliesfunctie leidt tot een duidelijk hogere schatting dan
de andere schattingen. Dit kan verklaard worden doordat de laatste verliesfunc-
tie het onderschatten van een parameter sterker benadeeld dan het overschatten
ervan.

Bedenk ook dat onderscheid tussen de drie eerste verliesfuncties zal ver-
dwijnen wanneer de a posteriori waarschijnlijkheid symmetrisch is rond een
enkelvoudig maximum. Een voorbeeld van een dergelijke distributiefunctie is
een Gaussdistributie.

Ten laatste moet er nog opgemerkt worden dat het opstellen van een ver-
liesfunctie niet eenvoudig is. Dikwijls wordt een kwadratische verliesfunctie
vooropgesteld. Maar deze verliesfunctie wordt meestal enkel gekozen omdat
de berekeningen in dit geval eenvoudig blijven. In werkelijkheid moet de ver-
liesfunctie voor elk afzonderlijk probleem opnieuw bestudeerd worden. Deze
functie kan immers van essentieel belang zijn voor de uiteindelijke beslissing.
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Figuur 3.5 A posteriori waarschijnlijkheidsdistributie van de emissiesnelheid wanneer 5
tellen gemeten worden in een eenheid-tijdsinterval.

3.10 Het maximum-entropieprincipe

Het maximum-entropieprincipe wordt gebruikt wanneer de kennistoestand be-
staat uit de verwachtingswaarden van een functie van een parameter. Dit type
van kennistoestand is natuurlijk enkel in theorie beschikbaar. Maar regelmatig
is een goede benadering voor de verwachtingswaarde aanwezig. Bijvoorbeeld:
van een vrachtwagen geladen met N kratten fruit kan eenvoudig de gemid-
delde massa fruit per krat bepaald worden. Eén enkele meting volstaat om de
verwachtingswaarde te bepalen. Uit deze meting kan dan met het maximum-
entropieprincipe een verdeling van de massa over de verschillende kratten be-

Verliesfunctie Optimale schatting Optimale schatting met d =5

Eﬁa—d) d-1 4
—la — 4| - 4.67
—(a-a)? d 5
—a(a — &)? d+1 6

Tabel 3.2 Verschillende verliesfuncties met de corresponderende optimale schatting voor de
emissiesnelheid. Voor de tweede verliesfunctie werd geen analytische uitdrukking gevonden
voor de optimale schatting. Merk op hoe de optimale schatting verandert bij de verschillende
verliesfuncties.
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paald worden. Een ander voorbeeld: de gemiddelde energie van een gasmolecule
kan bekend verondersteld worden. Dit laat dan toe om de energiedistributie te
bepalen voor dat gas.

In de communicatietechniek wordt entropie ingevoerd als een maat voor
de informatie-inhoud van een distributie. Dit werd gedaan door Shannon
in [Shann49]. Dit principe werd door Jaynes overgenomen en toegepast op
de statistische mechanica [Jayne57]. Later gebruikte Jaynes het maximum-
entropieprincipe om a priori waarschijnlijkheden te bepalen [Jayne68]. Een
uitstekende uiteenzetting is te vinden in [Tribu69]. Hier wordt het maximum-
entropieprincipe uitgelegd en toegepast op het opstellen van a priori waar-
schijnlijkheidsdistributies. Ook worden enkele eigenschappen van distributies
verkregen met het maximum-entropieprincipe bestudeerd.

In eerste instantie wordt het maximum-entropieprincipe toegepast voor het
vinden van waarschijnlijkheden voor een parameter & die enkel de discrete
waarden Z,,...,c¢x kan aannemen. De entropie van een discrete distributie
bp(zi | I),i=1,..., N is gegeven door

N
S==> bp(zi|I) In(bp(zi|1)), (3.48)
i=1

indien bp(z; | I)=0isbp(z; | I)In(bp(z;|I)) = 0. Deze entropie geeft dan
de informatie-inhoud van de waarschijnlijkheidsdistributie weer. Hoe groter de
waarde van de entropie S hoe kleiner de informatie-inhoud van de distributie.
Bij het opstellen van a priori waarschijnlijkheidsdistributies is het belangrijk
enkel de beschikbare kennis - informatie ~ in de distributie te incorporeren.
Daarom wordt gezocht naar distributies met maximale entropie die aan de
opgelegde voorwaarden voldoet. Het maximum-entropieprincipe selecteerd uit
alle mogelijke distributies die aan de voorwaarden voldoen, deze distributie met
minimale informatie-inhoud.

Indien de kennistoestand bestaat uit de verwachtingswaarden van de func-
ties gk, k = 1,..., M van de parameter & kan het maximum-entropieprincipe
gebruikt worden. De verwachtingswaarden < gx > zijn gegeven door

N
<gk>= Y ge(e) bp(zi | 1), k=1,..., M. (3.49)
i=1
De distributie bp(z; | I),2=1,..., N; die aan deze voorwaarden voldoet en

een maximale entropie heeft, wordt dan de waarschijnlijkheidsdistributie voor
de parameter &. Deze a priori waarschijnlijkheidsdistributie wordt gevonden
door het gebruik van Lagrange-multiplicatoren Ax. Bij deze methode wordt de
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De standaard gedaante bp(z;|1) g(z:)
de uniforme distributie
1/N 1/N 1
de exponentiéle distributie
A exp(—Az;) A exp(—Az;) 1,z
de Gaussdistributie
—1
V2702 exp(—(z — 1)?/(20%)) Z lexp(=Xizi— A27?) 1,22,z
de gammadistributie
F(a)‘l ﬁ‘“x&a_l) exp(—zi/B) Z7Y exp(=A1 ) x?’ 1,z:,In(z;)
de betadistributie
B(a,0)"'a{* (1 - 2;)(B-1) Z7'z (1-2)*  1,In(w),In(1 - z)

Tabel 3.3 De correspondentie tussen de verschillende verwachtingswaarden en de waar-
schijnlijkheidsdistributies verkregen met het maximume-entropieprincipe.

volgende uitdrukking gemaximaliseerd

N M N
— > bp(zi | 1) In(bp(z: | 1)) = Y X [ng(zi) bp(zi | I)— < gk >].
k=1 i=1

i=1
(3.50)
Er kan aangetoond worden dat de maximum-entropie-oplossing uniek is
[Tribu69].
Het maximum van de uitdrukking (3.50) is
1 M

bp(z; | [) = ——————— ex = z;)| , 3.51
p(z: | 1) Z0m ) p[; £ 9k ( )] (3.51)

met Z(A1,...,Am) de z.g. partitiefunctie:

N M
Z(A1, .., AM) :Eexp [—Z)\kgk(z‘;)] . (3.52)
i=1 k=1

De waarden van de Lagrange multiplicatoren worden gevonden door te eisen
dat de oplossingen (3.51) voldoen aan de beperkingen (3.49).

In tabel 3.3 wordt een overzicht gegeven van a priori waarschijnlijkheidsdis-
tributies met de corresponderende verwachtingswaarden. Indien de verwach-
tingswaarden bestaan uit de momenten worden met het maximum-entropie-
principe de distributies van de exponentiéle familie verkregen [Fergu67].

Het maximum-entropieprincipe laat dus toe om veel standaarddistributies
af te leiden. Voor andere standaarddistributies bestaat er ook dikwijls een
afleiding in een Bayesiaanse kontekst. Zo is de afleiding van de Poissondistri-
butie niet gebaseerd op het maximum-entropieprincipe [Jayne90]. De afleiding
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van de binomiale distributie en multinomiale distributie is te vinden in alle
standaardwerken over waarschijnlijkheidsrekenen. Voor een behandeling van
de Cauchydistributie zie [Tribu69], [Jayne76], [Gull88].

De (relatieve) entropie van een continue distributie is gedefinieerd door

S= /bp (z]I) In (bp(ﬂz'a[)l)) T. (3.53)

Hierbij zorgt de Lebesgue-maat m(z) ervoor dat de entropie invariant blijft
onder een codrdinatentransformatie [Jayne68].

De uitdrukking (3.53) zonder minteken wordt ook wel de kruisentropie ge-
noemd. Een andere benaming voor het maximum-entropieformalisme in het
continue geval is het minimum cross-entropieformalisme.

Voor meer eigenschappen van het maximum-entropieprincipe zie
[Jayne83a], [Tribu69].

3.11 Bespreking van het Bayesiaanse waar-
schijnlijkheidsrekenen

In de voorgaande paragrafen werd het principe van het BWR uitgebreid uit-
eengezet. In deze paragraaf worden enkele van de voornaamste misvattingen

i.v.m. het BWR behandeld.

3.11.1 De relatie tussen de werkelijke wereld en waar-
schijnlijkheden

De waarschijnlijkheden uit het BWR zijn een kwantitatieve vertaling van een
kennistoestand. Vermits de kennistoestand over de wereld nooit perfect is,
zullen de waarschijnlijkheden ook niet noodzakelijk juist zijn. Stel dat de cor-
rectheid van waarschijnlijkheden nagegaan kan worden. Soms kan dit gebeuren
door relatieve frequenties te meten in herhaalde experimenten. Deze relatieve
frequenties moeten dan overeenstemmen met de berekende waarschijnlijkhe-
den. In het BWR kan het voorkomen dat de berekende waarschijnlijkheden
niet corresponderen met de gemeten frequenties. Een groot verschil tussen
theorie en experiment duidt dan op een verkeerde kennistoestand. Een derge-
lijke discrepantie kan de aanzet zijn tot het corrigeren van de kennistoestand.
De veronderstelling dat de berekende waarschijnlijkheden ook in werkelijkheid
optreden wordt door Jaynes de “Mind Projection Fallacy” genoemd [Jayne90].

3.11.2 De invloed van a priori waarschijnlijkheden

Eén van de opvallende eigenschappen van het BWR is het gebruik van a pri-
ori waarschijnlijkheden. Bij parameterschatting wordt aan de parameter een
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waarschijnlijkheidsdistributie toegekend alvorens ook maar één meting verricht
werd. Daarbij verschilt de a priori waarschijnlijkheid ook nog naargelang van
de parameter een schaal- of locatieparameter is.

Dikwijls wordt de invloed van de a priori waarschijnlijkheidsdistributie op
het resultaat van de berekeningen overschat. De vorm van de a priori waar-
schijnlijkheidsdistributie is echter slechts uitzonderlijk bepalend voor de a pos-
teriori waarschijnlijkheidsdistributie. De vorm van de a priori waarschijnlijk-
heidsdistributie wordt belangrijk wanneer de informatie-inhoud van de a priori
waarschijnlijkheidsdistributie groot is t.o.v. de informatie-inhoud van de a pos-
teriori waarschijnlijkheidsdistributie. Dit betekent dat de a priori waarschijn-
lijkheidsdistributie meer informatie bevat dan de direkte waarschijnlijkheids-
distributie. In dit geval dragen de metingen nauwelijks bij tot de uitbreiding
van de kennistoestand. Bijgevolg zouden meer en/of betere metingen verricht
moeten worden om de invloed van de vorm van de a priori waarschijnlijkheids-
distributie te verminderen [Lored90]. Doorgaans zal de invloed van de a priori
waarschijnlijkheidsdistributie echter klein zijn. Een vuistregel in het BWR is
dat het verschil tussen een uniforme distributie en een Jeffreysdistributie enkel
duidelijk wordt wanneer één meetpunt meer of minder belangrijk is [Jayne94].

3.11.3 De regel van Bayes en het maximum-entropieprin-
cipe

Uit de voorgaande paragrafen is het verschil tussen de regel van Bayes en het
maximum-entropieprincipe wel duidelijk. Om elke verwarring te vermijden
wordt in deze paragraaf het verschil tussen beide methoden nog eens uitvoerig
behandeld [Jayne88].

Uit par. 3.10 bljjkt dat het maximum-entropieprincipe gebruikt wordt om
een distributie te bepalen op een hypotheseruimte mits bepaalde verwachtings-
waarden gekend zijn. De regel van Bayes daarentegen dient in zijn elementaire
vorm om de waarschijnlijkheid van een hypothese A voorwaardelijk aan de
hypothese B en de kennistoestand I te berekenen:

bp(A) bp(B|AT)

tlAIB ) = =B

(3.54)

Bij de enkelvoudige toepassing van het theorema van Bayes is de uitkomst
één getal. De toepassing van maximum-entropieprincipe levert steeds een dis-
tributie op. Er bestaan twee redenen voor de verwarring tussen beide technie-
ken.

Ten eerste: beide technieken hebben gemeenschappelijk dat ze kunnen ge-
bruikt worden voor het progressief aanpassen van de waarschijnlijkheden aan
de kennistoestand. Voor de Bayesiaanse methode wordt de waarschijnlijkheid
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van een hypothese p(A|I) veranderd naar p(A|B I): de waarschijnlijkheid dat
de hypothese A optreedt in de veronderstelling dat een hypothese B waar is.

Met het maximum-entropieprincipe kan een distributiefunctie p(z | X I') be-
rekend worden. D.i. de waarschijnlijkheden van optreden van de verschillende
waarden z gegeven de voorwaarde X en de informatie I. Indien de kennis-
toestand uitgebreid wordt met de hypothese Y, dan kan met het maximum
entropieformalisme de distributie p(z | XY I') berekend worden. De distribu-
tie p(z | X Y I') kan beschouwd worden als de aanpassing van p(z|X I) aan
de nieuwe hypothese Y.

Ten tweede: in bepaalde gevallen kan de ekwivalentie tussen de distribu-
tie verkregen met het maximum-entropieprincipe en de distributie verkregen
bij het herhaaldelijk gebruik van de regel van Bayes, aangetoond worden. In
[Willi80] wordt het geval bekeken waarin de hypotheseruimte bestaat uit een set
van N mogelijkheden (Hy, ..., Hy). Nieuwe informatie zal een subset van hypo-
thesen uit de hypotheseruimte selecteren. Dergelijke uitbreidingen van de ken-
nistoestand kunnen zowel met het BWR als met het maximum-entropieprincipe
behandeld worden. Wegens de consistente opbouw van het BWR leveren ze
hetzelfde resultaat op.

In [VanCa81] wordt een andere vorm van ekwivalentie aangetoond. Indien
de regel van Bayes toegepast wordt op een oneindig herhaald experiment (waar-
bij een moment vast ligt) dan zal de resulterende conditionele distributie voor
de toevalsgrootheid gelijk zijn aan de maximum-entropiedistributie gegeven dat
moment.

Beide zienswijzen tonen aan dat wanneer het maximume-entropieprincipe en
het BWR toepasbaar zijn op hetzelfde specifiek probleem, ze hetzelfde resul-
taat opleveren. Ze tonen dus de consistentie aan van beide methoden in die
bijzondere gevallen.

Voor bijkomende relaties tussen maximum-entropiemethoden, Bayesiaanse
methoden en klassieke statistische methoden wordt verwezen naar [Seth90].

3.12 Andere interpretaties van het waarschijn-
lijkheidsrekenen

Het BWR is slechts één van de mogelijke interpretaties van het waarschijnlijk-
heidsrekenen. Hier wordt het BWR vergeleken met drie andere werkwijzen: het
KWR, de Dempster-Shafertheorie en de vaag-verzamelingenleer. Het KWR is
de meest verspreide theorie.
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3.12.1 Het klassieke waarschijnlijkheidsrekenen

De aanhangers van het klassieke waarschijnlijkheidsrekenen (KWR) en het
BWR zijn in de loop der jaren steeds verder uit elkaar gegroeid. Tussen de
vertegenwoordigers van beide strekkingen ontstaat er niet zelden een twist-
gesprek. Vreemd genoeg gaan de discussies meestal terug op de filosofische
grondslag van de beide methoden: wat zijn waarschijnlijkheden en aan welke
entiteiten worden waarschijnlijkheden toegekend? Sommige discussies zijn ook
enkel het gevolg van een spraakverwarring. Dezelfde symbolen en termen be-
tekenen iets anders naargelang van de gebruikte theorie. Daarom worden hier
eerst de grondslagen van het KWR geschetst [Papou65], [Pfeif65].

Het KWR is een theorie die toelaat om experimenten met onzekere uitkomst
te interpreteren. Stel dat bij het herhaald uitvoeren van eenzelfde experiment
verschillende uitkomsten (“outcomes”) verkregen worden. Een toevalsgroot-
heid is een functie die de verschillende mogelijke verzamelingen van uitkom-
sten (“gebeurtenissen”) afbeeldt op de reéle as. Waarschijnlijkheden worden
enkel geassocieerd met toevalsgrootheden. In het KWR. corresponderen waar-
schijnlijkheden met de relatieve frequentie van het optreden van een uitkomst
(“gebeurtenis”) bij een oneindige onafhankelijke herhaling van het experiment.

Beschouw b.v. het gooien van een dobbelsteen. Er zijn zes verschillende
uitkomsten (“outcomes”) voor dit experiment. Elk van deze uitkomsten cor-
respondeert met één van de zes zijden van de dobbelsteen. Een toevalsgroot-
heid is een functie die verzamelingen van uitkomsten afbeeldt op een reéel (of
geheel) getal: de waarschijnlijkheid van die verzameling van uitkomsten. De
waarschijnlijkheid van een verzameling van uitkomsten is gelijk aan de relatieve
frequentie van het optreden van de corresponderende zijde(n) bij het oneindig
herhalen van het experiment.

Door de sterke wiskundige fundering van deze theorie is het vertrouwen
erin groot. De eerste kritiek van de aanhangers van het KWR op het BWR
is dat de Bayesiaanse waarschijnlijkheden niet enkel toegekend worden aan
mogelijke uitkomsten van experimenten. Inderdaad, de hypothesen in het BWR
horen niet noodzakelijk bij herhaalde experimenten. In dit geval wordt dan ook
beweerd dat de stevige wiskundige ondergrond verdwijnt.

Daarbij wordt dan meestal voorbijgegaan aan de afleidingen uit het be-
gin van dit hoofdstuk en wordt over het hoofd gezien dat de correspondentie
met relatieve frequenties helemaal niet de bedoeling in het BWR.. De betekenis
van het woord “waarschijnlijkheid” verschilt dan ook grondig in beide inter-
pretaties. Om de Babylonische spraakverwarring te vermijden worden hier de
waarschijnlijkheden met een ander symbool aangeduid: “fp” voor waarschijn-
lijkheden in het KWR en “bp” voor waarschijnlijkheden in het BWR.

Het KWR lijkt wiskundig beter gefundeerd te zijn dan het BWR.. De aflei-
ding van Cox voor het BWR is immers reeds onderhevig geweest aan kritiek
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(Garre93]. Ook is de definitie van waarschijnlijkheden als kwantificatie van
een kennistoestand niet evident. De identificatie van waarschijnlijkheden met
relatieve frequenties schijnt ondubbelzinnig. Maar wat betekent in het KWR.:
het herhaald uitvoeren van identieke experimenten? Waar staat identiek voor?
Indien eenzelfde dobbelsteen onder exact dezelfde omstandigheden geworpen
wordt, zal steeds dezelfde zijde bovenaan liggen. Maar misschien is het prak-
tisch onmogelijk om het experiment in precies dezelfde omstandigheden te her-
halen. Dan is er natuurlijk geen sprake meer van een herhaling van identieke
experimenten. De hamvraag wordt dan: “Waarin verschillen identieke experi-
menten?”

Bovendien worden experimenten nooit oneindig herhaald. Hierdoor zijn
klassieke waarschijnlijkheden nooit echt gekend. Natuurlijk kan een experiment
voldoende herhaald worden totdat een goede benadering voor de waarschijn-
lijkheden gevonden wordt. Maar wordt dit in praktijk gedaan? Bij het gooien
van een dobbelsteen wordt er steeds verondersteld dat de relatieve frequentie
van het optreden van de verschillende zijden 1/6 is. Dit wordt gedaan vooraleer
ook maar één keer met de dobbelsteen gegooid werd. Gaat het hier dan niet
eerder om een vertaling van een kennistoestand? Wordt aan de dobbelsteen
geen symmetrieéigenschappen toegekend? Dit wordt ook nog bevestigd door
experimenten met dobbelstenen. In deze experimenten wordt de relatieve fre-
quentie van de verschillende uitkomsten van het gooien van een dobbelsteen
nagegaan. Ondanks de voorzorgen om identieke experimenten te produceren,
trad de relatieve frequentie 1/6 niet op. Dit is niet verwonderlijk omdat de ver-
onderstelling dat een dobbelsteen symmetrieeigenschappen heeft al verkeerd is.
Het aantal ogen (en de daarbij horende uithollingen) op de verschillende zijden
verbreekt de symmetrie [Jayne83c],[Jeffr39], [Fouge89].

Het verschil in definitie van het begrip waarschijnlijkheid beinvloedt ook
de verdere analyse van de gegevens. Ter illustratie wordt hier het concept
van betrouwbaarheidsinterval behandeld. Een typisch voorbeeld betreft het
schatten van de locatieparameter van een Gaussdistributie. Veronderstel dat N
onafhankelijke meetpunten {z,...,zn} van deze Gaussdistributie opgemeten
werden. Een schatting i van de locatieparameter i wordt dan gegeven door

p= %in. (3.55)

Een betrouwbaarheidsinterval laat toe de “betrouwbaarheid” van een schat-
ting te kwantificeren. In het KWR wordt een betrouwbaarheidsinterval be-
rekend door de waarschijnlijkheidsdistributie voor de schatting te berekenen:
fp(it). Op de as van de schatting wordt een interval Ju + ¢, u + d[ gedefinieerd
waarvoor geldt:

y=fpp+c<i<p+d). (3.56)
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De waarde van 7 stelt dus de relatieve frequentie voor van de gebeurtenis
dat de schatting f in het interval Ju + ¢, p + d[ ligt bij een oneindig herhalen
van hetzelfde experiment. Typische waarden voor v zijn 0.68 en 0.95. Deze
waarden komen overeen met de 1 o en 2 o intervallen bij een Gaussdistributie.
Veronderstel dat het symmetrisch interval rond p gezocht wordt waarvoor de
= 68. Dit interval blijkt Ju — 0/v/N, pu + ¢//N[ te zijn. Hierbij is o de
spreiding van de Gaussdistributie voor één meting. De breedte van dit interval
vermindert met het aantal metingen volgens een 1/v/N wet. De schatting zal
bijgevolg beter de werkelijke waarde p benaderen bij een toenemend aantal
metingen.
De Bayesiaanse interpretatie is totaal verschillend. Eerst wordt de a poste-
riori waarschijnlijkheid van de locatieparameter berekend

bp(/ll{:l:l,...,:CN}I). (357)
Het ekwivalente van een betrouwbaarheidsinterval wordt gegeven door

Het verschil tussen vergelijkingen (3.56) en (3.58) is vooral duidelijk wan-
neer gekeken wordt naar de veranderlijke. In de Bayesiaanse interpretatie va-
rieert de mogelijke waarde voor de locatieparameter. In de klassieke interpre-
tatie verandert de schatting voor de locatieparameter f. In vergelijking (3.58)
wordt berekend hoe waarschijnlijk het is dat de locatieparameter in het interval
J& + ¢, it + d[ ligt. Het symmetrische interval rond i waar 68% van deze waar-
schijnlijkheidsdistributie gesitueerd is, blijkt het interval Ji—o/v/N, i4+0/v/N]|
te zijn. Dit interval wordt eveneens kleiner volgens een 1/\/N wet.

Bijgevolg lijkt de overeenkomst tussen het KWR en het BWR perfect. Er
schijnt enkel een interpretatieverschil te bestaan. Maar deze overeenkomst is
louter toeval [Lored90]. Dit toeval berust op speciale eigenschappen van de
Gaussdistributie. Merk bijvoorbeeld op dat de Gaussdistributie symmetrisch
is in de parameters & en ji. Bijgevolg is het ook niet verwonderlijk deze sym-
metrie terug te vinden in de betrouwbaarheidsintervallen. Voor waarschijnlijk-
heidsdistributies die geen dergelijke symmetrie vertonen zal de overeenkomst
verdwijnen [Jayne76].

Merk op dat het belang van de geobserveerde meetpunten sterk verschilt in
beide methoden. In het betrouwbaarheidsinterval van het KWR zijn de echte
metingen slechts één van de mogelijke realisaties van het experiment. De me-
tingen die nooit gemeten werden, maar toch voorkomen bij het in gedachten
herhalen van identieke experimenten, kunnen belangrijker worden voor de be-
paling van het betrouwbaarheidsinterval dan de werkelijk gemeten waarden.
Dit kan leiden tot flagrant verkeerde intervallen [Jayne76]. In het BWR treden
enkel de werkelijke metingen op. Dit is erg geruststellend omdat de enige infor-
matie die beschikbaar is over de werkelijke wereld deze metingen zijn. Andere
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voorbeelden van vergelijking tussen het BWR en het KWR kunnen gevonden
worden in [Jeffe92].

Bij het berekenen van de betrouwbaarheidsintervallen heeft het BWR het
voordeel eenvoudiger te zijn. Bovendien kan het BWR ook rekening houden
met lastparameters.

3.12.2 De Dempster-Shafertheorie

De Dempster-Shafertheorie vormt een alternatief voor het KWR en het BWR.
Hier volgt een summiere uiteenzetting van de theorie. Voor een uitgebreidere
behandeling wordt verwezen naar [Voorb90], [DeLae92]. Enkele van de ge-
bruikelijke kritieken op de Dempster-Shafertheorie worden hier herhaald. Bo-
vendien wordt d.m.v. een voorbeeld aangetoond dat het BWR gelijkaardige
problemen kan oplossen.

In de Dempster-Shafertheorie wordt eerst een volledige verzameling elkaar
uitsluitende hypothesen gedefiniéerd. Noem deze verzameling de onderscheids-
verzameling V. Aan alle mogelijke deelverzamelingen van deze onderscheidsver-
zameling wordt een waarschijnlijkheidsmassa w toegekend. Deze waarschijn-
lijkheidsmassa associeert met elke deelverzameling v van V' een waarde tussen
0 en 1. De waarschijnlijkheidsmassa voldoet aan

w(®) =0en Y w(v)=1. (3.59)

vCV

Naast de waarschijnlijksmassa worden nog twee functies gedefinieerd op de
deelverzamelingen van V: de geloofsfunctie Bel en de plausibiliteitsfunctie P!:

Bel(v) = ) w(v) (3.60)

v;Cv

Pli(v)= Y w(v) (3.61)

viNu#D

De geloofsfunctie Bel telt de waarschijnlijkheidsmassa’s van alle deelverza-
melingen van v op. De plausibiliteitsfunctie sommeert de waarschijnlijkheids-
massa’s van alle verzamelingen die een niet-ledige doorsnede met v hebben.
Deze drie functies bevatten dezelfde informatie: specificatie van de waarden
van één van deze functie legt de functiewaarden van de andere twee functies
vast. Het geloof in een verzameling v wordt weergegeven door een geloofsinter-
val [Bel[v], Pl[v]].

Er bestaan belangrijke verschillen tussen de waarschijnlijkheidsmassa en
de waarschijnlijkheden uit het KWR en het BWR. Zo moeten de waarschijn-
lijkheidsmassa’s niet voldoen aan de somregel. De waarschijnlijkheidsmassa
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w(vy U vy) is dus niet noodzakelijk gelijk aan w(v;) + w(vz) — w(v; N vz). Bo-
vendien is er een eigen versie van de produktregel: de combinatieregel van

Dempster. . )
/() = Lvinvs=v WY w'(v; .
v ( ) Zv.-nvj;fg 'LU(‘U,') w’(vj) (362)
met
b#vcy (3.63)

In de combinatieregel van Dempster wordt de waarschijnlijkheidsmassa van een
verzameling v gelijk gesteld aan de som van het produkt van de waarschijnlijk-
heidsmassa’s van alle verzamelingen waarvan de doorsnede aanleiding geeft tot
de verzameling v. De term in de noemer van vergelijking (3.62) is een norma-
lisatieconstante. Merk op dat de regel van Dempster duidelijk afwijkt van de
vertrouwde produktregel.

Maar de som- en produktregel zijn een gevolg van de drie desiderata. Een
afwijking van deze basisregels kan bijgevolg leiden tot een inbreuk op de desi-
derata. Vermits de basisregels van de Dempster-Shafertheorie zondigen tegen
de normale produkt- en somregel, is het niet verwonderlijk dat er eenvoudig
absurde resultaten gegenereerd kunnen worden. De produktregel van Demp-
ster verschilt van de normale produktregel doordat er geen conditionele termen
optreden. Inconsistenties zullen dan ook optreden wanneer conditionele termen
vereist zijn. Veronderstel b.v. dat tweemaal dezelfde conditionele hypothese D
gebruikt wordt. De regel van Bayes levert dan onmiddellijk op dat

bp(ADD|I) _bp(D|I)bp(AD|DI)
bp(DD|I) ~ bp(D|I)bp(D|DI)

bp(A|DDI) = =bp(A|DI). (3.64)
De conditionele waarschijnlijkheid blijft onveranderd door een hypothese twee
maal te beschouwen. Bij de toepassing van de regel van Dempster verandert
de waarschijnlijkheidsmassa wel indien tweemaal dezelfde hypothese gebruikt
wordt. Het wordt dan ook aangeraden om de waarschijnlijkheidsmassa’s enkel
te combineren voor onafhankelijke waarschijnlijkheden.

Bovendien kunnen de problemen die met de Dempster-Shafertheorie aange-
pakt worden eveneens in het BWR opgelost worden. Beschouw ter illustratie
het voorbeeld van het determineren van planten met een dichotomische tabel
[DeLae92]. Een dichotomische tabel bestaat uit een reeks vragen omtrent de
eigenschappen van een plant [Heima83]. Meestal is een vraag tweeledig. Het
eerste deel beschrijft dan een eerste set van mogelijke eigenschappen van de
plant en de tweede vraag een andere set eigenschappen. Door een van de twee
mogelijke oplossingen te kiezen wordt de (amateur) bioloog verwezen naar een
bijkomende vraag. Dit proces wordt herhaald totdat de plant gedetermineerd
wordt bij het beantwoorden van de laatste vraag. Hier wordt het voorbeeld
beschouwd van een sleutel die toelaat om een plant te determineren uit de vijf
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Eigenschap Test Massa Set van plantesoorten
stengelhoogte > 120 cm 0.9 {A,B
< 120cm 1 {A,C,D,E
bloeitijd voorjaar 0.9 {A,B,D
zomer 0.8 {C,E
bloemkleur groen 0.95 {A,C.E
wit 0.95 {B,D
Figuur 3.6 Dichotomische tabel voor het determineren van een plant uit de soorten
{A,B,C,D,E}.

Set van plantesoorten Geloofsinterval

{C,E [0.29,0.35
A (0.6, 0,71
{A,B [0.65, 0.71
{A,CE [0.97,1

Figuur 3.7 Geloofsintervallen voor de verschillende sets van plantesoorten.

mogelijke plantesoorten: A, B,C, D, E. De eigenschappen voor de verschillende
plantesoorten zijn weergegeven in tabel 3.6.

Hierbij slaan de getallen in de voorlaatste kolom op de waarschijnlijkheids-
massa die toegekend wordt aan de corresponderende deelverzamelingen van de
laatste kolom. Veronderstel dat een plant de volgende eigenschappen heeft: de
lengte van de stengel is 150 cm, de plant bloeit in de zomer, de bloemkleur
is groen. In de Dempster-Shafertheorie worden dan de geloofsintervallen uit
tabel 3.7 toegekend [DeLae92].

De getallen uit deze tabel duiden aan dat de plant “waarschijnlijk” tot de
verzameling {4, C, E'} behoort.

Bekijk nu de Bayesiaanse behandeling. De hypotheseruimte bestaat uit de
vijf plantesoorten. Bijgevolg zal de initiele waarschijnlijkheid voor elke plant
1/5 zijn. Door het bekijken van de verschillende eigenschappen worden de waar-
schijnlijkheden voor de verschillende plantesoorten gecorrigeerd. Dit gebeurt
met de regel van Bayes:

bp(P | KT) o« bp(P | I) bp(K | PI), (3.65)

waarbij P staat voor een plantesoort, I voor de reeds behandelde eigenschap-
pen van de plant en K voor de eigenschap van de plant die nu beschouwd
wordt. Door na deze operatie de a posteriori waarschijnlijkheid te normalise-
ren zijn de waarschijnlijkheden voor de verschillende plantesoorten vastgelegd.
Het enige probleem bij het toepassen van regel (3.65) is dat de waarschijnlijk-
heden van de vorm bp(K | PI) nog onbekend zijn. Hier worden deze waar-
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schijnlijkheden afgeleid uit de waarschijnlijkheidsmassa’s van tabel 3.6. Deze
afleiding is intuitief omdat de overeenkomst tussen waarschijnlijkheidsmassa’s
en Bayesiaanse waarschijnlijkheden niet duidelijk is. Wat betekent b.v. dat
de waarschijnlijkheidsmassa 0.9 is voor de deelverzameling { A, B} wanneer de
stengellengte groter of gelijk is aan 120 cm. Hier wordt verondersteld dat deze
waarschijnlijkheidsmassa overeenkomt met de waarschijnlijkheden (mits enkele
afrondingen):

bp(A|KsI)=bp(B|KsI)=0.425,
bp(C | Ks I) = bp(D | Ks I) = bp(E | Ks I) = 0.05, (3.66)

waarbij K s er rekening mee houdt dat de stengel langer is dan 120cm. Merk
hierbij op dat de waarschijnlijkheid van een plantesoort die voldoet aan de
eigenschap Ks ongeveer negen keer zo groot is als voor een plantesoort die niet
aan deze eigenschap voldoet.

Na het toepassen van het BWR voor alle beschikbare eigenschappen worden
de waarschijnlijkheden voor de plantesoorten:

bp(A|I') = 0.44, bp(B|I') = 0.03, bp(C|I') = 0.26,
bp(D|I') = 0.01, bp(E|I') = 0.26, (3.67)

hierin bevat I’ al de gecontroleerde eigenschappen van de plant. Hieruit blijkt
dat het BWR de plant ook klasseert in de set plantesoorten {A, C, E}. Deze
berekening bevestigt dus het resultaat van de Dempster-Shafertheorie.

Beschouw nu een uitbreiding van de dichotomische tabellen: bij de beoorde-
ling van de eigenschap van een plant kan de bioloog ook specifiéren hoe zeker hij
is omtrent die bepaalde eigenschap. De eigenschap dat de plant in het voorjaar
bloeit kan b.v. in twijfel getrokken worden. Het is misschien een abnormaal
warm voorjaar. Hier komt een nieuwe probabilistische relatie op de proppen:
bp(K | Zk I). Deze relatie staat voor de waarschijnlijkheid dat eigenschap K
waar is, wanneer de onderzoeker veronderstelt dat die eigenschap waar is. De
hypothese Zg staat voor: “de onderzoeker zegt dat de plant eigenschap K
bezit”. Het aanpassingsmechanisme moet dan aangepast worden. De relatie
van Bayes (3.65) wordt dan

bp(P | Zk I) = bp(PK | Zk I) +bp(PK | Zk I), (3.68)
wat dan gelijk is aan

bp(P | Zx I) = bp(K | Zx I) bp(P | K1)+ bp(K | Zg I) bp(P | K I).

(3.69)

De waarschijnlijkheid van een bepaalde plantesoort bij het veronderstellen

van een bepaalde eigenschap is dus gelijk aan een gewogen som van de waar-
schijnlijkheden dat de plantesoort correspondeert met de beschouwde eigen-
schap en dat de plantesoort correspondeert met de negatie van die eigenschap.
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De gewichten bp(K | Zx I),bp(K | Zxk I) corresponderen met het vertrouwen
van de bioloog in de specificatie van een eigenschap. Veronderstel dat de bio-
loog niet kan bepalen of de plant een voorjaarsbloeier is. De bioloog stelt de
kans dat de plant een voorjaarsbloeier dus gelijk aan 1/2. Intuitief is het dan
duidelijk dat deze eigenschap “zomerbloeier of voorjaarsbloeier” niet meer re-
levant is voor de determinatie. Bij het berekenen van de correctiefactoren van
de vorm (3.69) wordt dan ook steeds bij benadering dezelfde waarde gevonden
voor de verschillende plantesoorten. Na een volledige herhaling van de bere-
kening zijn de waarschijnlijkheden van de plantesoorten bij benadering gelijk
aan

bp(A|I") = 0.77, bp(B| I") = 0.02, bp(C | I") = 0.1,
bp(D| I") = 0.01, bp(E|I") = 0.1, (3.70)

waarbij I” de informatie aangeeft dat alle eigenschappen gebruikt werden en
dat rekening gehouden werd met de onzekerheid i.v.m. de eigenschap “zomer-
bloeier of voorjaarsbloeier”.

Het is nu duidelijk dat plantesoort A de beste determinatiekandidaat is.
Bekijk de oorspronkelijke dichotomische tabel opnieuw en bemerk dat plante-
soort A inderdaad de enige plant is die aan de twee gestelde eigenschappen
voldoet: de stengel is 150 cm lang en de bloemkleur is groen.

In deze paragraaf werd het duidelijk dat problemen die behandeld worden
met de Dempster-Shafertheorie ook met het BWR te benaderen zijn. Het BWR
vermijdt bovendien de consistentieproblemen die optreden als gevolg van de
regel van Dempster. Daarenboven zijn de uiteindelijke waarschijnlijkheden van
het BWR eenvoudig te interpreteren.

3.12.3 De vaag-verzamelingenleer

De vaag-verzamelingenleer biedt nog een alternatieve behandeling van onze-
kerheden aan [KandeT78], [Voorb90]. Hier wordt voor de volledigheid heel kort
ingegaan op deze theorie.

In de vaag-verzamelingenleer hebben onzekerheden betrekking op de hy-
pothesen. Zo is de stelling “een patiént heeft hoge koorts” aanvaardbaar
in de vaag-verzamelingenleer. Deze stelling is geen hypothese in het BWR.
Het begrip “hoge koorts” is immers niet volledig gedefinieerd. In de vaag-
verzamelingenleer wordt de onbepaaldheid van het begrip “hoge koorts” opge-
vangen door het invoeren van vaag-verzamelingen. Veronderstel dat een verza-
meling X bestaat uit een aantal objecten z. Aan elk object (patiént) van de
verzameling wordt een lidmaatschapsfunctie LM toegekend:

X [0,1]
LM.{z_) LM(s), = € X (3.71)
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Deze lidmaatschapsfunctie bepaalt in welke mate een object aan een bepaalde
voorwaarde voldoet. De lidmaatschapsfunctie bepaalt b.v. in welke mate een
patiént hoge koorts heeft. De lidmaatschapsfunctie LM beeldt elk object van
de verzameling af op het interval [0,1]. Een afbeelding van een object op één
betekent dat het object zeker aan de eigenschap voldoet en de afbeelding op
nul sluit het bezitten van die eigenschap uit. De objecten die door de lidmaat-
schapsfunctie een waarde toegewezen krijgen tussen 0 en 1 bevinden zich in de
schemerzone. Deze objecten voldoen in een bepaalde mate aan de eigenschap.
M.a.w. patiénten hebben een graad van “hoge koorts”. Diverse gedaanten
kunnen voor de lidmaatschapsfunctie gebruikt worden: een lineaire functie,
een kwadratisch functie, ... Hoe deze lidmaatschapsfunctie gekozen moet wor-
den is niet duidelijjk. De exacte vorm speelt evenwel een ondergeschikte rol.
Het belangrijkste aspect van de lidmaatschapsfunctie is de ordening die erdoor
geinduceerd wordt.

In de vaag-verzamelingenleer bestaan er ook samenstellingsregels. Beschouw
b.v. de “intersectie”’-operatie. Deze operatie is equivalent met de logische
“en”. Stel gegeven de twee lidmaatschapsfunctie LM1(z) en LMjy(z). Met
beide lidmaatschapsfuncties correspondeert een eigenschap. Beiden werken in
op elementen z van de verzameling X. Wat is de samengestelde lidmaat-
schapsfunctie L M; N LM,(z) die uitdrukt in welke mate een element van de
verzameling voldoet aan beide eigenschappen? Eén van de mogelijke regels uit
de vaag-verzamelingsleer hiervoor is

LM; 0 LMo(z) = min(LM; (z), LMa(z)). (3.72)

Deze regel wijkt op twee punten af van de productregel uit het BWR. Ten eerste
treedt er geen product op. Maar een recentere manier om de bovenstaande sa-
menstellingsregel te verkrijgen in het vaag-verzamelingenleer, bestaat erin het
product LM;(z) L M,(z) te nemen. Een tweede (en belangrijker) verschil is
het ontbreken van de conditionele waarschijnlijkheid. Bijgevolg kan deze regel
alleen toegepast worden indien de eigenschappen onafhankelijk zijn van elkaar.
Het is dan ook eenvoudig om voorbeelden te bedenken waarin de samenstel-
lingsregel uit (3.72) faalt.

Het is het mogelijk om de lidmaatschapsfunctie te vervangen door Bayesi-
aanse waarschijnlijkheden. Na deze omzetting kan de verdere behandeling van
het probleem gebeuren in het BWR, [Chees86].

3.13 Besluit

In dit hoofdstuk werden de voornaamste kenmerken van het BWR. overlopen.
Eerst werden de basisregels afgeleid uit een beperkt aantal desiderata. Deze de-
siderata eisen consistentie en een overeenkomst met de humane redeneringen.
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De basisregels blijken de gedaante van de klassieke som- en produktregel te
hebben. De basisprocedure van het BWR bestaat uit het bestuderen van de a
posteriori waarschijnlijkheid van alle onbekende hypothesen. Enkele toepassin-
gen werden gegeven in de paragrafen over parameterschatting en modeltoetsing.
Een uitbreiding voor het BWR vormt de besliskunde waardoor een optimale
schatting voor een parameter gevonden kan worden. Om de optimale schatting
te vinden moet naast de a posteriori waarschijnlijkheden tevens een verlies-
functie gedefinieerd worden. Tenslotte worden andere interpretaties van het
omgaan met onzekerheden bestudeerd. Het blijkt dat het BWR een ruimere
aanpak toelaat dan het KWR. Tevens kan het BWR ook toegepast worden
op problemen die met de Dempster-Shafer of met de vaag-verzamelingenleer
behandeld worden. Het voordeel van de Bayesiaanse interpretatie is dat de
overeenkomst met de humane redeneringen (in theorie) gewaarborgd is.
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Hoofdstuk 4

Het M L-EM-algoritme

4.1 Inleiding

Het ML-EM-algoritme (“Maximum Likelihood-Expectation Maximization al-
gorithm”) is het populairste en best bestudeerde statistische reconstructie-
algoritme in PET. Dit algoritme tracht het beeld te vinden dat de directe
waarschijnlijkheid van de metingen maximaliseert. Er wordt geen enkele veron-
derstelling gemaakt over de a priori waarschijnlijkheidsdistributie: alle beelden
zijn bij afwezigheid van metingen even waarschijnlijk.

Als sterke punten van het ML-EM-algoritme gelden de eenvoud en de theo-
retische fundering. Het ML-EM-algoritme is immers duidelijk veel eenvoudiger
dan b.v. een toegevoegde-gradiéntenalgoritme of een gesimuleerd-uitgloeien.
Bovendien bestaat er een bewijs van de convergentie van het algoritme (zie vol-
gende paragraaf). Een aantal belangrijke nadelen, zoals traagheid en ruisgevoe-
ligheid, bemoeilijken echter het dagelijks gebruik van het ML-EM-algoritme. In
dit hoofdstuk worden oplossingen onderzocht voor enkele van deze nadelen. In
het bijzonder worden enkele versnellingstechnieken en een stopcriterium bestu-
deerd. Bovendien wordt een verbeterde behandeling van de attenuatiecorrectie
voorgesteld.

4.2 Het principe van het ML-EM-algoritme

4.2.1 De afleiding van het ML-EM-algoritme

Het ML-EM-algoritme werd reeds afgeleid in 1976 door Rockmore [Rockm76],
[RockmT77]. Deze afleiding is louter theoretisch en een praktische implementatie
werd later voorgesteld door [Shepp82], [Shepp84] en [Lange84],[Lange87). Deze
laatste afleidingen gaan terug op een overzichtsartikel van Dempster [Demps77).

99
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In dit hoofdstuk bevat slechts een summiere afleiding van het algoritme gegeven.
De notatie uit het artikel van Lange wordt tijdelijk overgenomen.

De afleiding van het ML-EM-algoritme is gebaseerd op het klassieke waar-
schijnlijkheidsrekenen en maakt gebruik van twee typen toevalsgrootheden:

1. de toevalsgrootheden Y; voor de metingen van het detectorpaar 1;

2. de toevalsgrootheden X;; voor het aantal fotonen uitgezonden in pixel j
dat gedetecteerd wordt door het detectorpaar i.

De waarschijnlijkheidsdistributie van beide toevalsgrootheden is een Pois-
sondistributie. Veronderstel dat A; de intensiteit (of tracerconcentratie) in
pixel j voorstelt. De verwachtingswaarde voor het aantal fotonen uitgezonden
op pixellocatie j dat gedetecteerd wordt door het detectorpaar ¢ is dan gelijk
aan

< Xij >= c,‘j)\j. (4.1)

De coéfficiént c¢;; houdt rekening met de meettijd, de attenuatiecorrectie en de
scannerconfiguratie. Het totaal aantal fotonen dat geobserveerd wordt in een
bepaald detectorpaar is gelijk aan de som van de afzonderlijke pixelintensiteiten
die een bijdrage leveren:

Y=Y Xy (4.2)

In het kader van de Expectation-Maximization-procedure (EM-procedure)
vormt X;; de complete set toevalsgrootheden. Deze toevalsgrootheden kun-
nen niet geobserveerd worden, de geobserveerde toevalsgrootheden zijn Y;.

In het vervolg zal enkele malen een toevalsgrootheid zonder indexen ge-
bruikt worden. Een dergelijke toevalsgrootheid staat voor de volledige set van
de corresponderende toevalsgrootheden met indexen. Zo staat de toevalsgroot-
heid X voor alle mogelijke X;;: X = {Xi;,i=1,...,M;5=1,...,N}

De EM-procedure verloopt in twee stappen:

1. de E-stap (“Expectation step”): berekent de conditionele verwachtings-
waarde < In(fp(X;A|Y;A(")) >. Dit is de verwachtingswaarde van het
logaritme van de gezamenlijke waarschijnlijkheidsdensiteit van de toevals-
grootheiden X;;. Deze verwachtingswaarde wordt berekend met de condi-
tionele waarschijnlijkheidsdensiteit fp(X|Y;A(™). D.i. de waarschijnlijk-
heidsdensiteit van X wanneer de toevalsgrootheden Y en de schatting van
de intensiteiten A(") gegeven zijn;

2. de M-stap (“Maximization step”): de nieuwe schattingen A("*1) voor de
tracerconcentraties zijn dan gelijk aan de intensiteiten die de conditionele
verwachtingswaarde maximaliseren.
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Deze procedure leidt tot het iteratief schema
M
NCES N S o Y; > () ,
’ it cij ; 7 (Zi\’:l e A" & (*2)
Bemerk dat deze uitdrukking niet lineair is in de intensiteiten A(").

De bedoeling van dit algoritme is de maximalisatie van de directe waar-
schijnlijkheid fp(X;A). Van deze directe waarschijnlijkheid wordt aangetoond
dat het een strikt opwaarts concave functie is. Bovendien wordt bewezen dat
het ML-EM-algoritme de directe waarschijnlijkheid (de likelihood) bij elke ite-
ratie laat toenemen en het ML-EM-algoritme bijgevolg convergeert naar de
maximum-likelihood-oplossing [Lange87], [Shepp82].

Alvorens over te gaan naar de volgende paragraaf wordt het ML-EM-algo-
ritme (4.3) herschreven in de standaardnotatie van deze thesis

(n+1) 1 ¥ d; (n)
= g 2% (—n—> ;i (44)
! Yz Vi o Efcvzl Wi IE )
De intensiteit voor de pixel j tijdens de n-de iteratie wordt voorgesteld door
f]("). In matrixnotatie wordt (4.4)

f(n+1) — 1 \I,T ( d ) f(n) (45)

UT1 Uf(n)

Hierbij is 17 een M-dimensionale kolommatrix waarvan elk element één is. De
delingen en de vermenigvuldigingen uit (4.5) zijn elementsgewijze operaties.
In de volgende paragraaf bevindt zich de uitleg over de werking van het
ML-EM-algoritme. Tevens wordt een kritiek geuit op het convergentiebewijs
uit [Lange87] en [Shepp82]. De belangrijkste tekortkomingen van het ML-EM-
algoritme komen eveneens aan bod. De overblijvende paragrafen van dit hoofd-
stuk bevatten verschillende optimalisatiemethoden voor het ML-EM-algoritme.

4.2.2 Bespreking van het ML-EM-algoritme en zijn aflei-
ding

Het ML-EM-algoritme is het populairste recontructie-algoritme in PET. De
voornaamste voordelen van dit algoritme zijn:

1. positieve pixelintensiteiten: indien de initiéle schatting van het beeld f(%)
enkel positieve intensiteiten bevat, zullen alle volgende schattingen deze
positiviteit van de pixelintensiteiten bezitten;

2. bewijs van convergentie: Shepp [Shepp82] en Lange [Lange87] bewijzen
dat de directe waarschijnlijkheid van de metingen gegeven de schatting
toeneemt bij elke iteratiestap. De oplossing convergeert dus naar een
“Maximum-Likelihood”-oplossing;
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3. eenvoudig algoritme: de implementatie van het ML-EM-algoritme is i.v.m.
andere maximalisatie-algoritmen eenvoudig.

De werking van het ML-EM-algoritme (4.4) kan het best bestudeerd worden
door de opeenvolging van bewerkingen van een praktische implementatie te
volgen. Beschouw eerst de centrale term uit (4.4):

d;
N n)’
Ek:ﬂpik k(: )

In de noemer wordt hier de pseudometing p'(") = E::V:I \Il,-kf,E") berekend. De

(4.6)

pseudometing is de verwachtingswaarde voor de meting bij de gegeven schat-
ting van het beeld f(®). De getalwaarden van de werkelijke meting d; en de
pseudometing p; worden vergeleken door een deling.

De verhouding meting-pseudometing wordt vermenigvuldigd met de ge-
wichtsfactor ¥;; en de verkregen getallen worden dan opgeteld voor alle de-
tectorparen waarop een bepaalde pixel invloed heeft:

M di

> o= (4.7)
i1 pi

Deze stap wordt de terugprojectie genoemd. Hierdoor wordt een correctiecoef-
ficént voor een bepaalde pixel gevonden. De term 1/ Y7 W;; is een normalisa-
tiefactor: indien alle verhoudingen van meting-pseudometingen één zijn, zorgt
deze term ervoor dat de pixelwaarden niet veranderen. Na de vermenigvuldi-
ging met de normalisatiefactor wordt de oude pixelwaarde fj(") vermenigvuldigd

met de uiteindelijke correctiefactor om de nieuwe schatting f}"ﬂ) te verkrijgen
Bijgevolg zal convergentie van het ML-EM-algoritme optreden wanneer al de
pseudometingen gelijk zijn aan de werkelijke metingen. Deze eigenschap zal
later geldentificeerd worden als een mogelijke oorzaak van de ruisdegeneratie.

Een tweede belangrijk nadeel van het ML-EM-algoritme is de trage conver-
gentie. Deze trage convergentie kan ook enigszins met de voorgaande uiteenzet-
ting verklaard worden. Wat gebeurt er wanneer b.v. een rand gereconstrueerd
moet worden? De voornaamste informatie voor een bepaalde rand is beperkt
tot een klein aantal projectiestroken. Namelijk deze projectiestroken die lood-
recht op de sterkste gradiént van de rand staan. Stel nu dat een redelijke
reconstructie bereikt werd, enkel de weergave van de rand moet nog verbeterd
worden. Doordat de reconstructie reeds behoorlijk is, zullen bijna alle pseu-
dometingen overeenkomen met de echte metingen. Er zal enkel een verschil
optreden voor die enkele projectiestroken die loodrecht op de wand staan. Bij-
gevolg zal in de terugprojectie een som gemaakt worden van veel termen die
één zijn en slechts enkele termen die daarvan verschillen. De correctiefactor
voor de rand zal dan weinig van één verschillen. Hierdoor kunnen randen niet
snel gereconstrueerd worden.
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Een andere opmerking betreft het strikt-concaaf zijn van de directe waar-
schijnlijkheidsdistributie. Deze eigenschap steunt op het positief-definiet zijn
van de transfermatrix ¥. In de volgende redenering wordt gesuggereerd dat
de determinant van de transfermatrix nul is, waardoor de transfermatrix niet
meer positief-definiet is. Beschouw voor de eenvoud enkel de geometrische pro-
Jectie. De geometrische projectie van een bepaalde strook onder een bepaalde
hoek berekent de activiteit langs die strook. Worden de activiteiten van alle
stroken van een bepaalde hoek samengeteld, dan moet de totale activiteit in
het beeld teruggevonden worden. Maar dit geldt voor elke hoek. Bijgevolg le-
vert de som van alle transfermatrixrijen van een bepaalde hoek dezelfde rij op
als de som van alle transfermatrixrijen van een andere hoek. De determinant
van de transfermatrix is dus nul. De transfermatrix heeft een niet-ledige nul-
ruimte waarvan de dimensie minstens gelijk is aan het aantal projectiehoeken
min één. Elk element van de nulruimte zal bij optelling bij een gegeven beeld
de directe waarschijnlijkheid van de metingen niet veranderen. Het beeld met
de maximale directe waarschijnlijkheid kan (voor een vierkante transfermatrix)
bijgevolg niet uniek zijn.

Het bewijs van convergentie voor het ML-EM-algoritme verliest iets van zijn
kracht door bovenstaande opmerkingen. In praktijk wordt een divergentie van
het algoritme echter niet waargenomen. Bij de opeenvolgende iteratiestappen
neemt de directe waarschijnlijkheid van de metingen steeds toe.

4.2.3 Enkele nadelen van het ML-EM-algoritme

Zoals reeds vermeld zijn de voornaamste nadelen van het ML-EM-algoritme:
1. de ruisdegeneratie;
2. de lange reconstructietijd.

Onder ruisdeterioratie wordt verstaan dat de “kwaliteit” van het beeld vermin-
dert na een bepaalde aantal iteratiestappen [Snyde87]. Doordat het ML-EM-
algoritme iteratief is, zal de benodigde rekentijd groot zijn in vergelijking met
de standaard-reconstructiemethode in PET: de FB-reconstructie (de gefilterde-
terugprojectie-reconstructie uit hoofdstuk 2).

Bij computersimulaties betreft de kwaliteit van het beeld de kwadratische
afstand (scDist- of distError-foutcriterium) tot het referentiebeeld en de visu-
ele impressie van het beeld. De ruisdegeneratie ontstaat doordat de metingen
ruis bevatten. In fig. 4.1 wordt het scDist-foutcriterium uitgezet in functie
van het iteratienummer. De reconstructies worden uitgevoerd met computer-
gegeneerde metingen met en zonder ruis. Het is duidelijk dat de ruistoevoeging
ervoor zorgt dat de scDist-evolutie een minimum vertoont. Bijgevolg is er een
optimale iteratienummer volgens het scDist-foutcriterium. Wordt evenwel het
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Figuur 4.1 De evolutie van het scDist-foutcriterium in functie van het iteratienummer
voor: (a) metingen zonder ruis, (b) metingen met ruis
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Figuur 4.2 De evolutie van de log-likelihood in functie van het iteratienummer: voor (a)
metingen zonder ruis, (b) metingen met ruis.
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logaritme van de directe waarschijnlijkheid, de log-likelihood, in functie van de
iteratienummer bekeken (zie fig. 4.2), dan valt geen minimum te bespeuren. De
log-likelihood blijft toenemen gedurende de opeenvolgende iteraties, m.a.w. de
metingen worden steeds waarschijnlijker. Dit verloop correspondeert met het
theoretische voorspelde gedrag.

De iteratie waarop het foutcriterium door een minimum gaat hangt af van
het gebruikte foutcriterium, de intensiteiten van de metingen, de beeldconfigu-
ratie, enz. De ruisdegeneratie werd het eerst opgemerkt door Shepp [Shepp84]
en een theoretische studie ervan wordt gegeven in [Snyde87], [Llace89]. In
[Floyd87] worden experimentele resultaten betreffende de ruisdegeneratie ge-
presenteerd. Hieruit blijkt dat de optimale iteratie sterk varieert met de ge-
bruikte signaal-ruisverhouding (van enkele tientallen tot meer dan honderd
iteraties). In [Floyd87] en [Snyde87] wordt ook de invloed van een verkeerde
convolutiekern onderzocht. Wanneer het ML-EM-algoritme gebruik maakt van
een verkeerde transfermatrix zal het gereconstrueerde beeld daar ook onder
lijden.

De ruisdeterioratie kan verklaard worden doordat er geen mechanisme in het
ML-EM-algoritme verhindert dat de metingen exact voorspeld worden door het
gereconstrueerde beeld [Nuyts91], [Llace89]. Het doel van het algoritme is im-
mers het maximaliseren van de directe waarschijnlijkheid. Deze directe waar-
schijnlijkheid bereikt een extremum wanneer alle pseudometingen gelijk zijn
aan de werkelijke meetpunten. Het ML-EM-algoritme werkt bijgevolg prima
indien er geen ruis op de metingen aanwezig is. Maar het algoritme kan falen
bij de aanwezigheid van ruis omdat de ruis in de metingen ook gereproduceerd
wordt in de pseudometingen. De ruis van de pseudometingen zal ook in de
pixelwaarden terug te vinden zijn.

Indien het aantal metingen en het aantal pixels even groot zijn (zoals bij
medische scanners), zal het ML-EM-algoritme trachten een matrixinversie uit
te voeren (d.i. de schatting van het beeld voorspelt exact de waarden van de
metingen). Deze matrixinversie kan niet steeds verwezenlijkt worden doordat
de pixelintensiteiten van de oplossing steeds positief moeten zijn.

Door het aantal pixels te vergroten wordt het ruisdegeratie erger [Snyde87].
Voor hetzelfde aantal meetpunten moeten dan immers meer beeldintensiteiten
gereconstrueerd worden.

Om de ruisdegeneratie te verhinderen worden verschillende methoden voor-
gesteld:

1. het gebruik van een stopcriterium (zie par. 4.4);

2. het gebruik van a priori waarschijnlijkheden voor het beeld (zie hoofd-
stuk 6);

3. het beperken van de hoge-frequentiecomponenten in het beeld [Snyde85].
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De eerste twee methoden komen elders in dit werk uitgebreid aan bod. Door
een stopcriterium wordt de ruisdegeneratie vermeden door het iteratief proces
in de omgeving van het minimum van een bepaald foutcriterium te stoppen. De
a priori waarschijnlijkheden worden gebruikt om het criterium waaraan de uit-
eindelijke reconstructie moet voldoen te veranderen. Inderdaad, het Maximum
Likelihood-criterium is op zichzelf geen geschikt criterium voor het reconstruc-
tieprobleem in PET. Het gebruik van a priori waarschijnlijkheidsdistributies
wordt besproken in hoofdstuk 6.

Het beperken van de hoge frequentiecomponenten in het beeld is de zeefme-
thode (“method of sieves”) [Snyde85]. In deze methode wordt het beeld niet
opgebouwd uit pixels, maar uit een set van basisfuncties met uitsluitend lage
frequentiecomponenten. De basisfuncties zijn in dit geval Gausscurven. Door
het gebruik van deze functies worden de hoge frequentiecomponenten in het
gereconstrueerde beeld vermeden. Het nadeel van deze methode is evenwel dat
werkelijke hoge frequentiecomponenten van de tracerconcentratie ook onder-
drukt worden. Een gelijkaardige methode met andere basisfuncties is terug te
vinden in [Lewit92] en MEMSYS 5 (zie hoofdstuk 6).

Het gebruik van al deze technieken is controversieel. Zo wordt b.v. het
gebruik van het stopcriterium in vraag gesteld. Waarom wordt het maximum-
likelihood-criterium gebruikt indien het maximum toch vermeden wordt? Bo-
vendien werd recent aangetoond dat het gebruik van andere kwaliteitscriteria
de ruisdegeneratie in vraag stellen [Herma91]. Ook kan de optimale iteratie
voor verschillende delen van hetzelfde beeld optreden bij verschillende iteratie-
nummers [Meik194].

Het tweede probleem van het ML-EM-algoritme is de lange reconstructie-
tijd. Veel verschillende methoden werden reeds ontwikkeld om het ML-EM-
algoritme te versnellen. Een aantal van deze methoden herschrijven het ML-
EM-algoritme als een algoritme dat een stap in een bepaalde richting neemt:

1 d— uf(®)
(n+1) _ g(n) w7 £(n), 4.
f + \IleM ( Yf(n) > ( 8)

Door de stap in die richting te vergroten wordt verondersteld dat een snellere
convergentie bereikt kan worden [Lewit86], [Tanak92]. Bij Lewitt wordt de stap
b.v. vergroot door het vermenigvuldigen met een relaxatieparameter w(™) > 1:

n n n 1 T d——\IIf(") n
flnt1) — £(0) 4 y(n) \IITlM‘II ( o £(n), (4.9)

Een andere techniek bestaat erin de correctiefactoren waarmee de beeldpixels
vermenigvuldigd worden tot een bepaalde macht te verheffen [Lewit86],
[Verme83]. Indien deze macht te groot (> 2) gekozen wordt, kan er evenwel
een instabiliteit optreden.
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Een andere methode om sneller het optimum te bereiken is het gebruik van
een ander maximalisatie-algoritme. Dit is het onderwerp van hoofdstuk 5. In
de volgende paragraaf worden enkele versnellingstechnieken besproken waarbij
het ML-EM-algoritme fundamenteel onveranderd gelaten wordt.

4.3 De studie van enkele versnellingstechnie-
ken

In vergelijking met de standaard-reconstructiemethode in PET, de FB-recon-
structie, is het ML-EM-algoritme traag. Het ML-EM-algoritme is iteratief en
elke iteratie vereist ongeveer 2 maal zoveel berekeningen als het volledige FB-
algoritme. Doordat in de standaardapplicaties ongeveer een 20-tal iteraties
van het ML-EM-algoritme doorlopen worden, betekent dit dat het ML-EM-
algoritme ongeveer 40 maal trager is dan het FB-algoritme. Bijgevolg is het
onderzoek naar verschillende versnellingsalgoritmen belangrijk.

In eerste instantie lijkt de relevantie van versnellingstechnieken te ver-
minderen doordat de snelheid van de beschikbare computers snel toeneemt.
Maar doordat de dimensies van het reconstructieprobleem ook vergroten blij-
ven versnellingstechnieken belangrijk. Zo worden in moderne scanners onge-
veer 30 bedposities gelijktijdig opgenomen waarbij de dimensies van de beelden
256x256 is. In de ECAT IV-scanner, een scanner van ongeveer twaalf jaar oud,
worden drie bedposities simultaan opgenomen en zijn de dimensies van de beel-
den 100x100. Bijgevolg is het benodigd aantal operaties toegenomen met een
factor 170 =~ (2,56)3 x 10. Dit stemt ongeveer overeen met de versnelling van
processoren in dezelfde tijdsperiode. Bijgevolg wordt door de versnelling van
de processoren geen nettosnelheidswinst geboekt.

In dit hoofdstuk worden de volgende versnellingstechnieken bestudeerd:

1. de parallelle tmplementatie: de berekeningen voor het ML-EM-algoritme
worden simultaan door verschillende processoren uitgevoerd;

2. de multirooster-methode: de resolutie waarop het beeld gereconstrueerd
wordt, verandert naargelang van het iteratienummer;

3. de reconstructie met partiéle metingen: in de eerste iteraties wordt de
reconstructie uitgevoerd met slechts een deel van de metingen.

4.3.1 De parallelle implementatie van het ML-EM-algo-
ritme

Door zijn structuur is het ML-EM algoritme een uitstekende kandidaat voor
een parallelle implementatie. Het besproken werk omvat twee aspecten:
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1. het ontwikkelen van een geschikt partitioneringsmechanisme (partitione-
ring is het verdelen van de instructies over verschillende processoren);

2. het stockeringsmechanisme voor de transfermatrix.

Het werk uit deze paragraaf werd reeds gepubliceerd in [Basti93], [Basti94a],
[Basti94b], [Basti94c] en is ook van toepassing op het algoritme van Green uit
par. 5.2.

In de literatuur zijn reeds enkele parallelle implementaties van het ML-
EM-algoritme beschreven. In het algoritme uit [Buyuk91] wordt de prestatie
beperkt door het gelimiteerde geheugen. Een implementatie op een compu-
ter met gemeenschappelijk- en verdeeldgeheugen werd voorgesteld in [Chen91).
De eigen implementatie gebruikt een multiprocessor met gemeenschappelijk
geheugen en bevat een geoptimaliseerd partitioneringsschema.

De parallelle implementatie is gebaseerd op een data-parallelle-uitvoering.
Bij een data-parallelle-uitvoering wordt de ruimte van de gegevens opgesplitst
en op elke dataset werkt hetzelfde algoritme in. Merk hierbij op dat de “data”
uit data-parallelle-uitvoering niet noodzakelijk slaat op de meetgegevens van
de scanner.

Het ML-EM-algoritme wordt zodanig opgesplitst dat er twee typen datapar-
titioneringen ingevoerd worden: de meetgegevenpartitionering en de pixelparti-
tionering. Bij de meetgegevenpartitionering worden de meetgegevens onafthan-
kelijjk van elkaar berekend. Elke processor heeft dan tot taak een deel van de
meetgegevens (pseudometingen) te berekenen. De tweede manier van partitio-
nering, de pixelpartitionering, laat elke processor een deel van de pixelwaarden
berekenen. Elke processor gebruikt hierbij alle meetgegevens, maar berekent
enkel de terugprojectie van de metingen voor een beperkt aantal hoeken. Nadat
iedere processor ‘zijn terugprojectie berekend heeft, worden de pixelintensitei-
ten van de verschillende processoren opgeteld om het uiteindelijke beeld te
verkrijgen.

Het is duidelijk dat bij de projectie-operatie de meetgegevenpartitionering
gebruikt wordt. Bij de terugprojectie-operatie is daarentegen de pixelpartitio-
nering aangewezen. Het ML-EM-algoritme, gegeven door het iteratieschema

1 d
(n+1) — uT £(r) 4.10

£ T (wﬂn)) ’ (4.10)
wordt opgesplitst in de berekeningsstappen:

1. ® = ¥T1y: dit is de terugprojectie die zorgt voor de normaliseren van de
correcties;

2. I = d/¥f(™): de vergelijking van de metingen en de pseudometingen;

3. fntl) = %\IITHf("): de aanpassing van de schatting van het beeld.
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Beelddimensies

Aantal processoren 64 X64 256 X 256

2 1.969 1.988
4 3.782 3.927
Tabel 4.1 Versnellingscoéfficiénten voor de parallelle implementatie in functie van het

aantal parallelle processoren.

Hierbij moet de berekening van stap 1 slechts éénmaal uitgevoerd worden.
Stap 2 wordt verricht met een meetgegevenpartitionering en stap 3 met een
pixelpartitionering. Zowel voor de meetgegevenpartitionering als de pixelpar-
titionering is het eenvoudig om taken van gelijke grootte aan de verschillende
processoren toe te kennen. Het verlies t.g.v. het synchronisatieproces op het
einde van stap 2 en stap 3 is dan ook klein.

In tabel 4.1 wordt de versnellingscoéfficient van de parallelle implementatie
weergegeven in functie van het aantal gebruikte processoren. Het betreft hier
een implementatie op een SUN 630MP model 140 onder Solaris 2.2. Dit is een
multiprocessor met gemeenschappelijk geheugen met 4 processoren met een
rekenkracht van elk 28.5 Mips, 4.2 MFlops per processor.

De versnellingscoéfficiént geeft de verhouding van de rekentijd van het nor-
maal ML-EM-algoritme tot de rekentijd van de parallelle implementatie van
het algoritme. Bemerk dat de versnellingscoéfficiént bijna gelijk is aan het aan-
tal gebruikte processoren. Dit betekent dat de parallellisatie een bijna ideale
performantiestijging bereikt.

Een bijkomende versnelling van het algoritme wordt verkregen door het
opslaan van de transfermatrix. Hierbij wordt getracht het aantal te stocke-
ren elementen minimaal gehouden worden. De bijkomende versnelling treedt
op doordat de elementen van de transfermatrix niet bij elke iteratie uitgere-
kend moeten worden. Indien de detectorgrootten niet sterk verschillen van de
pixelgrootten kan een pixel voor een bepaalde projectiehoek hoogstens drie de-
tectorparen beinvloeden. De geheugenvereiste kan verder beperkt worden door
symmetrie-eigenschappen van de scannerconfiguratie te gebruiken [Chen91].
Bekijk hiervoor de meetopstelling uit fig. 4.3. De volgende spiegelingen leveren
steeds dezelfde meetopstelling: een spiegeling om de z-as, een spiegeling om de
y-as en een spiegeling om de £ = y as. Deze symmetrieén beperken de beno-
digde geheugenruimte met een factor 8 (zie ook [Janin93]). Bij het gebruik van
alle symmetrieén zal de efliciéntie van het algoritme evenwel dalen, omdat het
toegangspatroon tot de transfermatrix willekeurig wordt. Daarom wordt bij de
opslag van de transfermatrix slechts de symmetrie-eigenschap die volgt uit de
spiegeling om de z-as gebruikt. De benodigde geheugenruimte wordt bijgevolg
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1

Figuur 4.3 Verschillende symmetrie-assen voor de meetopstelling: de horizontale as (x-as),
de verticale as (y-as) ende (x=y)-as.

Aantal processoren Berekend Gestockeerd Berekend Gestockeerd

64 X 64 256 X 256
1 32.2 16.0 2088.8 1032.5
4 8.3 4.2 533.7 263.238

Tabel 4.2  Vergelijking van de reconstructietijden in seconden voor 10 iteraties van het
ML-EM-algoritme bij het opslaan en de berekening van de transfermatrix.

slechts met een factor 2 verminderd. Maar met deze manier van opslaan blijft
een efficiénte berekening van de projectie- en terugprojectie-operaties mogelijk.
Voor projectiechoeken groter dan 90 graden wordt de transfermatrix gewoon in
omgekeerde volgorde doorlopen.

Een andere manier om de geheugenruimte te verminderen maakt gebruik
van een benadering van de projectie-coéffienten W¥;; [Nuyts94]. Het blijkt
dat veel coéfficienten W;; bij benadering gelijk zijn aan elkaar. Door gelijke
coefficienten slecht eenmaal op te slaan, kan de benodigde geheugenruimte ver-
minderd worden.

In tabel 4.2 worden de reconstructietijden vergeleken voor een gestockeerde
transfermatrix en een berekende transfermatrix. Het blijkt dat de versnelling
ongeveer een factor twee bedraagt. De waarde van de versnelling hangt af van
de gebruikte computer. De CPU-tijd voor het berekenen van de coéffiénten
t.o.v. de CPU-tijd voor het aanspreken van geheugenlocaties verschilt voor
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Figuur 4.4  De verschillende roosters voor de multirooster-methode, v.l.n.r.: het begin-
rooster, het middenrooster en het finale (fijnste resolutie-) rooster.

de diverse computerarchitecturen. Bij een Sun-werkstation — het meest ge-
bruikte werkstation bij PET-camera’s — zou het stockeren van de coéffienten
zelfs resulteren in een vertraging van het algoritme [Byars94].

4.3.2 Een multirooster-implementatie van het ML-EM-
algoritme

Inleiding

Het ML-EM-algoritme heeft de neiging om eerst de lage frequenties van het
beeld te reconstrueren. Bijgevolg kan de reconstructie in de eerste iteraties op
een lage resolutie gestart worden. Hierdoor zal de rekentijd voor één iteratie
verminderen. De lage resolutie wordt verkregen door het aantal pixels waarop
het beeld gereconstrueerd wordt te beperken (zie ook fig. 4.4). De grootte van
de pixels wordt hierbij veranderd. Bij dit onderzoek worden enkel overgangen
van de grootte van de pixels met een factor 4 (een factor 2 voor elke zijde)
bestudeerd. De pixels met een bepaalde grootte behoren tot eenzelfde rooster.
De reconstructies maken gebruik van drie verschillende roosters (pixelgrootten).
Het laatste rooster heeft de standaardresolutie van het beeld, het eerste rooster
bevat slechts 1/16 en het middelste rooster slechts 1/4 van het finaal aantal
pixels. Bij elk rooster zal het aantal meetpunten in overeenstemming gebracht
worden met het aantal pixels.

In het artikel van Ranganath [Ranga88] wordt summier een multirooster-
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methode beschreven. In dat artikel worden ook drie resolutieniveaus behandeld,
maar het artikel blijft vaag over een aantal punten. Zo wordt b.v. aangegeven
dat de overgangen tussen de verschillende roosters bepaald worden door de
verandering van de directe waarschijnlijkheid. Indien de stijging van de directe
waarschijnlijkheid te klein is in de laatste iteratie, dan zal de volgende iteratie
met een hoger resolutie-rooster berekend worden. Nergens wordt vermeld wat
“klein” betekent. Hier worden enkele experimenten uitgevoerd om een prakti-
sche implementatie te verkrijgen. Supplementaire resultaten zijn beschikbaar
in [Desme93d].

Natuurlijk zou een theoretische studie van de multirooster-methode een
belangrijke bijdrage opleveren. Voor het Landweber-algoritme werd een gelijk-
aardige studie uitgevoerd m.b.v. een “Singular Value Decomposition” [Pan91].
Pogingen om een dergelijke theoretische studie op te zetten voor het ML-EM-
algoritme faalden. De voornaamste problemen treden op doordat het ML-EM-
algoritme niet-lineair is in de schatting van het beeld f(™).

Methodologie

Met de uitgevoerde experimenten zullen verschillende aspecten van de multi-
rooster-implementatie onderzocht worden:

1. de invloed van het transitiecriterium. Dit criterium bepaalt het iteratie-
nummer waarop naar een volgend rooster overgegaan wordt;

2. de invloed van een convolutie van het beeld bij de transitie tussen roosters;
3. de versnelling van het reconstructie-algoritme.
Hier worden twee typen van transitiecriteria onderzocht:

1. het F-critertum: de specificatie van het totaal aantal iteraties legt het
aantal iteraties uitgevoerd in elk van de drie roosters vast. Het aantal
iteraties in een bepaald rooster verdubbelt telkens er naar een fijner rooster
overgeschakeld wordt;

2. het L-criterium: De mate van verandering van de directe waarschijnlijkheid
bepaalt de overgang tussen de roosters. Wanneer de verandering van de
directe waarschijnlijkheid voldoende klein is, wordt de reconstructie verder
gezet in het volgende rooster. Hier wordt verondersteld dat een verande-
ring van het logaritme van de directe waarschijnlijkheid kleiner dan 0.1%
aanleiding zal geven tot de transitie tussen roosters. Het L-criterium is
gebaseerd op het principe voorgesteld in [Ranga88§].

Verschillende optimalisaties van het voorgestelde schema zijn mogelijk
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1. het transitiecriterium: in par. 4.4 worden een aantal verschillende stopcri-
teria besproken. Elk van deze criteria kan een geschikt transitiecriterium
opleveren;

2. detransitiedrempel: voorlopig is deze drempel experimenteel vastgelegd op
0.1% [Desme93a]. Het veranderen van deze drempel naar 5% heeft slechts
weinig invloed op de reconstructie. Verder onderzoek is wel aangewezen.

Bij de overgangen van een lage resolutie-rooster naar een hoger resolutie-
rooster blijven de pixelranden van de lagere dimensie een aantal iteraties zicht-
baar op het gereconstrueerde beeld. Hier wordt bestudeerd of een convolutie-
stap bij de transitie dit artefact kan wegwerken.

Het distError- en scDist-foutcriterium worden berekend door het beeld
in het lage resolutie-rooster eerst om te zetten naar de finale resolutie. De
overgang tussen de pixels van een lage resolutie-rooster naar de hogere resolutie-
rooster gebeurt door aan alle hoge resolutie-pixels dezelfde activiteit toe te
kennen als aan de corresponderende lage resolutie-pixel. In de finale resolutie
wordt de vergelijking tussen de schatting van het beeld en het referentiebeeld
uitgevoerd.

Experimenten

Het gebruikte fantoom is het DDC-fantoom (zie hoofdstuk 2) gedigitaliseerd
op een 64 x 64 rooster. Het aantal projectiestroken is eveneens 64 x 64 en de
attenuatie wordt verwaarloosd.

De convolutiestap

In fig. 4.5 wordt de scDist-foutcriterium gegeven in functie van de recon-
structietijd bij het al dan niet toepassen van een convolutie bij de transitie
tussen roosters. De convolutiestap slaagt er blijkbaar in om de reconstructies
te verbeteren.

De invloed op de visuele impressie van een convolutie bij de expansie van de
beelden naar een rooster met fijnere resolutie wordt nagegaan. In fig. 4.6 wor-
den reconstructies voorgesteld bij gelijke reconstructietijden. Door het invoeren
van de convolutie wordt de kwaliteit van de multirooster-reconstructie verge-
lijkbaar met de kwaliteit van het standaard-M L-EM-gereconstrueerde beeld.
Indien de convolutie weggelaten wordt, zal de kwaliteit van de reconstructie
verminderen. In het vervolg zal de convolutiestap steeds uitgevoerd worden.
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Figuur 4.5 De invloed van een convolutiestap tijdens de transitie tussen verschil-
lende roosters voor het DDC-fantoom met gemiddeld 200 tellen in het sinogram: (a)
standaard-ML-EM-algoritme (b) multirooster-reconstructie zonder convolutie (c) multiroos-
ter-reconstructie met convolutie.

Het transitiecriterium

In fig. 4.7 wordt de evolutie van scDist-foutcriterium vergeleken voor het
normale ML-EM-algoritme, een multirooster-algoritme met een L-criterium en
een multirooster-algoritme met een F-criterium. Bij dit experiment slaagt het
L-criterium erin de opwaartse helling in de scDist-curve te vermijden.

De versnelling met multirooster-methoden

De scDist-evolutie uit fig. 4.7 geeft aan dat het multirooster-algoritme voor
een bepaalde reconstructietijd steeds een betere scDist-waarde heeft dan het
standaard-ML-EM-algoritme. De versnelling die verkregen wordt hangt sterk
af van het gebruikte criterium. Versnellingen met een factor 10 kunnen verkre-
gen worden met het multirooster-algoritme, indien gestopt wordt wanneer een
bepaalde scDist-waarde bereikt wordt. Indien evenwel de reconstructietijden
vergeleken worden waarvoor het scDist-foutcriterium een minimum bereikt,
blijkt de versnelling evenwel verwaarloosbaar te zijn, zie fig. 4.8. Beide criteria
zijn evenwel niet te hanteren in een praktische situatie omdat het referentie-
beeld niet gekend is.
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(a) (b)

Figuur 4.6 Reconstructiesvanhet DDC-fantoom (met gemiddeld 200 tellen in het sinogram)
na 50 seconden: (a) standaard-ML-EM-reconstructie (b) multirooster-reconstructie zonder
convolutie (c) multirooster-reconstructie met convolutie (d) referentiebeeld.

4.3.3 Reconstructiemethoden met partiéle metingen
Inleiding

Het opmeten van de gegevens voor een patiént neemt een bepaalde tijd in
beslag. Gedurende een groot deel van deze meettijd is reeds een belangrijk deel
van de totale meetgegevens aanwezig. Na de helft van de totale meettijd kan
b.v. verondersteld worden dat ongeveer de helft van de totale data beschik-
baar is. De bedoeling van de reconstructiemethoden met partiele data is om
de reconstructie reeds te beginnen tijdens het meetproces. Daardoor kan een
deel van de meettijd gebruikt worden om de reconstructie te beginnen. Dit
onderzoek heeft tot doel de invloed van de partitionering op de beeldkwaliteit
na te gaan.

Methodologie
Twee typen partitioneringen worden onderzocht (zie fig. 4.9):
1. de angulaire data;

2. de additieve data.
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Figuur 4.7 Het scDist-foutcriterium in functie van de reconstructietijd voor verschillende
transitiecriteria voor het DDC-fantoom ( met gemiddeld 200 tellen in het sinogram): (a)
standaard-ML-EM-algoritme (b) F-criterium-transitie, (c) L-criterium-transitie.
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Figuur 4.8 Het scDist-foutcriterium in functie van de reconstructietijd voor verschil-

lende transitiecriteria voor het DDC-fantoom (met gemiddeld 200 tellen in het sinogram): (a)
standaard-ML-EM-algoritme (b) multirooster-reconstructie. De minimale waarde voor het
scDist-foutcriteriuin wordt ongeveer na dezelfde rekentijd verkregen.
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Figuur 4.9 De twee verschillende partioneringsschema’s: (a) de volledige dataset, (b) de
additieve partitionering (c) de angulaire partitionering.

Bij de angulaire data worden de gegevens verzameld voor opeenvolgende
meethoeken. De ECAT II en ECAT IV scanners van het UZ Gent werken bij
benadering met dit systeem. Bij een dergelijke camera worden de gegevens voor
een beperkt aantal hoeken eerst volledig opgemeten. Dan worden alle gegevens
voor de volgende set hoeken verzameld. In deze studie wordt verondersteld
dat de meethoeken gelijkmatig verspreid zijn over 180 graden. Een nieuwe
partiéle dataset bevat dan gegevens voor twee maal zo veel hoeken, waarbij
alle gegevens van de voorgaande meethoeken aanwezig blijven. Op alle partiéle
datasets is er Poissonruis aanwezig,.

Bij de additieve data worden de gegevens voor alle hoeken gelijktijdig opge-
meten. Nu treedt een geleidelijke toename van het aantal geobserveerde tellen
voor alle mogelijk detectorparen in functie van de meettijd op. Elke parti€le da-
taset bevat gegevens voor alle meethoeken. Een nieuwe parti€le dataset bestaat
uit de voorgaande dataset waarbij de nieuwe meetgegevens opgeteld worden.
De dataset die bij een voorgaande partiele dataset opgeteld wordt, bevat steeds
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ongeveer het aantal tellen van de eerste partiéle dataset. Het aantal tellen in
de eerste partiéle dataset hangt af van de mate waarin de totale dataset ge-
partitioneerd wordt. Naarmate het aantal tellen in de partiele dataset groter
wordt, verbetert natuurlijk de signaal tot ruisverhouding van de dataset.

Voor elk type parti€le data is de invloed van de verschillende intensiteiten
van de metingen op de uiteindelijke beeldkwaliteit onderzocht. Het L-criterium
met een 5% drempel (zie vorige paragraaf) bepaalt de overgang tussen de op-
eenvolgende partiele datasets. In praktische situaties kan de overgang naar
een volgende partiéle dataset het best plaatsvinden zodra deze beschikbaar is.
Met betere gegevens zal immers ook een betere reconstructie verkregen wor-
den. Indien de reconstructie met een partiéle datablok het transitiecriterium
snel bereikt (en nog geen nieuwe datablok beschikbaar is) kan het algoritme
tijdelijk gestopt worden. Welke situatie zich het meest voordoet: het bereiken
van een stopcriterium of het beschikbaar zijn van een nieuwe datablok moet de
praktijk uitwijzen.

Experimentele resultaten

Het gebruikte fantoom is het DDC-fantoom (zie hoofdstuk 2) gedigitaliseerd
op een 64 x 64 rooster. Het aantal projectiestroken is eveneens 64 x 64 en de
attenuatie wordt verwaarloosd.

Het hoofddoel van deze experimenten is de invloed van de partitionering op
de uiteindelijke beeldkwaliteit na te gaan. De experimenten worden uitgevoerd
bij verschillende intensiteiten en voor de beide besproken typen parti€le data.
De resultaten voor additieve en angulaire data blijken vrij overeenstemmend
te zijn.

In fig. 4.10 is te zien dat bij het gebruik van additieve datasets het beste
resultaat optreedt voor het normale ML-EM-algoritme. Hierbij wordt geen
convolutie uitgevoerd bij de transitie tussen datasets. Naarmate het aantal
partitieblokken toeneemt zal de kwaliteit van de reconstructie verminderen.
Deze vermindering is visueel echter niet waar te nemen bij deze intensiteit
(gemiddeld 800 tellen in het sinogram), zie fig. 4.11. Uit fig. 4.12 blijkt dat een
convolutiestap kan toelaten om de beeldkwaliteit van de standaard-ML-EM-
reconstructie te benaderen met een reconstructie met partiele datasets. Indien
de gemiddelde intensiteit vermindert, levert een opsplitsing in parti€éle data
evenwel meer problemen op [Desme93a). In deze gevallen is een convolutiestap
vereist om nog een vergelijkbare beeldkwaliteit te behalen.

De invloed van de ruisinhoud bij het gebruik van angulaire data vormt het
onderwerp van de volgende studie. Eerst wordt de invloed van het aantal initi€le
hoeken nagegaan. Een grote partitionering leidt tot een duidelijke verminde-
ring van de beeldkwaliteit. Indien slechts 8 initi€le hoeken beschouwd worden,
is er duidelijk wel een verlies van kwaliteit waarneembaar zoals op fig. 4.13 af te
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Figuur 4.10 De invloed van de partionering van de totale dataset: (a) stan-

daard-ML-EM-algoritme (b) 2 partitieblokken (c) 4 partitieblokken (d) 8 partitieblokken
voor het DDC-fantoom.

lezen valt. Het invoeren van een convolutiestap bij de verandering van parti€le
datasets, kan dit verlies wegwerken. Uit fig. 4.14 is het duidelijk dat zelfs bij de
hoogste partitionering de bereikte scDist-waarde bij het gebruik van een con-
volutie overeenstemt met de waarde van het standaard-ML-EM-algoritme. De
convolutiestap blijft zinvol voor verschillende ruisinhouden van het sinogram,
zie fig. 4.15.

Bespreking

Het lijkt mogelijk om de reconstructie met partiéle data uit te voeren zon-
der noemenswaardig verlies van de reconstructiekwaliteit. De oorspronkelijke
bedoeling was om de meettijd van de scanner te gebruiken om sneller een re-
constructie beschikbaar te hebben. Bij moderne scanners is deze strategie niet
praktisch haalbaar omdat het aantal te reconstrueren beelden voor één enkele
scan sterk toegenomen is. Bovendien levert deze toename van het aantal scans
ook technische problemen op. De hoeveelheid data die opgemeten wordt bij de
huidige scanners is zo groot dat gegevensuitwisseling tijdens het meetproces uit-
gesloten is. De methode van de angulaire data kan echter wel gebruikt worden
om de reconstructie te versnellen. Indien b.v. maar de helft van de meethoe-
ken gebruikt wordt, zal elke iteratie van het ML- EM-algoritme tweemaal sneller
doorlopen worden. Deze methode staat bekend als de geordende subsetmethode
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Figuur 4.11 Reconstructiesnahonderd iteraties voor additieve data: (a) 8 partitioneringen
(b) 4 partitioneringen (c) 2 partitioneringen (d) referentiebeeld.

[Meikl94], [Hudso94]. Naarmate het iteratieproces vordert, worden steeds meer
meethoeken in rekening gebracht. Deze methode kan gebruikt worden zonder
verlies van de beeldkwaliteit en begint tegenwoordig algemeen ingang te vinden
[Nuyts94]. Het werk uit deze paragraaf werd echter onafhankelijk uitgevoerd
[Desme93a), [Desme94b], [Desme94d). -

4.4 Een Bayesiaanse modeltoetsing als stop-
criterium

4.4.1 Inleiding

De ruisdegeneratie bij het ML-EM-algoritme treedt slechts op na een aantal
iteraties. Door een geschikt stopcriterium op te stellen kan de ruisdegenera-
tie bijgevolg vermeden worden. Het vinden van een gepast stopcriterium is
niet evident omdat de optimale iteratie afhangt van het aantal tellen in de
metingen, de tracerverdeling in de patiént, ... In de literatuur werden reeds
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Figuur 4.12 De invloed van een convolutiestap bij additieve datasets: (a) stan-

daard-ML-EM-algoritme (b) 2 partitieblokken zonder convolutie (c) 2 partitieblokken met
convolutie voor het DDC-fantoom.
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Figuur 4.13 Invloed op de convergentie van de angulaire partitionering met initiéle hoeken
(a) 64 = standaard-ML-EM (b) 32 (c) 16 (d) 8 voor het DDC-fantoom met gemiddeld 200
tellen in sinogram.
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Figuur 4.14 De invloed van een convolutiestap voor het DDC-fantoom (gemiddeld aantal
tellen in sinogram 200) met 8 initi€le hoeken: (a) standaard-ML-EM algoritme (b) zonder
convolutie (c) met convolutie

verschillende stopcriteria voorgesteld. Het bekendste criterium is gepubliceerd
in Llacer [Llace89], [Vekle87]. Daarnaast zijn er nog criteria opgesteld door
Hebert [Heber90] en Ranganath [Ranga88] (zie de multirooster-methode uit
par. 4.3.2). De interessantste evolutie op dit gebied is gebaseerd op een kruis-
validatie [Coakl91]. Deze methode zal later uitgebreider aan bod komen. In
de bespreking van het algoritme van Skilling en Gull uit par. 6.5.4 zal nog een
ander stopcriterium aan bod komen.

De Bayesiaanse modeltoetsing is gebaseerd op het idee voorgesteld door
Llacer [Llace89] en werd gepubliceerd in [Desme94c]. Bij deze test wordt de
hypothese gecontroleerd of het Poissonproces een geschikte beschrijving is voor
de generatie van de metingen gegeven de pseudometingen. M.a.w. indien
het beeld gekend is (de schatting van het beeld gedurende die iteratie) dan
corresponderen daarmee bepaalde verwachtingswaarden voor de metingen: de
pseudometingen. De pseudometing impliceert een bepaalde gedaante van de
directe waarschijnlijkheiddistributie voor de metingen. Met deze waarschijn-
lijkheidsdistributie wordt de waarschijnlijkheid van de werkelijke meting bere-
kend. Splits nu de as met de waarde van de meting op in een aantal intervallen
I.;, r = 1,..., R, met i het beschouwde meetpunt. Het totaal aantal inter-
vallen R is een keuze van de gebruiker. De keuze van de intervallen is zodanig
dat de totale (directe) waarschijnlijkheid in elk interval voor de verschillende
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Figuur 4.15 De invloed van het aantal tellen op de effectiviteit van de angulaire partitio-
nering: (a) standaard-ML-EM algoritme voor het DDC-fantoom (sinogrammet gemiddeld 400
tellen) (b) angulaire partitionering met 16 beginhoeken voor het DDC-fantoom (sinogram met
gemiddeld 400 tellen) (c) standaard-ML-EM algoritme voor het DDC-fantoom (sinogram met
gemiddeld 100 tellen) (d) angulaire partitionering met 16 beginhoeken voor het DDC-fantoom
(sinogram met gemiddeld 100 tellen).

intervallen gelijk is:

/bp(zlf(")l)d:c:/ bp(z | £ I) dz;  rs=1,.. R (411)
Ir,i 1

8,1

De intervallen zijn zodanig gekozen dat bij de centrale intervallen (met 7 ~
1/2 R) de afwijking tussen de pseudometing en de werkelijke meting klein is.
Grote afwijkingen treden op voor de intervallen waarvoor r ~ O en 7 ~ R. Voor
elk meetpunt wordt de bovenstaande procedure herhaald. Voor alle meetpunten
wordt het interval I; waarin het terechtkomt gegeven de pseudometing bere-
kend. Het histogram zet het aantal metingen dat in de verschillende intervallen
terechtkomt uit in functie van de intervallen. Indien de Poissonhypothese geldt
zal dit histogram vlak zijn. De afwijking van een vlak histogram wordt gemeten
met een x2-waarde. Bij de eerste iteraties zullen de afwijkingen tussen metin-
gen en pseudometingen groter zijn dan voorspeld door een Poissondistributie.
Dit zal corresponderen met een histogram waarvan de uiterste vakken het meest
bezet zijn. Naarmate de iteraties van het ML-EM-algoritme vorderen, blijkt
dat dit histogram piekt voor de centrale waarden. Kleinere afwijkingen tus-
sen meting en pseudometing komen dan frequenter voor dan grote afwijkingen.
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Op een bepaald punt zal een optimum bereikt worden: het histogram zal dan
bijna vlak zijn. Nadien zullen de pseudometingen te sterk overeenkomen met
de werkelijke meting. Bij de laagste x2-waarde (het meest vlakke histogram)
kan het algoritme gestopt worden.

In deze paragraaf wordt een stopcriterium opgesteld die gebaseerd is op
een Bayesiaanse modeltoetsing. Deze test is ontworpen voor metingen zonder
attenuatiefactoren en voor metingen waarbij de attenuatiefactoren verkregen
worden via twee extra metingen: de transmissie- en emissie-meting,.

4.4.2 Poissonmetingen zonder attenuatie

Het voorgestelde stopcriterium is gebaseerd op een Bayesiaanse modeltoetsing
en zal op een alternatieve manier het verschil tussen meting en pseudometing
controleren. De twee hypothesen die in de Bayesiaanse modeltoetsing vergele-
ken worden zijn:

1. Hy,: de metingen worden gegenereerd uit de pseudometingen door een
Poissonproces;

2. H,: de metingen worden gegenereerd uit de pseudometingen door een
alternatief proces, waarbij het alternatief proces een sterkere overeenkomst
tussen meting en pseudometing vooropstelt.

Bijgevolg zal de modeltoetsing de alternatieve hypothese boven de Poisson-
hypothese verkiezen wanneer de metingen te sterk aanleunen bij de pseudome-
tingen. Eenmaal dit gebeurt dient het iteratieproces gestopt te worden.

Alvorens een expliciete gedaante voor de alternatieve hypothese voor te stel-
len, zal eerst de formule afgeleid worden waarmee de modeltoetsing uitgevoerd
wordt.

Een eenvoudige manier om een Bayesiaanse modeltoetsing te berekenen,
bestaat erin het logaritme te nemen van de verhouding van de a posteriori
waarschijnlijkheden van de verschillende hypothesen (zie b.v. bespreking over
modeltoetsing in par. 3.8):

B bp( Ho | £(™) d 1))
y=1In <bp( H,1fmd1)) (4.12)

Wanneer de testparameter vy groter is dan nul, is de alternatieve hypo-
these H, waarschijnlijker dan de Poissonhypothese H, (gegeven de geobser-
veerde metingen d en de schatting van het beeld (™)),

Door het gebruik van het theorema van Bayes wordt de testparameter:

bp( Hq | 1 )> (bp( £ | H, I )) (bp( d[f™) H, 1)
= I S L A | - -7 | .
v “‘(bp(Hpu) e 1w, 1)) T \bpa t ™ E, 1)
(4.13)
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De eerste term in (4.13) is het logaritme van de waarschijnlijkheden van
de a priori waarschijnlijkheden van de hypothesen. Deze term is niet afhanke-
lijk van de metingen en blijft bijgevolg constant gedurende de iteraties. Deze
verhouding zal nul gesteld worden. Dit betekent dat indien geen metingen ge-
observeerd werden, beide hypothesen even waarschijnlijk zijn. Voorts zal de
waarschijnlijkheid van de schatting van het beeld niet afhangen van de gene-
ratiehypothese voor de metingen. Ook de tweede term uit (4.13) verdwijnt.
De testparameter v wordt bijgevolg gelijk aan de verhouding van de directe
waarschijnlijkheden

bp(d [ H, I)
= . 4.14
y=ln (bp( d £ H, D) (4.14)

Doordat de metingen voor de verschillende detectorparen zijn onafhankelijk
(zie app. C) herleidt de testparameter zich tot de som van testparameters 7;
voor de individuele detectorparen:

M
Y= % (4.15)

1=0

met
Cln <bp( di | £ H, I ))

V= [f H, 1))
Deze verhouding kan eenvoudig berekend worden wanneer de alternatieve
hypothese gespecifieerd wordt. De alternatieve hypothese veronderstelt een

(4.16)

andere directe waarschijnlijkheid voor de metingen.

De alternatieve directe waarschijnlijkheid is voorgesteld in fig. 4.16 en houdt
een verandering van de Poissondistributie in een geselecteerd gebied S; in.
De alternatieve distributie is ontworpen om een eenvoudige berekening van de
testparameter v toe te laten. Andere vormen voor de alternatieve hypothese
kunnen onderzocht worden.

Voor de alternatieve distributie worden in een geselecteerd gebied S; de
waarschijnlijkheden van de Poissondistributie met een constante factor K ver-
menigvuldigd (zie fig. 4.16). Om de normering van de distributie te behouden
moeten de waarschijnlijkheden buiten dat gebied met een andere constante fac-
tor vermenigvuldigd worden. De alternatieve distributie heeft bijgevolg twee
parameters: de oppervlakte A; van het geselecteerde gebied S; en de vermenig-
vuldigingsfactor K. De gedaante van de alternatieve waarschijnlijkheidsdistri-
butie is:

K bp( d; | £) H, 1), d; € S;
bp(di | £ H, 1) = (4.17)

(LE54) ool di | £ H,I); di ¢ Si.
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Figuur 4.16 De Poissondistributie (a) en de alternatieve distributie (b) voor

K =1.12,A = 0.85. De emissiesnelheid is 10 en het geselecteerde gebied S; is aangeduid op
de figuur.

Merk op dat de uitgestrektheid van S; verandert met het beschouwde meet-
punt wanneer de oppervlakte A constant blijft. De factor K is beperkt tot de
waarden van het interval [1,1/A]. Met deze alternatieve hypothese wordt de
testparameter 7; voor een bepaald detectorpaar:

In(K) d; €S;
o= (4.18)
In(:=E2) d; ¢ S;.

Bijgevolg is de testparameter vy gelijk aan

1-KA
¥ = LiIn(K) + Lz In(

met L; het aantal meetpunten dat in het geselecteerde gebied valt en L het
aantal meetpunten dat buiten dat gebied valt. De eerste term uit (4.19) is
steeds positief en de tweede term is steeds negatief. De interpretatie van (4.19)
is eenvoudig: het algoritme zal stoppen wanneer het aantal meetpunten dat
in het interval S; valt groot is in vergelijking met het aantal meetpunten dat
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buiten dat gebied terecht komt. De exacte waarde van de verhouding (L; /L)
waarvoor de testparameter ¥ nul wordt, is bepaald door de grootte van het
oppervlak A en de factor K.

Bij de volgende experimenten gelden de bijkomende vereenvoudigingen. Het
geselecteerde gebied S; is symmetrisch om de pseudomeetwaarde en de corre-
sponderende totale waarschijnlijkheid van het interval S; wordt berekend m.b.v.
de Gaussapproximatie. Het is inderdaad bekend dat een Gaussdistributie een
goede benadering van de Poissondistributie vormt wanneer voldoende tellen
gedetecteerd zijn [Press89]. Voor de eenvoud wordt deze benadering nog steeds
gebruikt wanneer een klein aantal tellen aanwezig zijn. Dit is niet juist, maar
de resultaten zijn voldoende goed om deze benadering te rechtvaardigen.

4.4.3 Poisson data met attenuatiecorrectie

De voorgaande afleiding bevat geen onzekerheid in verband met de attenu-
atiecorrectie. De attenuatiecorrectie wordt verkregen door twee bijkomende
metingen: de blanco-scan bl en de transmissie-scan tr. Beide metingen heb-
ben last van Poissonruis. Hier wordt onderzocht of de invloed van de ruis op
deze twee metingen kan geincorporeerd worden in het stopcriterium. De at-
tenuatiefactor wordt meestal berekend door de verhouding te nemen van de
blanco- en transmissie-scan-waarden (met een meettijdcorrectie). In een der-
gelijke procedure wordt geen rekening gehouden met de ruis op de metingen.
Bij de uitbreiding van de voorgestelde modeltoetsing wordt enigzins rekening
gehouden met die ruis. In [Llace89] wordt een gelijkaardige uitbreiding voor
de standaardtest gegeven waarbij de onzekerheid op de correctie van de detec-
torefficiénties onderzocht wordt.

Dezelfde twee hypothesen (Hp en Ha) zullen hier in de modeltoetsing be-
schouwd worden. Met het invoeren van de informatie I, over de attenuatiefac-
tor wordt de nieuwe testparameter yq:

I (bp( d|f™ bl tr H, I, )>
T \bp(d | £ bltr Hy Ia))

(4.20)

Veronderstel opnieuw dat de metingen voor de verschillende detectorparen on-
afhankelijk zijn. De testparameter wordt dan berekend door de som:

Ya =D Vasis (4.21)

waarbij de index ¢ een bepaald detectorpaar aanduidt en

bp( d; | £f(n) bl; tr; Hy I, )
ai — 1 . 4.22
Yai =10 <bp( i (£ bl tr; Hp Ia) (4.22)
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De attenuatiefactor a; is hier een lastparameter. Deze parameter wordt verwij-
derd door de marginalisatieprocedure. De testparameter ¥, wordt bijgevolg

| [ bp( di ai | £09) bl; try Ha I ) da;
Ya,i = 1N
Jo bp( di ai | £ bl tri Hy s ) da

(4.23)

waarbij de integratie gaat over het volledige gebied waarin a; gedefinieerd is,
d.i. [0,1].
Definieer voor notationele eenvoud de functie ®:

®(ai, H) = bp( di a; | £ bl tr; HI, ), (4.24)

waarbi) H zowel de hypothese H, als H, kan voorstellen.

Het verschil tussen de Poissonhypothese en de alternatieve hypothese be-
staat uit het bevoordelen van de directe waarschijnlijkheid in het geselecteerd
gebied S;. Indien de data d; in dat geselecteerde gebied terecht komt, werd in
de modeltoetsing uit de voorgaande paragraaf de alternatieve hypothese waar-
schijnlijker. De grenzen van het geselecteerde gebied werden gegeven door

| pi — di |= € \/p;.- (4.25)

Hier bepaalt € de grootte van het gebied S; en het corresponderende op-
pervlak A onder de directe waarschijnlijkheidsdistributie. In de nieuwe model-
toetsing worden de grenzen van het gebied bepaald door

| ai pi —di |= € \aipi, (4.26)

waarbij a; de attenuatiefactor voor een bepaald detectorpaar voorstelt en p;
de pseudometing voor dat detectorpaar zonder attenuatiecorrectie. Voor ge-
geven waarden van p; en d; zal er een volledige interval van waarden van de
attenuatiefactor corresponderen met het gebied S;. Het gebied van de attenu-
atiewaarden is begrensd door de waarden van o; die een oplossing zijn van
(4.26). Om de oplossing van deze vergelijking nog te vereenvoudigen wordt nog
verondersteld dat ,/a;p; ~ V/d;, waardoor de oplossingen van (4.26) gegeven
zijn door
ai(1,2) = d'i——-f\/d—‘ (4.27)
De integralen uit (4.23) lopen over het interval [0,1]. Bijgevolg zal steeds
een deel van die integratie het gebied [a; 1, ai 2] bevatten. De integratie kan
dan in het meest algemene geval in drie gesplitst worden:

1 ai,z2
/ <I>(a,~, Ha) da,- = ]{/ <I>(al, p) da;
0

1—KA</ / > (a5, Hy) da;. (4.28)
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(2) (b)

Figuur 4.17 De configuraties van de twee fantomen: (a) fantoom 1 (a) fantoom 2

De testparameter wordt dus gegeven door

1-K A)f:.-i,f ®(ai, Hp)da; L1-K A)
1-A4 7 ) ®(ai, Hp)da; 1-4

Ya,i = In ((K - (4.29)
Voor de analytische uitdrukking van ®(a;, Hp) wordt verwezen naar app. D.
Het blijkt dat lage activiteiten een aparte behandeling vergen bij deze nieuwe
modeltoetsing. Voor heel lage activiteiten werd de volgende (ad hoc) bena-
dering gekozen. Indien de meting d; of o; p; kleiner is dan één, wordt dit
bepaald meetpunt ten gunste van de alternatieve hypothese gerekend indien
aan de voorwaarde | d; — a; p; |< 1 voldaan is. Dit resulteert in de extra term
Ya,i = In(K) bij de berekening van 7,.

4.4.4 Experimenten zonder attenuatiefactor

Het voorgestelde stopcriterium wordt getest op twee verschillende computer-
gegenereerde fantomen. Beide fantomen worden in fig. 4.17 afgebeeld. Het
eerste fantoom, fantoom 1, is een versie van het SL-fantoom [Kak88]. Het
fantoom 2 is bij benadering het fantoom uit [Vekle87]. De fantomen zijn gedi-
gitaliseerd op een 64 x 64 rooster. Van deze beelden werden dan sinogrammen
met grootte 64 x 64 berekend. De intensiteitsniveaus van de fantomen wordt
veranderd om verschillende gemiddelde waarden voor de projectiemetingen te
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verkrijgen. De gebruikte gemiddelde intensiteiten voor het sinogram van b.v.
fantoom 1 zijn 400, 200, 100, 40. Voor elk van deze intensiteiten wordt Pois-
sonruis toegevoegd aan de metingen. De twee onderzochte foutcriteria zijn het
distError- en het scDist-foutcriterium.

Voor de uitgevoerde experimenten worden goede resultaten verkregen met
K =1.12en A = 0.85(ditis € = 1.5). Resultaten voor K = 1.06,4 = 0.9
zullen ter illustratie ook weergegeven worden.

In fig. 4.18 wordt het nummer van de iteratie uitgezet waarvoor de verschil-
lende stopcriteria een optimum detecteren in functie van het aantal tellen in
het sinogram. Ook weergegeven in fig. 4.18 is de optimale iteratie volgens het
distError- en het scDist-foutcriterium. Eerst kan er opgemerkt worden dat
het benodigd aantal iteraties vergroot wanneer de gemiddelde intensiteit in de
data toeneemt. Dit werd reeds eerder opgemerkt in [Floyd87).

Bemerk ook dat het resultaat verschillend is voor de twee fantomen. Voor
fantoom 1 treedt er een klein verschil op tussen de optimale iteraties volgens
de modeltoetsingen en de foutcriteria. Voor fantoom 2 is er een goede over-
eenkomst tussen de optimale iteraties volgens de verschillende criteria voor de
centrale intensiteiten. Bij dit experiment lijkt de Bayesiaanse modeltoetsing
iets beter te presteren bij lage intensiteiten dan de x-test. Bij hoge intensitei-
ten is de Bayesiaanse modeltoetsing slechter dan de y?-test. De Bayesiaanse
modeltoetsing met K = 1.06 en A = 0.9 blijkt de iteraties systematisch iets te
vroeg te stoppen. De evolutie van stopiteraties van beide modeltoetsingen is
evenwel zinvol.

Reconstructies van fantoomn 1 met gemiddelde intensiteit 400, zijn weerge-
geven in fig. 4.19. De modeltoetsing slaagt er duidelijk in om de iteraties te
stoppen alvorens de ruisdegeneratie optreedt.

Alvorens verder gegaan wordt met de uitbreiding van de Bayesiaanse mo-
deltoetsing met de attenuatiefactor kan hier opgemerkt worden dat de Baye-
siaanse modeltoetsing bij de uitgevoerde experimenten en de gebruikte fout-
criteria blijkbaar even goede resultaten oplevert als de klassieke x2-test. De
Bayesiaanse modeltoetsing is evenwel eenvoudiger.

4.4.5 Experimenten met attenuatiefactor

Voor deze experimenten worden eveneens de fantomen uit de voorgaande
paragraaf gebruikt. Nu moet er evenwel ook nog een attenuatie ingevoerd
worden. De attenuatiefactor-configuratie is niet uniform en is weergegeven in
fig. 4.20. Deze simulatieresulteert in drie datasets met ruis. In de experimenten
kan elke dataset verschillende intensiteitsniveaus hebben. Deze intensiteitsni-
veaus worden van een etiket voorzien. De scan met etiket “0” heeft slechts
de helft van de intensiteit van een scan met etiket “1”. Een scan met etiket
“1” heeft dan weer slechts de helft van de aktiviteit van een scan met etiket
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Figuur 4.18 Stopiteratienummers in functie van verschillende intensiteiten van het

sinogram volgens verschillende criteria (a) distError (b) scDist (c) Bayesiaanse test
K = 1.12,A = 0.85 (d) Bayesiaanse test K = 1.06,A = 0.9 (e) x?-test. De bovenste
figuur correspondeert met fantoom 1 en de onderste figuur met fantoom 2.
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(a) (b) ()

Figuur 4.19  De reconstructies voor verschillende iteratienummers voor fantoom 1 met
intensiteit 400: (a) 40 iteraties, optimaal volgens Bayesiaanse test met K = 1.06,4 = 0.9 (b)
60 iteraties, optimaal volgens Bayesiaanse test met K = 1.12,4 = 0.85, scDist. distError
en de x2-test (c) 200 iteraties.

(2) ' (b)

Figuur 4.20 De configuratiesvan de attenuatiecoéfficénten: (a) fantoom 1 (b) fantoom 2.
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Intensiteit distError scDist Bayesiaanse test Bayesiaanse test x?
K=112,A=085 K =1.06,A=0.90

400 60 62 62 42 59
200 39 41 32 26 32
100 28 28 24 19 24
40 17 19 16 13 28

Tabel 4.3 Stopiteratienummerin functie van de het gemiddeld aantal tellen in het sinogram
van fantoom 1.

fantoom 1 fantoom 2

Blanco Transmissie Emissie Transmissie Emissie

125 100 12 100 100
250 200 24 230 200
500 370 60 450 400

120 800

Tabel 4.4 Gemiddelde intensiteiten in de sinogrammen voor de twee fantomen.

“2”. Een bepaald intensiteitschema wordt voorgesteld door “IS-BTE”. Hier-
bij staan “B”, “T” en “E” voor het etiket van respectievelijk de blanco-scan,
de transmissie-scan en de emissie-scan. In tabel 4.4 zijn de onderzochte scan-
intensiteiten weergegeven. Zo staat intensiteit “IS-012” voor fantoom 1 voor
de intensiteiten: blanco-scan 125, transmissie-scan 200 en emissie-scan 60.
Enkele experimentele resultaten zijn terug te vinden in tabel 4.5. Uit deze
tabel valt op te maken dat voor fantoom 1 de Bayesiaanse test dichter aanleunt
bij het scDist-foutcriterium. Bij fantoom 2 is er een sterkere overeenkomst tus-
sen de verschillende optimale iteraties. Een voorbeeld van de gerekonstrueerde
beelden is weergegeven in fig. 4.21. Opnieuw is het duidelijk dat de Bayesiaanse
modeltoetsing een evenwicht tracht te bereiken tussen de ruisdegeneratie en het
terugvinden van belangrijke kenmerken van het beeld. Bij deze reconstructies
zou geargumenteerd kunnen worden dat de iteratie te vroeg gestopt wordt.

4.4.6 Bespreking

Bij de uitgevoerde experimenten vertoont de Bayesiaanse modeltoetsing een
gelijkaardig gedrag als de klassieke test uit [Vekle87]. Bovendien is de im-
plementatie van deze test gemakkelijk en is de interpretatie ervan eenvoudig.
Verder kan de Bayesiaanse modeltoetsing uitgebreid worden om onzekerheden
t.g.v. attenuatiefactor te includeren.

Met een geschikte keuze van de parameters (A4, K) slaagt de Bayesiaanse
modeltoetsing er blijkbaar in het ML-EM-algoritme te stoppen alvorens de
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fantoom 1
Intensiteitschema distError scDist Bayesiaanse test Bayesiaanse test
K=112,A=0.85 K =1.06,A =0.90

IS-000 11 7 6 7
IS-111 15 7 7 8
1S-222 25 8 8 9
IS-220 14 8 7 7
IS-221 19 8 7 8
1S-222 25 8 8 9
IS-223 25 9 9 10

fantoom 2
Intensiteitschema distError scDist Bayesiaanse test Bayesiaanse test
K=112,A=0.85 K =1.06,4A =0.90

IS-000 19 23 19 22
IS-111 27 34 24 28
1S-222 35 52 30 34
1S-220 35 36 19 21
IS-221 39 45 24 28
1S-222 35 52 30 34
IS-223 38 55 35 41

Tabel 4.5 Stopiteratienummer bij reconstructies met onzekerheid over de attenuatiecor-
rectie voor verschillende intensiteitschema'’s.

(a) (b) (c)

Figuur 4.21 Reconstructies voor IS-223: (a) bij 10 iteraties, optimaal volgens scDist
en Bayesiaanse modeltoetsing (b) bij 25 iteraties, optimaal volgens distError (c) bij 100
iteraties.
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ruisdegeneratie optreedt. Daarbij wordt een evenwicht gezocht tussen de ruis-
degeneratie en de reconstructie van de belangrijkste kenmerken van het beeld.
Ook bij de uitgebreide modeltoetsing wordt een overeenkomst met de optimale
stopiteratie van het foutcriterium gevonden.

Deze test is evenwel al veel ingewikkelder. De bovenvermelde test blijkt nog
niet te werken voor reéle data. Bij re€le metingen treden immers meer onze-
kerheden op. Zo zijn er b.v. de normalisatiecoéffienten voor de verschillende
detectoren.

Enkele ad hoc elementen van de bovenstaande modeltoetsing — de expe-
rimentele keuze van de parameters (A, K) en de keuze van de vorm van de
alternatieve directe waarschijnlijkheidsdistributie — vormen belangrijke beper-
kingen van de voorgestelde test.

De laatste jaren werd evenwel een elegant stopcriterium uitgewerkt dat wel
efficiént werkt bij reéle datasets [Coakl91], [Llace93]). Dit principe is geba-
seerd op een kruiscorrelatie. Bij deze methode wordt de reconstructie van het
ML-EM beeld uitgevoerd m.b.v. de helft van de metingen. De tweede helft
van de metingen wordt als controleset gebruikt. In de iteraties van het ML-
EM-algoritme zal de directe waarschijnlijkheid van de eerste dataset steeds
toenemen. Ter controle wordt ook de directe waarschijnlijkheid van de tweede
dataset onderzocht. De directe waarschijnlijkheid van de tweede dataset zal
vanaf een bepaald iteratienummer verminderen. Dit is het teken om het itera-
tieproces te stoppen: vanaf dit ogenblik zal het beeld zich te sterk aanpassen
aan de eerste dataset.

Het idee van het gebruik van een stopcriterium is op zichzelf controversi-
eel. Soms wordt er beweerd dat het ML-EM-algoritme gewoon zo ver mogelijk
doorlopen moet worden. In [Herma91l] wordt aangetoond dat voor sommige
criteria, zoals het detecteren van asymmetrieén van de tracerconcentratie voor
beide hersenenhelften, het beter is om het ML-EM-algoritme verder te laten
itereren.

4.5 Het berekenen van attenuatiefactoren met
het ML-EM-algoritme

4.5.1 Theoretische beschouwingen

De attenuatiefactoren in de huidige scanners worden berekend door de metin-
gen van de transmissie-scan tr en blanco-scan bl door elkaar te delen. Zoals
vermeld in voorgaande paragraaf wordt bij deze procedure geen rekening ge-
houden met de ruis op de metingen. In het ML-EM-algoritme worden deze
attenuatiefactoren gebruikt in de transfermatrix. Een verkeerde attenuatiefac-
tor zal bijgevolg een foutieve transfermatrix tot gevolg hebben. Hierdoor wordt
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het reconstructieproces bemoeilijkt. Hier volgt een methode die toelaat om de
attenuatiefactoren beter te bepalen [Desme91d].

Bij de voorgestelde methode worden de attenuatiecoéfficiénten a; berekend
met het ML-EM-algoritme. De attenuatiecoefficiénten geven de attenuatie voor
de verschillende pixels weer. Het beeld van de attenuatiecoéflicienten geeft
de attenuatie in de verschillende delen van de patiént en komt overeen met
een beeld verkregen met een transmissie-scan uit X-stralentomografie. Deze
attenuatiecoéfficiénten kunnen in attenuatiefactoren omgezet worden door een
projectie. De berekende attenuatiefactoren kunnen dan in de transfermatrix
gebruikt worden bij het ML-EM-algoritme.

Om de attenuatiefactoren o; te berekenen worden de verwachtingswaarden
voor de transmissie- en blanco-scan geschreven als

<tr; >=s;exp | — Z\I"j aj (4.30)
J

< bl >= s, (4.31)

waarbij s; de transmissiebronactiviteit is voor de strook tussen het detector-
paar 7 en Zj ¥;;a; de projectie van de attenuatiecoéfficiénten voor die strook
voorstelt. Bijgevolg kunnen de attenuatiecoefficiéenten gevonden worden uit de
vergelijkingen
< bl; >
Vi, i=1,..., M. 4.32
(S5 Z 30 , (4.32)
Veronderstel dat de verwachtmgswaarden vervangen worden door de opge-
meten waarden, dan wordt (4.32):

i .
=)= Va5, i=1,..., M. (4.33)
J

De attenuatiecoéfficiénten kunnen uit deze vergelijkingen teruggevonden
worden m.b.v. het ML-EM-algoritme.
Er zijn evenwel enkele theoretische nadelen verbonden aan deze methode:

1. de waarschijnlijkheidsdistributie voor de veranderlijke In(bl;/tr;) is geen
Poissondistributie;

2. het vervangen van de verwachtingswaarden uit (4.32) door de meetwaarden
is niet correct.

Bijgevolg is het gebruik van het ML-EM-algoritme om een dergelijk probleem
op te lossen niet volledig te verantwoorden. Maar zoals reeds aangeraakt werd
in een vorige paragraaf tracht het ML-EM-algoritme een beeld te reconstrueren
dat de metingen exact voorspelt. Het ML-EM-algoritme kan dus gebruikt
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worden om een stelsel vergelijkingen op te lossen. Het Poissonkarakter van de
metingen speelt tijdens het iteratief proces slechts een ondergeschikte rol.

Een praktisch nadeel van deze methode is dat de benodigde rekentijd voor
één reconstructie ongeveer verdubbelt.

In de literatuur zijn nog andere methoden beschreven om de attenuatie-
factoren beter te bepalen. De methode beschreven in [Ollin92] gebruikt bijna
dezelfde strategie. Het beeld van de attenuatiecoéfficiénten wordt in het arti-
kel echter berekend met een FB-methode. Een theoretisch beter gefundeerde
ML-EM-reconstructie van de attenuatiecoéffiénten wordt gegeven in [Ollin94],
[Lange87].

Een andere methode bestaat erin om uniforme attenuatiestructuren (zoals
b.v. de longen) te detecteren. Aan de pixels waaruit een dergelijke structuur
bestaat, wordt eenzelfde attenuatiecoéfficiént toegekend. Hierdoor kan de ruis
in de attenuatiefactoren sterk onderdrukt worden. Voor scans van het hoofd is
het aantal benodigde structuren klein: de schedel en de hersenen (en de hoofd-
steun). Voor scans van de romp zijn meer ingewikkelde structuren vereist.
Het bepalen van de attenuatiestructuren kan gebeuren op een gereconstrueerd
transmissiebeeld [Huang81] of op de metingen [Miche89], [Miche93], [Meik193].
Ook worden methoden onderzocht om de attenuatiefactoren te berekenen aan
de hand van alleen de emissiemeting. Een dergelijke methode zou het opmeten
van de transmissie- en blanco-scan overbodig maken. Deze methode heeft dan
een vermindering van de totale meettijd en de stralingsdosis tot gevolg, wat zo-
wel voordelen voor de patiént als de onderzoeksinstelling oplevert. Voor scans
van het hoofd wordt dit gedaan in [Siege92]. Bij een andere interessante me-
thode worden de emittorintensiteiten en de attenuatiecoéfficiénten gelijktijdig
berekend [Clint91].

4.5.2 Experimenten en bespreking

De experimenten worden uitgevoerd met echte scannermetingen. De scanner-
metingen zijn afkomstig van de ECAT IV scanner. Het doel van de experimen-
ten is de kwaliteitsverbetering voor de reconstructies bij ML-EM-berekende
attenuatiefactoren na te gaan [Desme91d]. Het ML-EM-algoritme wordt zo-
wel voor de attenuatiecoéffienten- als voor de emittorconcentratiereconstruc-
tie gestopt na de 10de iteratie. Bij de standaard berekening van de attenua-
tiecoéfficiénten wordt geen filter gebruikt.

Het eerste onderzochte object is een cilinder met uniforme activiteit. Het
aantal tellen (in miljoenen) voor de verschillende metingen is: blanco-scan: 5.4,
transmissie-scan 4.1 en emissie-scan 4.2.

In fig. 4.22 worden de attenuaties (bl/tr) voor een bepaalde projectielijn
uitgezet. Het is duidelijk dat er in de attenuatiefactoren verkregen met het
ML-EM-algoritme minder sprongen zijn. Merk op dat de rand van de cilinder
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Figuur 4.22 De attenuaties bl/tr voor een horizontale lijn uit het sinogram van een

cilinder: (a) ML-EM-berekende attenuatie (b) standaard berekende attenuatie.

(2) (b)

Figuur 4.23  De reconstructie van een uniforme cilinder (a) ML-EM-reconstructie met
normale attenuatiecorrectie (b) ML-EM-reconstructie met ML-EM-attenuatiecorrectie.
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Figuur 4.24 Een horizontale lijn van de reconstructies van de intensiteiten (in arbitraire
eenheden (a.e.)) van het niet uniforme fantoom : (a) ML-EM-reconstructie met normale
attenuatiecorrectie (b) ML-EM-reconstructie met ML-EM-attenuatiecorrectie.

nog steeds goed gelocaliseerd is in de ML-EM-gereconstrueerde attenuaties. In
de volgende figuur (fig. 4.23) zijn de gereconstrueerde beelden weergegeven. Het
is duidelijk dat het uniforme plateau van de cilinder veel beter gereconstrueerd
wordt met de ML-EM-attenuatiecorrectie dan met de normale attenuatiecor-
rectie.

Het volgende voorbeeld is een niet-homogeen fantoom [VdBer89]. Het to-
taal aantal tellen (in miljoenen) voor de verschillende metingen is: blanco 9.7,
transmissie 8.9 en emissie 0.5. Het fantoom heeft een totale lengte van 25
cm en bestaat uit vijf compartimenten. Elk compartiment is gevuld met wa-
ter gemerkt met 6Ga-EDTA. De activiteitsverhoudingen voor de verschillende
compartimenten is 1:2:3:4:5. In de doorsnede van de reconstructie, zie fig. 4.24
is duidelijk te zien dat de wanden tussen de compartimenten even goed terug-
gevonden worden met de voorgestelde attenuatiecorrectie als met de klassieke
attenuatiecorrectie. Er is echter een verbetering van de reproductie van de
uniforme activiteitsverdeling in de verschillende compartimenten.

4.6 Besluit

Dit hoofdstuk behandelt enkele aanpassingen van het ML-EM-algoritme. Een
eerste reeks veranderingen hebben de versnelling van het algoritme tot doel:

1. parallelle implementatie: door het programma op verschillende processoren
(tot 4 processoren worden beschouwd) gelijktijdig uit te voeren, kan een
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versnelling van het algoritme verkregen worden die vrijwel gelijk is aan het
aantal gebruikte processoren;

2. multirooster-reconstructie: de versnelling die verkregen wordt met deze
methode is afthankelijk van het gebruikte kwaliteitscriterium. Indien het
iteratieproces gestopt wordt wanneer het scDist-foutcriterium een mini-
male waarde heeft, zal de versnelling verwaarloosbaar zijn. Na een ge-
geven reconstructietijd zal de multirooster-reconstructie steeds een betere
scDist-waarde hebben dan de standaardreconstructie;

3. reconstructies met partiéle metingen: door de reconstructie te beginnen
tijdens het scanproces kan de uiteindelijke reconstructie sneller na het
be€indigen van de meting beschikbaar zijn. Het blijkt dat het opsplitsen
van de metingen geen kwaliteitsverlies met zich meebrengt. Het nut van
een dergelijke methode is bij de huidige generatie scanners evenwel beperkt.

Het stopcriterium dat gebaseerd is op een Bayesiaanse modeltoetsing geeft
een eenvoudig alternatief voor een vroegere test gebaseerd op klassieke statis-
tische methoden. Het voordeel van deze test is zijn eenvoud. Bovendien is er
een uitbreiding beschikbaar die ook de onzekerheden op de attenuatiecorrectie
in rekening brengt.

Tenslotte wordt aangetoond dat de attenuatiefactoren ook berekend kunnen
worden met het standaard-ML-EM-algoritme. Deze berekende attenuatiefac-
toren kunnen dan met goed gevolg gebruikt worden om de kwaliteit van de
reconstructie van het emissiebeeld te verbeteren.



Hoofdstuk 5

De studie van
maximalisatie-algoritmen

5.1 Inleiding

Het Bayesiaanse beeldreconstructieprobleem herleidt zich meestal tot de maxi-
malisatie van een bepaalde functie Q(f,d). Deze functie hangt af van de
pixelwaarden f en de meetwaarden d. In een Bayesiaanse context bepaalt
de a posteriori waarschijnlijkheidsdistributie van het beeld f gegeven de data d
de gedaante van de functie Q(f,d). De locatie van het maximum van de a pos-
teriori waarschijnlijkheidsdistributie kan ook gevonden worden door de maxi-
malisatie van een monotoon-stijgend functie van de a posteriori waarschijn-
lijkheidsdistributie. Bijgevolg kan de functie Q(f, d) elke monotoon-stijgende
functie van de a posteriori waarschijnlijkheidsdistributie voorstellen. Doordat
de a posteriori waarschijnlijkheidsdistributie een product is van een aantal dis-
tributies (die zelf dikwijls exponenti€len zijn) is de meest evidente keuze voor
deze monotone functie de logaritmische functie. Met deze functie wordt Q(f, d)
geschreven als

Q(f,d) = Pri(f) + Lik(f, d). (5.1)

In de functie Lik(f,d) — het logaritme van de directe waarschijnlijkheidsdis-
tributie — is dan de informatie aanwezig over de meetopstelling en de functie
Pri(f) - het logaritme van de a priori waarschijnlijkheidsdistributie — bevat de a
priori informatie over het beeld. Met een gekende gedaante van Q(f, d) bestaat
de taak van het reconstructie-algoritme erin om het beeld f te vinden dat de
functie Q(f, d) maximaliseert. Vermits het beeld bestaat uit N pixels, zal het
extremum van de functie gelokaliseerd moeten worden in een N-dimensionale
ruimte. In medische reconstructieproblemen bedraagt N enkele tienduizenden,
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en het aantal metingen is van dezelfde grootte-orde. Hierdoor wordt de com-
plexiteit van het maximalisatieproces enigszins duidelijk. Een goede inleiding
tot verschillende maximalisatiemethoden wordt gegeven in [Press89].

De verschillende maximalisatiestrategieén die hier aan bod komen zijn:

1. nulpunt-algoritmen: bij deze algoritmen wordt de afgeleide van Q(f,d)
voor de verschillende pixelintensiteiten berekend. De pixelintensiteiten
waarvoor deze afgeleiden nul worden, geven dan de beste schatting voor het
beeld f. Voorbeelden van dergelijke algoritmen zijn het ML-EM-algoritme
en het Newton-Raphson-algoritme. Het ML-EM-algoritme is reeds uitge-
breid aan bod gekomen (zie hoofdstuk 4). In par. 5.2 wordt het algoritme
van Green behandeld. Dit algoritme is een aanpassing van het ML-EM-
algoritme waarbij a priori informatie geincorporeerd wordt;

2. gradiénten-methoden: het maximum voor de functie Q(f, d) wordt onmid-
dellijk gezocht in een N-dimensionale ruimte. Voorbeelden van dergelijke
algoritmen zijn het gradiénten- en het toegevoegde-gradieéntenalgoritme;

3. gesimuleerd-uitgloeien: deze methode is uiterst geschikt om het extremum
te vinden van grillige functies Q(f,d). Denk hierbij vooral aan functies
met meerdere maxima;

4. rij-methoden: deze algoritmen wijken enigszins af van de andere algorit-
men uit dit hoofdstuk. Bij rij-methoden wordt een stelsel vergelijkingen
opgelost. Bij beeldreconstructie drukt elke vergelijking uit dat het aantal
coincidenties voor een bepaalde projectiestrook gelijk is aan de opgemeten
waarde. Omdat deze vergelijkingen niet noodzakelijk een unieke oplossing
hebben, moet een bijkomend criterium ingevoerd worden om toch een en-
kele oplossing voor te stellen. In dit hoofdstuk zal het criterium bestaan
uit de maximalisatie van de entropie van het beeld.

Merk op dat al deze methoden iteratief zijn: uitgaande van een bepaalde
schatting wordt een nieuwe schatting voor het beeld gevonden. Deze procedure
wordt herhaald totdat een stopcriterium bereikt is.

In dit hoofdstuk wordt de snelheid en het convergentiegedrag van de ver-
schillende algoritmen bestudeerd. Een verhoogde convergentiesnelheid is be-
langrijk om het dagelijks gebruik van statistische reconstructies te bevorderen.
Het is evenwel niet evident dat een ingewikkeld algoritme noodzakelijk sneller
convergeert (zowel wat de rekentijd als het aantal iteratiestappen betreft) dan
een eenvoudig algoritme zoals het ML-EM-algoritme. Het gecompliceerd algo-
ritme vereist immers meer rekentijd voor een enkele iteratiestap. Hierdoor kan
het maximum effectief in minder iteraties bereikt worden, maar de benodigde
rekentijd hoeft niet af te nemen. Door de studie van het convergentiegedrag
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kan b.v. duidelijk worden dat bepaalde eigenschappen van de tracerconcentra-
tie, zoals scherpe overgangen, op een efficiente manier gereconstrueerd worden
door een bepaald algoritme.

In medische beeldreconstructie wordt dikwijls verondersteld dat de functie
Q(f, d) slechts één maximum heeft. Dit vereenvoudigt aanzienlijk de theoreti-
sche benadering van het reconstructieprobleem. De snelheid van de algoritmen
wordt bijna steeds bepaald door het aantal projectie/terugprojectie-operaties.
Het aantal (volledige) projectie/terugprojectie-operaties verminderen om een-
zelfde beeldkwaliteit te verkrijgen is het doel van veel van de beschreven algo-
ritmen. Een uitzondering op vorige punten — het eisen van een enkel maximum
voor de functie Q(f,d) en de poging om het maximum zo snel mogelijk te
bereiken — wordt gevormd door gesimuleerd-uitgloeien.

Naast de algoritmen uit dit hoofdstuk zijn nog veel andere iteratieve sche-
ma’s denkbaar. Zie hiervoor b.v. [Gullb88], [Zhuan87], [Burr89], [Pleti84],
[DeBac88].

Vanuit het Bayesiaanse standpunt is het vinden van het extremum van de
functie Q(f, d) niet de juiste benadering van het probleem. Het doel in het
Bayesiaanse waarschijnlijkheidsrekenen is immers de studie van de volledige a
posteriori waarschijnlijkheidsdistributie. Indien de gedaante van de a poste-
riori waarschijnlijkheidsdistributie gekend is, kan met een (nog te specifiéren)
verliesfunctie het optimaal beeld geselecteerd worden. In een N-dimensionale
ruimte is een dergelijke studie evenwel bijna uitgesloten. Een poging om de
a posteriori waarschijnlijkheidsdistributie in een hoogdimensionale ruimte te
onderzoeken wordt ondernomen door Skilling en wordt uitgebreid besproken in
par. 6.5.4.

Dit hoofdstuk bestudeert de werking van de verschillende maximalisatie-
algoritmen. In [Desme91c] wordt een uitgebreidere bespreking gegeven. Bij de
theoretische beschrijving kan a priori informatie aanwezig zijn. De vorm van
de a priori informatie (gecodeerd in Pri(f)) vormt het onderwerp van hoofd-
stuk 6. Voor de experimenten uit dit hoofdstuk wordt de a priori informatie
verwijderd: de algoritmen maximaliseren enkel de directe waarschijnlijkheid.
Een uitzondering wordt gevormd door de rij-methoden. Bij deze algoritmen is
de entropie van het beeld inherent aan het algoritme. De reconstructies van
de verschillende algoritmen worden vergeleken met de reconstructies van het
ML-EM-algoritme.

5.2 Nulpunt-algoritmen

Bij de nulpunt-algoritmen wordt de functie Q(f, d) afgeleid naar de verschil-
lende pixelintensiteiten. Om het maximum van deze functie te vinden, moet
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het stelsel vergelijkingen

0Q(f,d )
%:0,1:1,...,1\[, (5.2)

opgelost worden. Een toepassing van een Newton-Raphson methode om dit
probleem in het kader van medische tomografie op te lossen wordt gegeven
in [Fried72]. Maar tegenwoordig wordt dit algoritme niet meer vermeld in de
literatuur. De meeste aandacht gaat naar het ML-EM-algoritme en de andere
algoritmen uit dit hoofdstuk.

Het ML-EM-algoritme werd reeds uitgebreid besproken in het voorgaande
hoofdstuk. Het wordt hier bij de nulpunt-algoritmen gerekend omdat bij de
afleiding ook een stelsel vergelijkingen opgelost wordt. Dit stelsel vergelijkin-
gen volgt niet onmiddellijk uit de directe waarschijnlijkheid (zie par. 4.2.1).
Een belangrijke beperking van het ML-EM-algoritme is dat enkel de directe
waarschijnlijkheidsdistributie (die bestaat uit het product van onafhankelijke
Poissondistributies) gemaximaliseerd wordt. Het algoritme heeft de vorm

1 d
(n+1) __ T (n)
f = 971 v < f(n)> fir), (5.3)

Door het grote succes van het ML-EM-algoritme worden uitbreidingen ervan
sterk gestimuleerd. Green past het ML-EM-algoritme aan zodat ook a priori
informatie geincludeerd wordt [Green90]. Het iteratief schema wordt in dit
geval

1 d
(n+1) — T [ —— ) £(n), 4
f T Tay =V Pri(feiD) (wm)) (5.4)

Het enige verschil tussen de vergelijkingen (5.4) en (5.3) is de supplemen-
taire term VPri(f("*1)) in de noemer van de eerste term. Natuurlijk is het
uitrekenen van die term onmogelijk omdat f("*+1) niet gekend is. Green lost
dit probleem op door f(**1) gewoon te vervangen door het huidige beeld: £(*).
Deze procedure staat bekend als de “one-step-late”-procedure. Het gebruikte
iteratief schema is bijgevolg

1

d
(n+1) _ uT £(n) 5.5
f UT 15 — VPri(f(n) (\I/f(n)) (5.5)

De convergentie van dit algoritme werd niet bewezen en Fessler merkt op dat
dit algoritme soms instabiel wordt [Fessl94]. In het volgende hoofdstuk wordt
dit algoritme gebruikt om verschillende a priori waarschijnlijkheidsdistributies
voor de beelden te testen. De implementatie van dit algoritmeis heel eenvoudig,
vooral indien een ML-EM-algoritme reeds beschikbaar is.
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5.3 Gradienten-methoden

Het localiseren van een extremum in een N-dimensionale ruimte wordt alge-
meen eenvoudiger geacht dan het vinden van een nulpunt in een N-dimensionale
ruimte [Press89]. Inderdaad, indien de functie met slechts één extremum ge-
maximaliseerd moet worden, volstaat het dat een nieuwe schatting f("*+1) van
het beeld een hogere waarde voor de functie Q(f, d) heeft dan de huidige schat-
ting £("):

QU™+ d) > Q(f™), d). (5.6)

Opeenvolgende schattingen moeten uiteindelijk naar het maximum van de func-
tie leiden.

In deze paragraaf worden twee methoden besproken die trachten informatie
uit de functie Q(f, d) te gebruiken. De informatie bestaat uit de afgeleiden van
de functie Q(f, d) in de voorlopige schatting van het beeld f(*) en kan toelaten
om het maximum efficiénter te vinden. De twee beschreven methoden zijn het
gradientenalgoritme en het toegevoegde-gradiéntenalgoritme. Een uitgebrei-
dere beschrijving van beide methoden is te vinden in [Press89], [Desme91c].

Eerst worden enkele theoretische beschouwingen gegeven. Dan wordt de
praktische implementatie, gebaseerd op het werk van Djafari [Djafa89], be-
sproken.

5.3.1 Het gradiéntenalgoritme

Veronderstel een bepaalde schatting van het beeld £(*). Hoe wordt de volgende
schatting van het beeld £f("+!) bepaald? De bedoeling van het gradiéntenalgo-
ritme is eerst een rechte, h(®), vast te leggen die de verbindingslijn tussen de
huidige en nieuwe schatting voorstelt. Langs die rechte wordt dan een stap 7
genomen zodat de nieuwe schatting, £("*1) = £(*) 4+ 7 h(")  de functie Q(f, d)
maximaliseert langs die rechte.

De rechte waarlangs gemaxunallseerd wordt, is in de gradiénten-methode
de gradiént van de functie Q(f,d) bij de huidige schatting f(*). De gradiént
van de functie in het beeld f(*) is gegeven door

6Q@")d)z_
of; S

De gradiénten-methoden uit deze paragraaf (zowel het gradiénten- als het
toegevoegde-gradiéntenalgoritme) verschillen van de “normale” gradiénten- me-
thoden uit b.v. [Press89] en [Pina93], doordat langs een bepaalde rechte slechts
één welbepaalde stap genomen wordt. In [Press89] wordt na het vastleggen van
de zoekrechte het extremum op die rechte meestal bepaald met een iteratief al-

vQ ={ LN} (5.7)

goritme waarbij vele opeenvolgende schattingen van het beeld vereist zijn. Om-
dat elke nieuwe schatting een groot aantal berekeningen (typisch een projectie
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en terugprojectie) vereist, is deze procedure niet bruikbaar voor tomografische
reconstructie. Bij tomografische reconstructie wordt het aantal projectie- en/of
terugprojectie-operaties best zo veel mogelijk beperkt.

Nu de zoekrechte gespecificeerd is, moet de grootte van de stap 7 bepaald
worden. De nieuwe schatting zal zich bevinden op

£+ = £ _ 7 v Q(£™), q). (5.8)

Door de Taylorreeksontwikkeling te nemen in de nieuwe schatting kan =
berekend worden:

(n) _ A\ n _ aQ™ a@m 1 4 82Q(™ g0 g
QUE™ - 7vQM) ~ Q(£™, ) rzijigrlg,f+2r Z :

0fidf; Oofi 9f;

(5.9)
waarbij Q") = Q(f("),d). Opdat f(*+1) de functie Q maximaliseert in de
richting VQ(™), is het voldoende dat de afgeleide naar 7 in de nieuwe schatting
nul wordt. Door afleiding naar 7 van (5.9) blijkt dat het maximum bereikt
wordt voor

-1

_ BQ(") 39<") 32Q(n) 6Q(") BQ(")
T= Z afi 8fi Afxdfi Ofx 8fi . (5.10)
z k1l

Hierdoor zijn alle elementen verenigd voor een implementatie van het al-
goritme. In par. 5.3.3 worden meer implementatiedetails gegeven. Eén van
de eerste toepassingen van het gradiéntenalgoritme voor tomografische recon-
structies is te vinden in [Werne77].

5.3.2 Het toegevoegde-gradiéntenalgoritme

Er is evenwel een belangrijk nadeel verbonden aan het gradiéntenalgoritme uit
voorgaande paragraaf. Voor bepaalde vormen van de functie Q(f,d) zal het
gradiéntenalgoritme te veel werk verrichten bij het localiseren van het maxi-
mum. Ter illustratie wordt in fig. 5.1 een dergelijke functie in een tweedimen-
sionale ruimte voorgesteld. Typisch aan de voorgestelde functie Q(f,d) is dat
de afgeleide in een bepaalde richting veel groter is dan in de andere richtingen.

Het probleem treedt op doordat na het vinden van een schatting langs een
bepaalde rechte, de volgende gradiént in de nieuwe schatting loodrecht moet
staan op de voorgaande zoekrechte. Bij een ongelukkige initi€le schatting moet
het algoritme veel kleine stappen nemen, zigzaggend langs de richting met de
grootste afgeleide, om uiteindelijk het maximum te bereiken.

Het toegevoegde-gradiéntenalgoritme tracht dit te vermijden. Daartoe
wordt de informatie over de voorgaande zoekrechten bijgehouden. In het ide-
ale geval zal het toegevoegde-gradiéntenalgoritme het maximum van de functie
lokaliseren na hoogstens N schattingen.
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Figuur 5.1 De evolutie van de maximalisatie van het gradiéntenalgoritme voor een functie
met een grote gradiént in één bepaalde richting. Het initi€le beeld bevindt zich bij “start”.

Vermits N in medische problemen enkele tienduizenden bedraagt, is het
ondenkbaar om het volledig proces te doorlopen. Bovendien wordt bij het
toegevoegde- gradiéntenalgoritme de functie Q(f, d) benaderd door een kwa-
dratische functie (zie hiervoor b.v. de bepaling van de grootte van de stap in
een bepaalde richting). Hierdoor vervalt zelfs de garantie om het maximum te
bereiken na N iteraties. :

Er kan aangetoond worden dat de set van richtingen h(™) een set toege-
voegde functies is indien [Press89]:

h(+1) = g(n+D) 4 5(n) p(n), (5.11)
met (1) _ g(myt g(n+1)
g(n)' g(n)
Hierbij stelt g(®) minus de gradiént in de n-de schatting voor:
g™ = —vQ(f™), q). (5.13)

Door de richtingen h(") te gebruiken in de verschillende iteraties kan het
gradiénten-programma omgezet worden naar een toegevoegde-gradiéntenalgo-
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Figuur 5.2 Het iteratief schema voor het gradiénten- en toegevoegde-gradiéntenalgoritme.

ritme. Het berekenen van de stapgrootte gebeurt op een analoge manier als
(5.10), maar voor de toegevoegde richtingen.

5.3.3 De praktische implementatie

Het gebruikte programma steunt op de implementatie van Djafari [Djafa89).
Het oorspronkelijk programma is geschreven voor Matlab. Het programma is
omgezet naar C, aangepast voor Poissonruis en tomografische reconstructies.

Het programmamaakt gebruik van een dubbele lus (zie fig. 5.2): de iteraties
en de recursies. Elke iteratie bevat een aantal recursies. Tijdens de recursies
blijven alle regularisatieparameters (parameters in de a priori waarschijnlijk-
heidsdistributie, zie hoofdstuk 6) constant. Het totaal aantal maximalisatie-
stappen van het algoritme is bijgevolg gelijk aan (aantal iteraties) x (aantal
recursies).

De benaderingen kunnen tot gevolg hebben dat op het einde van een maxi-
malisatiestap in een bepaalde richting, de nieuwe schatting geen hogere waarde
voor Q(f, d) bereikt. Nochtans zal deze nieuwe schatting toch aanvaard worden.
Een dergelijke “misstap” kan er immers voor zorgen dat een lokaal maximum
verlaten wordt. Om te vermijden dat het algoritme zich ook van een globaal
maximum verwijdert, wordt het totaal aantal opeenvolgende “verkeerde” stap-
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Figuur 5.3 De evolutie van het scDist-foutcriterium in functie van het iteratienummer
of aantal maximalisatiestappen voor (a) het ML-EM-algoritme; (b) het gradiéntenalgoritme;
(c) het toegevoegde-gradiéntenalgoritme. Het gebruikte fantoom is het DDC-fantoom met
intensiteit 100.

pen beperkt.

In de vergelijkingen (5.14) worden de functie Lik(f, d) en zijn afgeleiden ge-
geven voor een directe waarschijnlijkheidsdistributie afkomstig van het product
van onafhankelijke Poissondistributies.

M N N
Lik(f,d) = =Y Wi fi+diln(d>_ ¥iif;) —Indy!
i=1 ji=1 j=1
. M
OLik Wi
= —Vik + di—)
0 fe ; ( Ej'vzl ‘I’ijfj
82 Lik M N
——= = N 40, ;i ;)2 5.14
afkafl ; k I(JZ:; ]f]) ( )

Hieruit is het duidelijk dat bij de bepaling van de zoekrechte en de stap-
grootte extra projectie/terugprojecties vereist zijn. In het algoritme van Djafari
heeft dit tot gevolg dat een enkele recursie ongeveer vier maal meer CPU-tijd
gebruikt dan één iteratie van het ML-EM-algoritme.

5.3.4 Experimenten en bespreking

In fig. 5.3 wordt de evolutie van het scDist-foutcriterium uitgezet in functie
van het iteratienummer voor het DDC-fantoom met gemiddelde intensiteit 100
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(a) (b)

(c) (d)

Figuur 5.4 Reconstructies van het DDC-fantoom met gemiddelde intensi-
teit 100 in de projecties: (a) het gradiéntenalgoritme (100 maximalisatiestappen);
(b) het toegevoegde-gradiéntenalgoritme (100 maximalisatiestappen); (c) het stan-
daard-ML-EM-algoritme (100 iteraties); (d) het referentiebeeld.

in de projecties. De verschillende curven corresponderen met het gradiéntenal-
goritme, het toegevoegde-gradiéntenalgoritme en het standaard-ML-EM-algo-
ritme. Bij deze experimenten treedt slechts een miniem verschil op tussen de
curven van het gradiéntenalgoritme en het toegevoegde- gradiéntenalgoritme.
Bovendien lijkt het ML-EM-algoritme sneller een minimum voor het scDist-
foutcriterium te bereiken. Dit minimum wordt evenwel ook sneller verlaten.
De minimaal bereikte waarde is wel iets lager voor de gradiénten-methode.
Bedenk dat een enkele iteratie in een gradiénten-methode ongeveer vier maal
zoveel CPU-tijd nodig heeft als een iteratie van het ML-EM-algoritme. Bijge-
volg zal op een tijdschaal het minimum in de scDist-curve veel later optreden
bij de gradiénten-methoden. Gelijkaardige opmerkingen gelden ook voor expe-
rimenten met andere intensiteitsniveaus.

In fig. 5.4 worden enkele reconstructies gegeven. De reconstructies met het
standaard-ML-EM-algoritme lijken gevoeliger te zijn voor de ruis.
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54 De MART

5.4.1 Theoretische achtergrond

De Multiplicatieve Algebraische Reconstructie Techniek (Multiplicative Alge-
braic Reconstruction Technique), MART, heeft een andere benadering om het
reconstructieprobleem op te lossen. Bij de overige technieken uit dit hoofdstuk
wordt steeds een functie (die in relatie staat tot de a posteriori waarschijnlijk-
heid van het beeld gegeven de metingen) gemaximaliseerd. Bij MART ligt de
nadruk op het bepalen van de oplossing van een stelsel vergelijkingen. Deze
vergelijkingen komen overeen met de metingen van de scanner. In het ruis-
loos geval zal het beeld f gezocht worden dat een oplossing van het stelsel
vergelijkingen

vf=d (5.15)

oplevert.

Dit komt overeen met een matrixinversie. Reeds vele algoritmen werden
voorgesteld om dergelijke problemen op te lossen, zie b.v. [Barre94].

De oplossingsmethode uit deze paragraaf is evenwel gebaseerd op de “me-
thode van projecties”. De projectie uit de methode van Kacsmarz wordt hier
de algebraische projectie genoemd, en is verschillend van de projectie van de
scanner. Een algebraische projectie zorgt ervoor dat aan een bepaalde vergelij-
king van het stelsel (5.15) voldaan wordt. Indien b.v. van een initiéle schatting
(%) vertrokken wordt, zal de eerste algebraische projectie ervoor zorgen dat de
nieuwe schatting £(1) aan de eerste vergelijking van het stelsel (5.15) voldoet.
Bij de volgende algebraische projectie zal de nieuwe schatting f(2) aan een an-
dere vergelijking voldoen. Merk op dat de nieuwe schatting f(2) nu niet meer
aan de eerste vergelijking hoeft te voldoen. Een projectie stemt overeen met de
projectie op een (N — 1)-dimensionaal hypervlak in de N-dimensionale ruimte
van de beelden.

Door herhaalde algebraische projecties uit te voeren zal een schatting voor
het beeld gereconstrueerd worden die aan alle vergelijkingen voldoet. Tanabe
[Tanab77] heeft aangetoond dat voor een stelsel met een unieke oplossing, de
methode van projecties naar die oplossing convergeert.

De convergentiesnelheid van het algoritme kan vergroot worden, door een
geschikte opeenvolging van de algebraische projecties. Elke vergelijking legt
immers bepaalde beperkingen op aan het beeld. Het is mogelijk dat twee ver-
gelijkingen bijna dezelfde beperking opleggen. Dit is b.v. het geval voor verge-
lijkingen die corresponderen met scannerprojecties op ongeveer dezelfde plaats
voor slechts weinig verschillende projectierichtingen. Doordat de schatting van
het beeld reeds voldoet aan de beperkingen voor de eerste projectierichting,
zal een kleine aanpassing van het beeld volstaan om aan de beperkingen voor
de volgende projectierichting te voldoen. Bijgevolg zal een trage convergentie
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optreden. Door de geschikte keuze van de verschillende algebraische projecties
(een evidente keuze is opeenvolgingen van algebraische projecties die correspon-
deren met loodrechte scannerprojecties) zal de convergentie sterk toenemen
[Ramak79)].

De voorgaande methoden zijn voorbeelden van de Algebraische Reconstruc-
tie Techniek (ART). Het algemeen iteratief schema voor deze technieken is:

f(n-{-l) — f(n) + C(n). (516)

Hierbij zal de verandering voor het beeld c¢(™) ervoor zorgen dat de algebraische
projectie uitgevoerd wordt.

Veel variaties op de voorgaande methode zijn denkbaar [Kak88]). Een be-
langrijke optie is de introductie van een relaxatieparameter w. De relaxatie-
parameter verandert de grootte van de additieve term uit (5.16) waardoor de
nieuwe schatting wordt:

f(n+1) — f(") +w c(n)’ I<w<l. (517)

Door de relaxatieparameter kleiner dan één te kiezen, wordt vermeden dat
het beeld te sterk wordt aangepast aan een enkele vergelijking. Een te sterke
aanpassing zou dan door andere algebraische projecties toch hersteld moeten
worden, waardoor de convergentie vertraagd wordt.

Een andere mogelijkheid bestaat erin om met de aanpassing van het beeld
te wachten totdat een aantal algebraische projecties verricht werden: Simulta-
neous Iterative Reconstruction Technique (SIRT). De SIRT kan op zijn beurt
aangepast worden zodat aanpassingen voor centrale pixels belangrijker worden
dan de aanpassingen voor randpixels.

Een veralgemeend schema voor algebraische reconstructietechnieken wordt
gegeven in [Censo87]. Verschillende sequenties voor de opeenvolgende projecties
worden ook gegeven in [Censo81].

De MART verschilt van de ART doordat naast het oplossen van een stelsel
ook nog een functie gemaximaliseerd wordt. Het kan immers gebeuren dat het
stelsel vergelijking (5.15) geen oplossing of zelfs meerdere oplossingen bezit. In
dit geval kan toch een enkele oplossing gevonden worden door het bijkomend
criterium: de “oplossing” maximaliseert een bepaalde functie. Indien deze
functie een Bregmanfunctie is [Censo87], dan volstaat een kleine aanpassing
van het normale ART algoritme om MART te bekomen. Voorbeelden van

Bregmanfuncties zijn:
1
bf1(f) = 5 gj z? (5.18)

bfa(f) = =) zjlng; (5.19)
J
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bfa(f) = Zlnz,-, (5.20)

waarbij ¢; de genormeerde pixelintensiteit is:
z; = /i
i = <N

Zizl fi

De eerste functie b f; is een norm van het beeld. De tweede functie bf; komt

(5.21)

overeen met de Shannon-entropie van het beeld en de laatste uitdrukking is de
Burg-entropie van het beeld. In deze paragraaf zal enkel de Shannon-entropie
aan bod komen. Het iteratief schema voor b fa wordt [Censo90]:

Y = exp(BY;) £, (5.22)

d;
B=ln|——o—]. (5.23)
(Ef:x‘l’ijf} )>

Dit iteratief schema vormt een vereenvoudigde versie van het ML-EM-algorit-
me. Het is dan ook niet verwonderlijk dat de geordende-subsetmethode (be-
sproken in par. 4.3.3) verwant is met MART.

Het bewijs van convergentie van deze methode wordt gegeven in [Censo90).
Voor een uitgebreidere bespreking zie o.a. [Dusau88], [Desme9la]. Uit deze
overzichten blijkt dat de methode ook uitgebreid kan worden om onzekerheden
in de metingen te includeren. Voor details over de praktische implementatie
wordt verwezen naar [VdWyn92] en [Janin93].

Er bestaan een aantal recente publicatie die trachten het nut van MART
voor medische reconstructies aan te tonen [Herma93).

5.4.2 Experimenten en bespreking

De experimenten worden uitgevoerd met behulp van het DDC-fantoom gedigi-
taliseerd op een 64 x 64-rooster. Het MART-algoritme is geimplementeerd met
de Shannon-entropie als Bregmannfunctie.

De studie richt zich vooral op de invloed van het aantal projectiehoeken
en het ruisniveau op de kwaliteit van de reconstructie. (Het beperken van het
aantal projecties is belangrijk voor sommige industriéle toepassingen.) De ex-
perimenten worden uitgevoerd met MART waarbij zo veel mogelijk loodrechte
richtingen in opeen;/olging genomen worden.

Eén enkele iteratie bij MART komt overeen met het eenmaal doorlopen
van alle projectichoeken. Een dergelijke iteratie heeft bijgevolg bijna evenveel
berekeningen nodig als een standaard-ML-EM-iteratie.

In fig. 5.5 wordt de invloed getoond van het aantal projectichoeken op de
kwaliteit van de reconstructie (scDist-foutcriterium). Bemerk dat voor alle
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Figuur 5.5 Het scDsist-foutcriterium in functie van het iteratienummer voor
MART-reconstructies van het DDC-fantoom met intensiteit 200 voor een verschillend aan-
tal projectiehoeken:(a) 8 projectiehoeken; (b) 16 projectiehoeken; (c) 32 projectichoeken;
(d) 64 projectiehoeken.

hoeken de laagste scDist-waarde bereikt wordt na de eerste iteratie. Dit sug-
gereert dat het iteratief proces reeds gestopt kan worden na de eerste iteratie.
Vanaf de tweede iteratie treedt er reeds een deterioratie van het gereconstru-
eerde beeld op. Opmerkelijk hierbij is dat de deterioratie het kleinst is bij het
kleinste aantal projectiechoeken. Dit kan een gevolg zijn van de aanpassings-
procedure van het algoritme. Door slechts in een beperkt aantal richtingen te
projecteren, zijn de mogelijke aanpassingen voor het beeld ook beperkt. Blijk-
baar zijn bij een klein aantal projectierichtingen de aanpassingsmogelijkheden
voor het beeld vrij snel opgebruikt. Naarmate het aantal meethoeken toeneemt,
stijgt de helling van de scDist-curve in functie van het iteratienummer. Deze
tendens wordt evenwel omgekeerd bij de overgang van 32 projectiehoeken naar
64 projectichoeken. Blijkbaar wordt het dan wel mogelijk om de informatie in
de metingen te incorporeren in de reconstructie.

In fig. 5.6 wordt de evolutie van het scDist-foutcriterium in functie van
het iteratienummer voor MART vergeleken met de resultaten van het ML-EM-
algoritme. Het ML-EM-algoritme bereikt duidelijk een betere scDist-waarde.
Bij het ML-EM-algoritme gedragen de scDist-curven zich zoals intuitief ver-
wacht wordt: bij een stijgend aantal projectichoeken zal de scDist-waarde
verlagen.

In fig. 5.7 wordt de invloed van het intensiteitsniveau (en bijgevolg ook
het ruisniveau) op de evolutie van de scDist-curven getoond. Zoals verwacht,
verbetert de kwaliteit van de reconstructie als de ruisinhoud in de projecties
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Figuur 5.6 Het scDist-foutcriterium in functie van het iteratienumuner voor MART-
en ML-EM-reconstructies voor het DDC-fantoom met intensiteit 400 voor:(a) MART met 32
projectiehoeken; (b) ML-EM met 32 projectiehoeken; (c) MART met 16 projectiehoeken;
(d) ML-EM met 16 projectiehoeken.
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Figuur 5.7 Het scDist-foutcriterium in functie van het iteratienummer voor MART-
en ML-EM-reconstructies voor:(a) MART met 32 projectiehoeken voor het DDC-fantoommet
intensiteit 100; (b) ML-EM met 32 projectiehoeken voor het DDC-fantoommet intensiteit 100;
(c) MART met 32 projectichoeken voor het DDC-fantoom met intensiteit 400; (d) ML-EM
met 32 projectichoeken voor het DDC-fantoom met intensiteit 400.
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afneemt. Dit geldt zowel voor MART als voor het ML-EM-algoritme. De
gevoeligheid voor de ruisverhoging lijkt evenwel bij MART groter te zijn.

In fig. 5.8 worden de reconstructies van het ML-EM-algoritme na 100 ite-
raties vergeleken met de reconstructies van de MART na één iteratie voor een
verschillend aantal projectiehoeken. Indien slechts 8 projectiehoeken gebruikt
worden, is de reconstructie van de MART duidelijk van minder visuele kwali-
teit dan de reconstructie van het ML-EM-algoritme. Naarmate evenwel meer
projectiehoeken beschouwd worden, vermindert het kwaliteitsverschil. Bij 64
projectiehoeken is het kwaliteitsverschil al niet meer waarneembaar. De recon-
structietijd voor de MART-beelden na één iteratie is wel beduidend lager dan
de reconstructietijd voor de ML-EM-reconstructies.

5.5 Gesimuleerd-uitgloeien

5.5.1 Theoretische achtergrond

Het doel van de voorgaande algoritmen bestaat erin zo snel mogelijk het maxi-
mum van de functie Q(f, d) te bereiken. Dit heeft tot gevolg dat de algoritmen
in lokale extrema kunnen terechtkomen en deze niet meer verlaten. Bij b.v. een
gradienten-methode is dit evident omdat de nieuwe schatting steeds een hogere
waarde voor de functie Q(f,d) moet hebben. (De gebruikte implementaties
van de gradiénten-methoden laten evenwel in een beperkte mate een verlaging
van de functie Q(f,d) toe.) Opdat een algoritme zich van lokale maxima kan
verwijderen, is het bijna noodzakelijk dat een tijdelijke verlaging van de func-
tie Q(f, d) toegestaan wordt. Gesimuleerd-uitgloeien (“simulated annealing”)
heeft deze mogelijkheid tot verlaging ingebouwd.

Gesimuleerd-uitgloeien is gebaseerd op een principe uit de statistische me-
chanica [VanLa87], [Kirkp83], [Sunde92]. De waarschijnlijkheid dat een systeem
een energie E heeft bij de temperatuur 7', wordt gegeven door de Boltzman-
distributie:

bp(E) exp(—;cE?). (5.24)

De constante van Boltzman k geeft de relatie tussen temperatuur en energie.
Deze formule werd het eerst gebruikt voor numerieke maximalisatie van functies
in [Metrob3]. In deze context wordt de energie meestal aangeduid als de winst-
functie. In het algoritme wordt een “toevallige” verandering, transitie, van het
systeem voorgesteld. Een transitie zal steeds aanvaard worden indien ze een
verhoging van de winstfunctie tot gevolg heeft. Indien het nieuwe systeem een
lagere waarde voor de winstfunctie heeft dan het huidige systeem, bestaat er
toch nog een kans dat de overgang naar het nieuwe systeem doorgaat. Deze
kans & hangt af van het verschil in winstfunctie tussen de twee systemen en de
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Figuur 5.8 Reconstructies voor het ML-EM-algoritme na 100 iteraties en het
MART-algoritme na de eerste volledige iteratie voor het DDC-fantoom met intensi-
teit 400 voor een verschillend aantal hoeken: (a) MIL-EM-reconstructie met 8 hoe-
ken; (b) MART-reconstructie met 8 hoeken; (c) ML-EM-reconstructie met 32 hoe-
ken; (d) MART-reconstructie met 32 hoeken; (¢) ML-EM-reconstructie met 64 hoeken;
(f) MART-reconstructie met 64 hoeken.
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heersende “temperatuur”

E(n) _ E(n+1))

T (5.25)

k = exp(—

De kans k dat een transitie naar een systeem met lagere winstfunctie-waarde
aanvaard wordt, daalt exponentieel met het verschil tussen de winstfunctie-
waarden van twee systemen. Door de temperatuur te varieéren kan de aan-
vaardingswaarschijnlijkheid van de toegelaten dalingen van de winstfunctie-
waarden veranderen. Hoge temperaturen laten transities tussen sterk ver-
schillende winstfunctie-waarden toe. Bij lagere temperaturen hebben enkel
de overgangen tussen beelden met weinig verschillende winstfunctie-waarden
een redelijke waarschijnlijkheid van optreden. Door in de eerste iteraties de
temperatuur hoog te nemen en de temperatuur voldoende traag te laten afne-
men, kunnen lokale maxima vermeden worden. Tijdens het iteratief proces zal
de temperatuur langzaam afnemen. Hierdoor zullen bepaalde overgangen ge-
leidelijk quasi-onmogelijk worden. Deze methode kan toelaten om een globaal
maximum te bereiken van een functie die ook nog een aantal lokale maxima
heeft.

In medische beeldreconstructie correspondeert het systeem met een voorlo-
pige schatting van het beeld f(*) en de energie E komt overeen met de functie
Q(f,d) die gemaximaliseerd wordt.

Voor een praktische implementatie zijn de volgende punten belangrijk:

1. de vorm van de winstfunctie;

2. het temperatuursverloop;

3. het transitiemechanisme tussen opeenvolgende beelden;
4. het aantal iteraties.

De vorm van de winstfunctie kan bepalen of gesimuleerd-uitgloeien zinvol is.
Gesimuleerd-uitgloeien is het meest geschikt voor de maximalisatie van functies
met één omvangrijk globaal maximum en een aantal kleinere (in volume) lokale
maxima [VanMa93].

Voor de maximalisatie van de directe waarschijnlijkheidsdistributie in PET
lijkt gesimuleerd-uitgloeien niet noodzakelijk: algemeen wordt aanvaard dat de
de directe waarschijnlijkheidsdistributie slechts één maximum heeft. De studie
van het algoritme kan evenwel interessante convergentie-eigenschappen ople-
veren. Zo zal de manier waarop gesimuleerd-uitgloeien het maximum van de
directe waarschijnlijkheid benadert, verschillen van de andere maximalisatie-
algoritmen. Maar de voornaamste reden waarom gesimuleerd-uitgloeien inte-
ressant kan worden voor beeldreconstructie is de mogelijkheid om ingewikkelde
a priori waarschijnlijkheidsdistributies (zoals b.v. in het standaardartikel van
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[Geman84)) te includeren. In deze paragraaf zal evenwel gesimuleerd-uitgloeien
enkel gebruikt worden voor de maximalisatie van de directe waarschijnlijkheids-
distributie.

Een tweede belangrijke parameter is de temperatuur. Wat is de begin-
temperatuur en hoe snel verandert de temperatuur? Voor de starttemperatuur
wordt de temperatuur gekozen waarbij ongeveer 80% van de voorgestelde nega-
tieve veranderingen aanvaard worden [VanLa87]. De temperatuursverandering
treedt op wanneer de veranderingen van de winstfuncties tijdens de laatste
iteraties niet voldoende groot meer zijn [Sunde92]. De verandering van tempe-
ratuur wordt b.v. gegeven door

T+ = g (), (5.26)

De invloed van de parameter 7 zal experimenteel onderzocht worden.

Een ander belangrijk aspect is het vastleggen van de transitiemogelijkheden
tussen opeenvolgende beelden. In het kader van dit werk worden drie tran-
sitiemechanismen onderzocht: de Pixelwaarde-VeranderingsMethode (PVM)
de Pixelwaarde-TransferMethode (PTM), Pixelwaarde-Verandering-Transfer-
Methode (PVTM). De eerste twee methoden zijn voorgesteld in [Usten91]. Bij
de eerste methode (PVM) wordt door een toevalsproces een bepaalde veran-
dering voor de pixelwaarde gekozen. Dit gebeurt door met een uniforme dis-
tributie een waarde te selecteren uit een interval [—g,g]. Dan wordt, opnieuw
door een toevalsproces, een pixellocatie gekozen. Hierbij heeft elke pixel in
de huidige implementatie dezelfde waarschijnlijk om op te treden. De invloed
van deze overgang op de winstfunctie bepaalt de aanvaarding van de voorge-
stelde transitie. Bij de tweede methode (PTM) wordt eveneens een bepaalde
hoeveelheid pixelintensiteit door een toevalsproces gekozen. Nu worden ech-
ter twee pixellocaties door het lot aangewezen. De transitie bestaat erin om
de pixelintensiteit tussen de pixellocaties uit te wisselen. De laatste methode
(PVTM) is een combinatie van beide voorgaande methoden. Bij PVTM wordt
eerst door een toevalsproces bepaald welke methode, PTM of PVM, toegepast
zal worden. Beide transitiemechanismen hebben dezelfde kans om op te treden
bij dit toevalsproces. Eenmaal de transitiemethode geselecteerd is, wordt de
iteratie normaal doorlopen.

Een iteratie in gesimuleerd-uitgloeien bestaat uit het onderzoek van een
aanvaardbare transitie. Voor PVM is dit verandering van een enkele pixel
waarbij de intensiteit (na verandering) groter dan nul is. In een iteratie wordt
dan nagegaan wat de invloed van de transitie op de winstfunctie is en of deze
transitie aanvaard wordt. De convergentie van het algoritme wordt bestudeerd
door het algoritme een ruim aantal iteraties (enkele miljoenen) te laten door-
lopen. Stopcriteria zoals voorgesteld in par. 4.4 kunnen eventueel toegepast
worden.
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Figuur 5.9 Het ES-fantoom bestaat uit een aantal concentrische cirkels met toenemende
activiteit.
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Figuur 5.10 De evolutie van het distError-foutcriteriumin functie van het iteratienummer
in miljoenen voor verschillende transfermechanismen: (a) PVM (b) PTM (c) PVTM.

5.5.2 Experimenten en bespreking

De experimenten worden verricht met het ES-fantoom uit fig. 5.9. Dit
fantoom is gediscretiseerd op een 40 x 40 rooster en het aantal projecties is
eveneens 40 x 40.

In fig. 5.10 wordt de evolutie van het distError-foutcriterium in functie
van het iteratienummer gegeven voor verschillende transitiemechanismen. In
de eerste iteraties is de PTM beter dan de PVTM, die op zijn beurt beter is
dan de PVM. Maar in dit stadium van de iteraties is de fout nog zo groot dat
deze volgorde van weinig belang is. In de latere iteraties wordt de PVM de
optimale methode. In de volgende experimenten zal de PVM gebruikt worden.

Een optimalisatie van de PVM bestaat erin de grootte van de pixelver-
anderingen te variéren tijdens de iteraties. In de eerste iteraties zullen grote
veranderingen van pixelintensiteiten nuttig zijn. In de latere iteraties zullen de
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Figuur 5.11 De evolutie van het distError-foutcriteriumin functie van het iteratienummer
in miljoenen voor verschillende grootten van toegelaten veranderingen [0,g]: (a) [0,100],
(b) [0, 1000}, (c) veranderlijk.

zinvolle veranderingen steeds kleiner worden. In de voorgestelde optimalisatie
varieert de grootte van de toegestane veranderingen in functie van de iteraties.
Indien de gemiddelde aanvaarde absolute verandering tijdens de voorgaande
iteraties g("™) was, dan zal bij de volgende iteraties de verandering gekozen
worden uit het interval [-2 g(™), 2 ¢(™)] Uit fig. 5.11 blijkt dat de fout van
de reconstructie het sterkst gereduceerd kan worden door de grootte van de
pixelveranderingen variabel te houden. Een constante grootte van toegelaten
verandering zorgt ervoor dat gedurende de eerste iteraties snel naar de oplos-
sing geconvergeerd wordt. Maar na een aantal iteraties zullen de verbeteringen
van het beeld nog slechts sporadisch optreden.

De curven uit fig. 5.12 geven de invloed weer van de koelingsparameter 7.
Van de geteste koelingsparameters blijkt 7 = 0.85 de beste resultaten op te
leveren.

Tenslotte worden nog enkele reconstructies vergeleken in fig. 5.13. Het is
duidelijk dat de reconstructie van gesimuleerd-uitgloeien een scherpere recon-
structie oplevert dan het ML-EM-algoritme na 20 iteraties. Indien evenwel de
reconstructie na veel ML-EM-iteraties bestudeerd wordt, vervalt dit verschil.
Natuurlijk is het ML-EM-algoritme veel sneller dan gesimuleerd-uitgloeien. Dit
laatste algoritme vergt ongeveer 10 CPU-uur, daar waar het ML-EM-algoritme
voor 500 iteraties “slechts” 10 CPU-minuten nodig heeft. Het is ook gebleken
dat gesimuleerd-uitgloeien, evenals het ML-EM-algoritme, duidelijk last heeft
van ruisdeterioratie.
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Figuur 5.12 De evolutie van het dist Error-foutcriteriumin functie van het iteratienummer
in miljoenen voor verschillende afkoelingssnelheden: (a) n = 0.85, (b) n = 0.90, (c) n = 0.98.

(a) (b) (c)

Figuur 5.13 Vergelijking van de reconstructies van het ES-fantoomzonder ruistoevoeging
met verschillende algoritmen: (a) gesimuleerd-uitgloeien, (b) het ML-EM-algoritme na 10
iteraties (c) het ML-EM-algoritme na 500 iteraties.
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Er bestaan verschillende situaties waarin het gesimuleerd-uitgloeien zinvol
aangewend kan worden:

1. voor de maximalisatievan a posteriori waarschijnlijkheidsdistributies waar-
van de a priori waarschijnlijkheidsdistributie te ingewikkeld is om behan-
deld te worden met een andere reconstructiemethode uit dit hoofdstuk;

2. voor de nabewerking van de beelden van andere reconstructiemethoden.
Om de pixelintensiteit te veranderen maken de meeste algoritmen gebruik
van een terugprojectie. Deze terugprojectie beperkt de snelheid waarmee
de intensiteit van de individuele pixels aangepast wordt. Bij gesimuleerd-
uitgloeien is er geen sprake van terugprojectie.

5.6 Besluit

In dit hoofdstuk is de studie gepresenteerd van enkele maximalisatie-algoritmen.
Het ML-EM-algoritme lijkt sneller te convergeren dan de eigen implementatie
van het gradiénten-, het toegevoegde-gradiéntenalgoritme (zoals voorgesteld
door Djafari) en het gesimuleerd-uitgloeien. De MART is het enige onder-
zochte algoritme dat sneller een optimum bereikt. Daar staat tegenover dat
het MART gevoeliger lijkt voor ruis. Bij de uitgevoerde experimenten blijft de
gradienten-methoden langer in de buurt van de optimale sc Dist-waarde.

Gesimuleerd-uitgloeien introduceert een interessante uitbreiding van de
standaard maximalisatie-algoritmen waardoor lokale extrema vermeden kun-
nen worden. Bijgevolg zullen de belangrijkste verbeteringen met dit algoritme
enkel bekomen worden indien gesofisticeerde a priori waarschijnlijkheidsdis-
tributies gebruikt worden. Enkele optimalisaties voor gesimuleerd-uitgloeien
werden voorgesteld: de keuze van het transitiemechanisme, de veranderlijke
grootte van de pixelveranderingen, de snelheid waarmee de temperatuur ver-
andert. Indien evenwel enkel de directe waarschijnlijkheidsdistributie gemaxi-
maliseerd wordt, levert gesimuleerd-uitgloeien geen betere reconstructies op
dan de ML-EM-reconstructies. Bovendien is gesimuleerd-uitgloeien uitzonder-
lijk traag.

De MART slaagt er blijkbaar in heel snel een goede reconstructie te vinden.
Het aantal op te meten projectichoeken blijkt ook beperkt te zijn. Bij de
uitgevoerde experimenten kon bijna ongestraft overgegaan worden van 64 naar
32 projectichoeken. Een combinatie van MART met het standaard-ML-EM-
algoritmelijkt dan ook aangewezen. Dit kan aanleiding geven tot het geordende
subset-algoritme.
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Hoofdstuk 6

A priori waarschijnlijk-
heidsdistributies in
PET

6.1 Inleiding

Dit hoofdstuk handelt over a priori waarschijnlijkheidsdistributies voor tomo-
grafische beeldreconstructie. Het voornaamste doel van het incorporeren van
dergelijke kennis is de beeldkwaliteit te verbeteren. In de eerste statistische
reconstructiemethoden (zoals het ML-EM-algoritme) wordt verondersteld dat
er geen a priori informatie over het beeld aanwezig is. In de afwezigheid van
metingen zijn alle beelden even waarschijnlijk. Deze methoden hebben even-
wel veel last van ruisdegeneratie. Met behulp van een goed gekozen a priori
waarschijnlijkheidsdistributie wordt de nodige informatie aangebracht om de
ruisdegeneratie te vermijden.

Het eerste probleem bestaat erin de expliciete uitdrukking van de a priori
waarschijnlijkheidsdistributie vast te leggen. De kennis die aangebracht wordt
door de a priori waarschijnlijkheidsdistributie moet ook voldoende groot zijn
om de beeldkwaliteit te verbeteren. Anderzijds mag deze kennis niet foutief
zijn. Indien de a priori waarschijnlijkheidsdistributie b.v. veronderstelt dat de
tracerverdeling in een patiént gelijkaardig moet zijn aan de tracerverdeling in
een gezond individu, dan kan deze informatie tot gevolg hebben dat werkelijke
anomalieén niet gedetecteerd worden. In dit hoofdstuk worden voornamelijk
a priori waarschijnlijkheidsdistributies gebaseerd op een “entropie” van het
beeld besproken. Deze a priori waarschijnlijkheidsdistributies zullen voor de
eenvoud entropiepriors genoemd worden. De entropiepriors zijn een interes-
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sante kandidaat om de kwaliteit van de reconstructies te verbeteren omdat
voor deze priors een theoretische fundering beschikbaar is. Bovendien is de
informatie geincorporeerd in de entropiepriors voldoende algemeen, zodat ook
onverwachte eigenschappen in de tracerverdeling nog gereconstrueerd kunnen
worden.

Een bijkomend probleem is het optreden van een regularisatieparameter in
de a priori waarschijnlijkheidsdistributie. Deze parameter bepaalt het relatieve
belang van de a priori waarschijnlijkheidsdistributie t.o.v. de directe waarschijn-
lijkheidsdistributie. In par. 6.4 worden twee methoden onderzocht om deze
parameter tijdens de reconstructie vast te leggen. De standaardmethode voor
het bepalen van de regularisatieparameter bestaat uit het experimenteel kiezen
van een waarde.

Tenslotte wordt de kwaliteit van de reconstructies van het Memsys 5-pro-
gramma bestudeerd. Dit programma is ontwikkeld in Cambridge (V.K.) door
enkele van de pioniers van Bayesiaanse beeldreconstructiemethoden en werd in
het kader van deze thesis aangepast voor PET.

6.2 Vormen van a priori waarschijnlijkheids-
distributies

6.2.1 Inleiding

Er is een evolutie merkbaar bij de introductie van a priori informatie. Aanvan-
kelijk werden de methoden meestal op een ad hoc manier ingevoerd [Gull78§].
Zo werd b.v. de entropie gemaximaliseerd met een aantal beperkingen (de
metingen) [Gullb88]. Dit is analoog aan de methode voor het bepalen van a
priori waarschijnlijkheidsdistributies uit par. 3.10. Voor reconstructie in PET
is deze methode niet evident omdat er ruis op de metingen aanwezig is. De
metingen vormen geen “harde” beperkingen voor het beeld. Om deze reden
worden de verschillende metingen in reconstructiemethoden gegroepeerd in één
enkele “harde” beperking.

Na de eerste successen werd een theoretische fundering voor dergelijke me-
thoden gezocht. Een fundering voor de incorporatie van a priori informatie,
bestaat erin de methoden te plaatsen in een Bayesiaanse context [Demom89).
De a priori informatie wordt dan omgezet in een a priori waarschijnlijkheids-
distributie. Door deze a priori waarschijnlijkheidsdistributie worden bepaalde
beelden a priori waarschijnlijker dan andere beelden. Het reconstrueren van een
beeld in de Bayesiaanse context bestaat erin het beeld te vinden waarvoor de a
posteriori waarschijnlijkheid maximaal is. Bij deze maximalisatie worden dik-
wijls nog steeds dezelfde vergelijkingen gebruikt uit de beginperiode [Djafa92])
(waarbij b.v. ad hoc een entropie ingevoerd werd). Sommigen beschouwen
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het optreden van de regel van Bayes in de afleiding van de vergelijkingen als
een ultieme rechtvaardiging van de methode. De regel van Bayes garandeert
immers consistentie. Maar het opstellen van de expliciete vorm van de a priori
waarschijnlijkheidsdistributie is toch dikwijls aan kritiek onderhevig [Lored90].
De a posteriori waarschijnlijkheidsdistributie dp( £ | d I ) van het beeld f
gegeven de metingen d, kan berekend worden met de regel van Bayes:
_bp(f]D)bp(d|fT)

bp(£]dl)= a1 (6.1)

Bij beeldreconstructiemethoden wordt dat beeld gereconstrueerd dat de a pos-
teriori waarschijnlijkheid bp( f | d I ) maximaliseert. Bij het zoeken van
het maximum van de a posteriori waarschijnlijkheidsdistributie speelt de term
bp(d | I) geen rol omdat deze term onafhankelijk van het beeld f is. De maxi-
malisatie van de a posteriori waarschijnlijkheidsdistributie is dan equivalent
met het maximaliseren van de functie

Q(f, d) = Pri(f) + Lik(f,d), (6.2)

waarbij de functie Lik(f, d) — het logaritme van de directe waarschijnlijkheids-
distributie — de informatie over de meetopstelling bevat en de functie Pri(f) —
het logaritme van de a priori waarschijnlijkheidsdistributie — incorporeert de a
priori informatie over het beeld.

De functie Lik(f, d) brengt de overeenstemming tussen de metingen en het
beeld in rekening. Deze term wordt maximaal wanneer alle meetpunten exact
(d.i. inclusief ruis) voorspeld worden door de schatting van het beeld. De
functie Pri(f) kent een getalwaarde toe aan een bepaalde eigenschap van het
beeld. De functie Pri(f) kan b.v. maximaal worden indien het beeld uniform
is. Door Q(f,d) te maximaliseren zal een balans gezocht worden tussen de
overeenkomst met de data en het voldoen aan een specifieke eigenschap (zoals
vlakheid).

Bij medische beeldreconstructie is het voornaamste probleem de ruisdege-
neratie. Bij de ruisdegeneratie zullen naburige pixels sterk verschillende inten-
siteiten aannemen. Het is dan ook niet verwonderlijk dat de meest gebruikte
a priori waarschijnlijkheidsdistributies een vlakheidsterm bevatten. In de vol-
gende paragraaf zullen enkele entropie-gebaseerde a priori waarschijnlijkheids-
distributies besproken worden.

Het is evident dat deze procedure een zeker gevaar inhoudt. Indien het wer-
kelijk beeld helemaal niet voldoet aan de eigenschap die vooropgesteld wordt
door Pri(f), kan de kwaliteit van de reconstructie verminderen door de in-
troductie van de a priori waarschijnlijkheidsdistributie. Tot op heden wordt
er een conservatieve houding aangenomen: de functie Pri(f) zal slechts heel
vage kennis incorporeren. Zo zal Pri(f) b.v. veronderstellen dat het beeld
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een zekere vlakheid heeft. De entropie van het beeld kan dergelijke informatie
incorporeren.

6.2.2 Het gebruik van gekende momenten

Ten eerste zijn er de a priori waarschijnlijkheidsdistributies die gebaseerd zijn
op het berekenen van a priori waarschijnlijkheden m.b.v. van het maximum-
entropieprincipe (zie par. 3.10) [Liang87], [Hart87a], [Hart87b]. Bij deze me-
thode wordt uitgaande van een bepaalde beperking (gekende momenten) voor
een pixelintensiteit het maximum-entropieprincipe toegepast om een waar-
schijnlijkheidsdistributie voor de pixelintensiteiten te verkrijgen. De verschil-
lende vormen van a priori informatie over de pixelintensiteiten leiden tot ver-
schillende vormen van a priori waarschijnlijkheidsdistributies:

1. indien de pixelintensiteiten enkel tot een eindig interval [a,b] kunnen be-
horen, wordt de waarschijnlijkheidsdistributie:

elders

() = { /O s hish 6.9

Dit is een gewone uniforme verdeling;

2. indien elke pixel een waarde tussen —oo en 400 kan aannemen en de ge-
middelde waarde voor de pixelintensiteiten < f; > evenals de spreiding 0']2
gegeven zijn, wordt de a priori waarschijnlijkheidsdistributie een Gaussdi-

exp <_(fJ_“_<._fi_>l> . (6.4)

3
2(7j

stributie

bpa(f;) =

o

N |
L

3. indien bovenstaande beperken (twee gekende momenten) gelden, maar de
pixelintensiteiten bovendien enkel positieve reéle waarden kunnen hebben,
dan vormt de Poissondistributie een goede benadering voor de a priori
waarschijnlijkheidsdistributie

1/f;! exp(—< f>;) < fj >¥7 voor 0< fj < oo

bps(f;) = { 0 elders. (6.5)

Indien de pixels statistisch onafhankelijk zijn, wordt de a priori waarschijnlijk-
heidsdistributie van een beeld berekend door het produkt van de waarschijn-
lijkheidsdistributies van de afzonderlijke pixels te nemen:

N
bpi(f) = [ bmu(fi ) 1=1,2,3, (6.6)

i=1
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Om een idee te hebben van de gemiddelde waarde van een pixelintensiteit
kunnen andere onderzoeksmethoden (zoals bloedstalen) gebruikt worden. Het
zinvol specifiéren van gemiddelden en spreidingen voor alle pixelintensiteiten
van het beeld is evenwel niet evident.

Deze momenten kunnen opgesteld worden met behulp van een alternatieve
reconstructiemethode. Een snelle reconstructiemethode kan immers een rede-
lijke schatting voor het beeld opleveren, waarmee dan de momenten voor de a
priori waarschijnlijkheidsdistributie bepaald worden. Bij PET bestaat er een
dergelijk snel reconstructie-algoritme: het FB-algoritme. De FB-reconstructies
hebben evenwel last van streepvormige artefacten. Door het uitvoeren van een
spatiale convolutie kunnen deze artefacten verwijderd worden. De pixelwaarden
van de geconvolueerde FB-reconstructie kunnen de gemiddelde pixelintensitei-
ten voor een Gaussdistributie opleveren [Levit87].

Tegen deze methoden bestaat echter een sterk fundamenteel bezwaar: de a
priori waarschijnlijkheidsdistributie is niet meer onafhankelijk van de metingen.
De regel van Bayes wordt hier verkeerd toegepast.

6.2.3 Het gebruik van Gibbsenergie

Een andere klasse van a priori waarschijnlijkheidsdistributies wordt gevormd
door de Gibbs a priori waarschijnlijkheidsdistributies. Bij deze waarschijnlijk-
heidsdistributies wordt een “energie” U(f) van een beeld gedefinieerd. Deze
energie kent een getalwaarde toe aan het beeld, welke kleiner wordt naarmate
het beeld beter aan een bepaalde voorwaarde voldoet. Indien b.v. de gewenste
eigenschap de vlakheid van het beeld is, kan de energie van een uniform beeld
b.v. nul zijn. Bijelke afwijking van de uniformiteit zal de energie van het beeld
toenemen.

Eénmaal de gewenste eigenschap vertaald is in een energie wordt de a priori
waarschijnlijkheidsdistributie gelijk gesteld aan [Geman88], [Geman84]:

bp(f | I) o exp{~U/(£)}. (6.7)

Door het algemeen definiéren van een energie voor een beeld is het mogelijk
om bijna elke eigenschap om te zetten in een getalwaarde. Zo kan rekening
gehouden worden met randen, puntbronnen, vlakke structuren, enz. Doordat
de energiefuncties dikwijls gecompliceerde vormen aannemen, is het aangeraden
om de maximalisatie van de a posteriori waarschijnlijkheidsdistributie uit te
voeren met het gesimuleerd-uitgloeien.

6.2.4 Het gebruik van structurele informatie

Wanneer er structurele informatie aanwezig is (kennis van patronen, vormen,
enz.) zijn de pixelintensiteiten niet meer onafhankelijk. De a priori waarschijn-
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lijkheid van het beeld kan dan niet meer geschreven worden als het product
van de waarschijnlijkheden van de individuéle pixelintensiteiten zoals in (6.6).
Een algemene uitbreiding voor vergelijking (6.6) is opgesteld in [Fukun72].

Soms geeft de a priori informatie aan dat de tracerconcentratie bestaat uit
een vast aantal puntbronnen op een vrij uniforme achtergrond. De locatie van
de puntbronnen mag onafhankelijk of gecorreleerd zijn. Dergelijke informa-
tie kan eveneens omgezet worden in een a priori waarschijnlijkheidsdistributie
(Hart87a). Een gelijkaardige vorm van informatie wordt vertaald in een a priori
waarschijnlijkheidsdistributie in [Skill87].

Recentelijk werd getracht om informatie uit NMR-metingen te gebruiken
om de kwaliteit van de reconstructies in PET te verbeteren [Leahy91]. Het
betreft hier voornamelijk vorminformatie uit d¢ NMR-metingen (b.v. de lo-
catie van de schedelomtrek). Uit meerdere PET-metingen op dezelfde plaats
kan eveneens vorminformatie geéxtraheerd worden. Bij een dynamische scan
worden b.v. veel opeenvolgende scans (elk met een lage signaal tot ruisverhou-
ding) op eenzelfde plaats van de patiént genomen. De som van alle beelden kan
informatie verschaffen over de aanwezige structuren. Door de ligging van de
structuren op het sombeeld te bepalen, wordt de kwaliteit van de afzonderlijke
reconstructies verbeterd [Llace92].

Een ander type van vorminformatie wordt geéxploreerd in [Hanso93]. De
vorminformatie bestaat hier uit de vorm van een object en toegelaten vervor-
mingen ervan. Het blijkt dat de reconstructies van eenvoudige objecten met
deze a priori informatie behoorlijk zijn. Dit zelfs wanneer slechts metingen voor
vier projectichoeken beschikbaar zijn.

In de a priori waarschijnlijkheidsdistributie kunnen ook gelijktijdig meer-
dere criteria ingevoerd worden [Wang92)].

6.3 De entropiepriors

6.3.1 Inleiding

Met het invoeren van een entropie van het beeld in de a priori waarschijnlijk-
heidsdistributie wordt steeds getracht een “vlakheid” voor de beelden voorop
te stellen. Veel verschillende afleidingen van de entropieformule zijn reeds
gepubliceerd [Shann49], [Shore80], [Shore83], [Tikoc84]. Bovendien bestaat
er ook een indrukwekkende lijst entropie-uitdrukkingen [Gull85), [Kesav90],
(Kapur90]. Voor een overzicht wordt verwezen naar [Desme91a].

In tabel 6.1 worden enkel entropie-uitdrukkingen gegeven. Niet alle vormen
zijn even bruikbaar. Zo blijkt b.v. de Burg-entropie niet geschikt voor beeld-
reconstructietechnieken. In [Gull85] wordt aangetoond dat de Burg-entropie
aanleiding geeft tot sterke pieken in de reconstructies. Bedenk hierbij dat het
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Tabel 6.1 Enkele entropie-uitdrukkingen met de eerste en tweede afgeleiden met m, de
waarden van het model (zie tekst) en T = Zl fi-

invoeren van de entropie net dergelijke effecten tracht te vermijden!

Eén reden van de diversiteit van deze afleidingen is de verschillende inter-
pretaties van entropie van een beeld: (1) de entropie kan berekend worden op
een distributie bestaande uit genormeerde pixelintensiteiten en (2) de entropie
kan berekend worden op een distributie van beelden.

Entropie voor distributies van pixelintensiteiten

Bij een eerste interpretatie wordt de entropie gedefinieerd op een enkel beeld.
De pixelintensiteiten worden hiertoe genormeerd:

E}’cvzl fk

De genormeerde intensiteiten {z;} kunnen beschouwd worden als een discrete
waarschijnlijkheidsdistributie waarvoor de entropie berekend wordt. De genor-
meerde intensiteit z; stelt de waarschijnlijkheid voor dat het volgende positron
uitgezonden wordt door pixel j. Van de genormeerde pixelintensiteiten kan de
Shannon-entropie berekend worden [Shann49]. De Shannon-entropie berekent
de informatie-inhoud van deze discrete distributie en dus van het beeld.

zj

(6.8)

Bij de oorspronkelijke toepassing van het maximum-entropieprincipe wordt
de entropie van het beeld gemaximaliseerd waarbij een aantal beperkingen (de
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metingen) in rekening gebracht worden. Dit correspondeert met de methode uit
par. 3.10. Met deze methode wordt uit alle mogelijke pixelintensiteitsdistribu-
ties die aan de metingen voldoen, deze distributie geselecteerd met de kleinste
informatie-inhoud. Deze methode is niet helemaal gerechtvaardigd voor de re-
constructie van PET-beelden omdat de metingen ruis bevatten. De metingen
zijn geen “harde” beperkingen. Daarom worden de metingen dikwijls samenge-
voegd tot één enkele beperking die minder ruisgevoelig is. Dit is de historische
benadering van het probleem en werd reeds vroeg toegepast [Fried72], [Fried78],
[Gull78].

Deze benadering is niet volledig Bayesiaans omdat geen omzetting gebeurt
van een a priori waarschijnlijkheidsdistributie naar een a posteriori waarschijn-
lijkheidsdistributie door het gebruik van een directe waarschijnlijkheidsdistri-
butie.

Entropie voor distributies van beelden

De huidige benaderingen van de beeldreconstructie zijn meer Bayesiaans ge-
oriénteerd. De uitdrukking van de entropie treedt nu expliciet op in de a priori
waarschijnlijkheidsdistributie. In de entropie-uitdrukkingen die in de volgende
uiteenzettingen van dit werk aan bod komen, wordt de entropie gedefiniéerd
op distributies van beelden. Elk beeld heeft een bepaalde a priori waarschijn-
lijkheid om op te treden die athangt van de entropie van dat beeld. De a priori
waarschijnlijkheidsdistributie waarin een entropie-uitdrukking voorkomt, wordt
in dit hoofdstuk een entropieprior genoemd.

Merk op dat entropiepriors niet verkregen worden met behulp van het
maximum-entropieprincipe uit par. 3.10. Bij deze methoden worden (bij het
gebruik van momenten als beperkingen) steeds distributies verkregen uit de ex-
ponentiéle familie van distributies. De entropie-uitdrukking komt daarbij niet
meer expliciet voor in de a priori waarschijnlijkheidsdistributie.

Stel dat een entropieprior gebruikt wordt, wat is dan de expliciete gedaante
van de entropie? In dit hoofdstuk worden enkel de volgende entropiepriors
onderzocht:

1. de entropiepriors volgens Djafari;
2. de entropiepriors volgens Skilling en Gull.

Om de uitdrukking van de entropiepriors af te leiden, maken beide metho-
den gebruik van een aantal basisveronderstellingen voor de distributies van de
beelden en/of pixels. Deze twee typen entropiepriors worden geselecteerd om-
dat de auteurs een bijhorende methode ontwikkeld hebben om automatisch de
regularisatieparameters te berekenen.
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6.3.2 Entropiepriors volgens Djafari

In [Djafa91) wordt een interessante methode gepresenteerd om een klasse van
a priori waarschijnlijkheidsdistributies op te stellen. Stel dat de a priori infor-
matie van het beeld f bestaat uit de kennis van de verwachtingswaarden van
twee functies G(f) en H(f). De verwachtingswaarden van de functies G en H
zijn gelijjk aan < ¢ >, < h >:

/G(f) bp(f | Ipja) df = < g >; (6.9)

/H(f) bp(f | Ipja) df = < b > . (6.10)

De informatie Ip;, houdt rekening met de verschillende veronderstellingen van
Djafari. De intensiteiten van het beeld {f;} worden positief verondersteld.
Merk op dat de gedaante van de functies G(f) en H(f) nog volledig onbekend
is. De vorm van de a priori waarschijnlijkheidsdistributie wordt bepaald door
de kennis van de twee verwachtingswaarden en de toepassing van het maximum-
entropieprincipe:

(£ | Insa) = 7 exp(pr G(E) + pa HIE)), (6.11)

met py en p; de Lagrange-multiplicatoren (de regularisatieparameters), en Z
de partitiefunctie.

Nu tracht Djafari de expliciete uitdrukking voor de algemene functies G en

H te bepalen. Indien verondersteld wordt dat de a priori waarschijnlijkheids-

distributie van het beeld opgemaakt is uit onathankelijke waarschijnlijkheids-

distributies van de verschillende pixelintensiteiten en dat de pixels bovendien

onderling verwisselbaar zijn, is de algemene uitdrukking van de functies G' en
H:

' N
G(f) =) 9(fi) en H(f) = _h(fi), (6.12)

i=1

hierbij zijn g(f;) en h(fi) nog steeds onbekende functies. Een meer beperkende
veronderstelling is het schaalinvariantie-axioma: de meetschaal voor de pixel-
intensiteiten is willekeurig. De gedaante van de a priori waarschijnlijkheidsdis-
tributie moet onafhankelijk zijn voor het uitdrukken van stralingshoeveelheid
in Curie of Becquerel. Door een dergelijke coordinatentransformatie wordt de
waarschijnlijkheidsdistributie omgezet naar een distributie die evenredig is met
de oorspronkelijke distributie (op de schaling na). De enige klassen van functies
g en h die voldoen aan deze bijkomende beperking zijn:

(a) g(fi) = firl  h(fi) = fi”; rL>719,p1>0,enps >0alsry <0

(b) g(fi)=f1, h(fi)=Inf; ; (1=p)r>0enp >0
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() 9(fi) =Infi , h(fi) =infi* ; p2 >0
(d) 9(f)=fT , h(fi)=fiInfi;p2>0enr>0.

Voor het bepalen van de Lagrange-multiplicatoren (regularisatieparame-
ters) wordt de momentenmethode gebruikt, zie par. 6.4.1.

Met deze methode wordt een hele klasse van entropiepriors gedefinieerd.
De benaming “entropieprior” is hier wel dubbelzinnig: de entropie-uitdrukking
komt expliciet voor in een bepaalde klasse van a priori waarschijnlijkheidsdis-
tributies en het maximum-entropieprincipe wordt eveneens gebruikt om de a
priori waarschijnlijkheidsdistributies af te leiden.

6.3.3 Entropiepriors volgens Skilling en Gull
Axiomatische afleiding

In eerste instantie wordt de entropieformule opgesteld door te eisen dat een
bepaalde functie S(f,m) een hiérarchie voor de beelden opsteld. Hierbij is m
het model. Indien een aantal beperkingen aan het beeld opgelegd worden, zal
het beeld dat S(f,m) maximaliseert en voldoet aan de beperkingen geselec-
teerd worden. Dit beeld is dan “optimaal”. Dit is analoog aan het maximum-
entropieprincipe, maar nu wordt eerst nog de gedaante van de functie S(f, m)
bepaald. Er worden een aantal axioma’s geponeerd waaraan het selectiecrite-
rium moet voldoen. De gepresenteerde uiteenzetting is intuitief, voor een meer
wiskundige benadering wordt verwezen naar [Skill88]. Deze axioma’s zijn:

1. subset-onafhankelijkheid: stel dat onathankelijke informatie beschikbaar
is over twee distincte deelgebieden (beeldhelften) van het beeld f. Dan
mag het selectiecriterium geen verschillend optimaal beeld opleveren indien
eerst de afzonderlijke informatie op beide beeldhelften toegepast wordt en
nadien deze geselecteerde helften worden samengevoegd; of indien de totale
informatie (voor beide beeldhelften) gezamenlijk gebruikt wordt;

2. invariantie onder coérdinatentransformatie: een coordinatentransformatie
mag de keuze van het optimaal beeld niet beinvloeden;

3. systeem-onafhankelijkheid: indien enkel twee marginale distributies voor
disjuncte gebieden van het beeld f gekend zijn, dan is het optimale beeld
het product van deze twee marginale distributies. Hierbij wordt veronder-
steld dat de marginale distributies en het beeld genormaliseerd zijn;

4. schaling: indien geen informatie beschikbaar is, wordt het model m gese-
lecteerd.
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De enige functie die aan deze axioma’s voldoet is [Skill88]
N
S(f,m) =Y (fi—mi - filn —) (6.13)
i=1
Merk op dat met deze formule één enkel beeld geselecteerd kan worden. Deze
formule geeft evenwel niet aan hoe waarschijnlijk dat beeld is t.o.v. andere
mogelijke reconstructies.

De enkelvoudige entropie volgens Skilling en Gull

Bij de huidige benadering wordt teruggegrepen naar het “aapmodel” (“monkey
model”) [Fried72], [Jayne68]. In dit model wordt het reconstructieprobleem
herleid tot het gooien, door een niet-intelligente mechanisme (aap), van ele-
mentaire intensiteitseenheden in een aantal vakken (pixels). Bij het gooien van
elementaire pixelintensiteiten heeft de aap geen voorkeur voor bepaalde pixels.
De elementaire intensiteiten komen willekeurig in de verschillende pixels te-
recht. Indien geen beperkingen opgelegd worden, zal het meest waarschijnlijke
beeld bij een dergelijk aapmodel uniform zijn. Dit is tevens het beeld met maxi-
male entropie. In de aanwezigheid van een beperking (meting) wordt het meest
waarschijnlijke beeld, het beeld met maximale entropie die aan die beperking
voldoet. Een frequentistische interpretatie hiervan is: bij de herhaalde uitvoe-
ringen van het gooiproces door de aap, zal het beeld met maximale entropie
het meest gegenereerd worden. Door de frequentie waarmee de verschillende
beelden optreden bij het herhaald gooiproces bij te houden, kan een waar-
schijnlijkheidsdistributie voor de beelden opgesteld worden. Deze benadering
vertoont verwantschap met het begrip typische sequenties en de concentratie
rond maximum-entropiedistributies [Jayne83a).

De volgende stap bestaat erin de aap een voorkeur voor bepaalde pixels aan
te leren. Voordat de aap begint met het werpen van de pixelintensiteiten wordt
aan elke pixel een modelwaarde m; toegekend worden. Gezamenlijk zullen
deze modelwaarden m; het model m voor het beeld vormen. Veronderstel
dat de intensiteitseenheden in de verschillende pixels aankomen volgens een
Poissonproces [Gull89]. De waarschijnlijkheid dat een beeld de pixelwaarden
{f;} heeft is dan

N
LS
bp(f | m Ixia) = H ] m{' e . (6.14)
i=17"

Hierbij zal Ixia de gebruikte informatie voor de afleiding van de enkelvoudige
entropie volgens Skilling en Gull voorstellen.
M.b.v. de benadering van Stirling wordt dit

bp(f | m Igis) = exp (p S(f,m)), (6.15)

( )
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waarbij

fi

m;'

N
S(f,m)=> (fi—mi— filn

i=1

(6.16)

en p is de regularisatieparameter. Opmerkelijk hierbij is dat de entropie-
uitdrukking (6.13) optreedt in de exponentiéle. Nu is een waarschijnlijkheids-
distributie (6.15) voor de beelden beschikbaar. Bepaalde beelden zijn nu waar-
schijnlijker dan andere beelden.

Merk op dat in (6.16) geen normalisatie van het beeld of het model vereist is.
Indien deze evenwel genormaliseerd zijn, herleidt (6.16) zich tot de Kullback-
Leibler afstand.

De methode waarbij de enkelvoudige entropie in combinatie met een mar-
ginalisatieprocedure voor het bepalen van de regularisatieparameter p gebruikt
wordt, staat bekend als de “Klassicke-MaxEnt”-methode. Deze naam werd
geintroduceerd door Skilling in [Skill89].

De ICF-methode

Een uitbreiding van de voorgaande methode is de ICF-methode (“Intrinsic
Correlation Function”-methode). De bedoeling van de ICF-methode is een
afhankelijkheid tussen pixelintensiteiten te introduceren. Bij de ICF-methode
worden twee opeenvolgende aap-gooiprocessen gebruikt. Bij het eerste aap-
gooiproces wordt uitgaande van een uniform premodel I een tussenmodel 1
gegenereerd. Dit tussenmodel wordt omgezet door een spatiale convolutie in
het model m. Het tweede aap-gooiproces genereerd uit dit model m het beeld
f. De bedoeling van deze methode is een model te creéren met een zekere
vlakheid die toch enige struktuur bevat.
Het volledige generatieproces van de beelden wordt dan

m — 1n, (6.17)
m =B, (6.18)
m — f, (6.19)

hierbij stelt matrix B de spatiale convolutie voor. Het aap-gooiproces wordt
weergegeven door ¢
ondergeschikt geacht aan de breedte van de kern. Het is voldoende dat de

‘—”. Het belang van de vorm van de convolutiekern wordt
convolutiekern een zekere vlakheid introduceert.
Deze procedure leidt tot de volgende formule voor de a priori waarschijn-

lijkheidsdistributie [Gull89]:

bp(f i | m Ircr) ~ exp (p1S(€, m) + poS(B, 1) ) . (6.20)
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Het aantal onbekenden is hier toegenomen. Naast de intensiteiten van de
pixels van het beeld f worden nu ook de intensiteiten van het tussenmodel m
gezocht.

In (6.20) treden twee regularisatieparameters op. Deze kunnen naar analo-
gie met de Klassiek-MaxEnt-methode, berekend worden met een marginalisa-
tieprocedure. De globale procedure, de combinatie van de ICF-methode en de
marginalisatieprocedure, wordt de “Nieuwe-MaxEnt-methode” genoemd.

Een uitbreiding van deze ideeén wordt voorgesteld in de pixonprocedure
[Pina93)]. Bij deze reconstructiemethode wordt een spatiale convolutie waarvan
de breedte athangt van de pixellocatie, gebruikt. Dit in tegenstelling tot de
ICF-methode waarbij de breedte van de convolutie constant is voor alle pixels.
Het voordeel van de pixon-methode is dat in gebieden met veel structuur de
convolutiekern klein gekozen kan worden. In gebieden met weinig structuur
(b.v. de gebieden van de reconstructie buiten de patiént) kan de convolutiekern
daarentegen groot zijn.

6.4 De regularisatieparameters

De meest gebruikte methode om de regularisatieparameter te bepalen bestaat
uit het ad hoc kiezen van een waarde. In deze paragraaf worden enkele me-
thoden onderzocht die toelaten de regularisatieparameter automatisch uit te
rekenen.

De elegantste oplossing voor het regularisatieparameter-probleem is het op-
stellen van een a priori waarschijnlijkheidsdistributie waarin deze parameter
niet meer optreedt [Silve93]. Deze methode wordt hier evenwel niet bestu-
deerd. Deze methode werd tot nog toe enkel toegepast voor reconstructies van
ééndimensionale objecten.

De regularisatieparameter weegt de invloed van de a priori waarschijnlijk-
heidsdistributie t.0.v. de a posteriori waarschijnlijkheidsdistributie. De invloed
van de regularisatieparameter p wordt duidelijk indien deze expliciet geschreven
wordt in de uitdrukking voor de functie Q(f,d):

Q(f,d) = p Prig(f) + Lik(f,d), (6.21)

waarbij Prig(f) de factor van Pri(f) is die onafhankelijk is van de regularisa-
tieparameter p.

Bij heel grote p zullen de metingen bijna geen invloed hebben op de uitein-
delijk reconstructie. Indien p heel klein is, zal daarentegen de a priori waar-
schijnlijkheidsdistributie een ondergeschikte rol spelen. In dit laatste geval zal
de a posteriori waarschijnlijkheidsdistributie zich herleiden tot de directe waar-
schijnlijkheid en wordt het Maximum-A-Posteriori-algoritme (MAP-algoritme)
een Maximum-Likelihood-algoritme (ML-algoritme).
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De twee onderzochte methoden zijn:

1. de momentenmethode: aan de hand van de momenten van de huidige schat-
ting van het beeld worden de regularisatieparameters berekend;

2. de marginalisatiemethode: door de a posteriori waarschijnlijkheidsdistribu-
tie voor de regularisatieparameter(s) te berekenen kan de optimale waarde
van de regularisatieparameter(s) bepaald worden.

6.4.1 De momentenmethode

De momentenmethode wordt voorgesteld in [Djafa91]. Veronderstel dat de pa-
rameters ¢ van een distributie bepaald worden aan de hand van een steekproef
{e1,...,en}. De steekproef wordt genomen volgens de distributie en geeft
duidelijk informatie over de parameters ¢ van de distributie. De momenten-
methode gebruikt de momenten van de steekproef om een schatting van de
parameters ¢ op te stellen. Een schatting voor de eerste twee centrale momen-
ten (g1, p2) is b.v. gegeven door:

1 N
p= e (6.22)
i=1
1 N
Po= 7 Z;(“«’j - m)* (6.23)
)=

Voor sommige distributies bestaat er een expliciete relatie tussen deze mo-
menten en de parameters van de distributie. Het eenvoudigste voorbeeld is de
Gaussdistributie:

e—p)?
bp(e | 1 o IDjq) o exp (—(2—Ulz)> . (6.24)

De centrale momenten (p1, #t2) vormen een schatting voor de parameters p en
o van de Gaussdistributie. Bemerk dat de Gaussdistributie behoort tot de
klassen van a priori waarschijnlijkheidsdistributies afgeleid in par. 6.3.2. Bij
beeldreconstructie zal de steekproef van de a priori waarschijnlijkheidsdistribu-
tie bestaan uit de waarden van de pixelintensiteiten van de huidige schatting
£(%) van het beeld.

In de notatie van par. 6.3.2 is de a priori waarschijnlijkheidsdistributie

bp(f | p1 p2 Ipja) ~ exp(—paf — prf?). (6.25)
Deze uitdrukking kan herschreven worden in de standaardvorm voor Gaussdi-
stributies:

2
bp(f | p1 p2 Ipja) ~ exp (—pl <f+ 5@—> ) . (6.26)

1
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Door deze vorm te vergelijken met (6.24) worden de parameters van de distri-
butie benaderd door
1
= m, (6.27)
1
p2 = —u—z-. (6.28)
De bovenstaande procedure kan herhaald worden voor de Gammadistributie:

pgl—m)

T T(-p)

De relatie tussen de regularisatieparameters en de eerste twee centrale momen-

bp( f | p1 P2 IDja) 7 exp(—p2 f). (6.29)

ten wordt dan

2
po= ——”2M”1, (6.30)
py = % (6.31)

Het zijn deze beide functies, de Gammadistributie en de Gaussdistributie,
die door Djafari gebruikt worden als a priori waarschijnlijkheidsdistributies.
De schatting van de parameters door de momentenmethode wordt dan immers
eenvoudig.

6.4.2 De marginalisatiemethode
Inleiding

Bij het reconstrueren van beelden met de maximum-entropiemethode corre-
spondeert elke beperking met een Lagrange-multiplicator. Lagrange-multi-
plicatoren kunnen enkel ingevoerd worden voor “harde” beperkingen. Maar
PET-metingen bevatten ruis en zijn dus ongeschikt als “harde” beperkingen.
Om deze redenen worden alle metingen in één beperking samengebracht.

Voor Gaussiaanse directe waarschijnlijkheidsdistributies wordt de beperking
[Gull78], [Skill85]

M )2

> (pi—d)” _ iy, (6.32)

i=1 i
met p; = Ef;l V;;fj, de pseudometing voor het i-de datapunt en o; is de
spreiding voor dat datapunt. De uitdrukking EiA;(Pi —d;)?/o? heeft immers
een x2-distributie waarvan de verwachtingswaarde (voor Gaussiaanse directe
waarschijnlijkheidsdistributies) M is. Uit vergelijking (6.32) volgt dat de ge-
middelde afwijking tussen de metingen en de pseudometingen gelijk is aan de
spreiding in de verschillende meetpunten. De regularisatieparameter p wordt
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in het algoritme zodanig gevarieerd (beginnend bij heel grote waarden) dat
uiteindelijk aan (6.32) voldaan wordt. Nadelen van deze methode zijn:

1. indien de metingen een Gaussdistributie hebben, dan heeft de som
M 2
pi — di)
> (T (6.33)
i=1 t

inderdaad een x2-distributie. D.w.z. dat indien het beeld gekend is, dan
bij verschillende herhalingen van de metingen de verwachtingswaarde voor
x? gelijk is aan M. Maar hier is het beeld niet vooraf gekend, en is er
slechts één stel metingen beschikbaar;

2. er bestaat weinig verschil tussen goede (met een kleine spreiding o;) en
slechte metingen (met een grote spreiding o;). Echt goede metingen zullen
zich moeilijk kunnen manifesteren;

3. bij medische reconstructieproblemen is er veel ruis op de metingen. Hier-
door zal de verwachtingswaarde van x? inderdaad M zijn. Maar de sprei-
ding voor x? wordt dan gelijk aan VM.

Om deze redenen wordt een nieuwe methode onderzocht om de regularisatie-
parameter te bepalen. Deze methode leidt tot de Klassieke-MaxEnt-methode.

De Klassieke-MaxEnt-methode

De methode uit deze paragraaf tracht een waarde voor de regularisatiepara-
meter te bepalen in een Bayesiaanse context. De beschreven methode maakt
gebruik van de marginalisatie voor het beeld en wordt daarom marginalisatie-
methode genoemd. De a priori waarschijnlijkheidsdistributie wordt gevormd
door een enkelvoudige entropie S(f, m), zie (6.16).

De eerste stap van de marginalisatiemethode bestaat erin de gezamenlijke
a posteriori waarschijnlijkheidsdistributie, bp(p £ | d m Igias), voor de regu-
larisatieparameter p en het beeld f te berekenen. Door de marginalisatie voor
het beeld f wordt de a posteriori waarschijnlijkheidsdistributie voor de regula-
risatieparameter, bp(p | d m Igias), opgesteld. Door deze uitdrukking te maxi-
maliseren voor de regularisatieparameter p wordt een “optimale” schatting p
berekend. Met deze schatting 5 kan de reconstructie van het beeld uitgevoerd
worden. Deze methode is verantwoord indien de a posteriori waarschijnlijk-
heidsdistributie voor de regularisatieparameter p een voldoende scherpe piek
vertoont. In beeldreconstructies kan de optimale waarde van p vrij goed ge-
definieerd zijn doordat de waarde van één enkele parameter bepaald wordt uit
een groot aantal metingen.
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Het grootste probleem bij het toepassen van de marginalisatiemethode is
de marginalisatie voor het beeld f. De volgende afleiding werd gepubliceerd in
[Gull8g].

Voor de a priori waarschijnlijkheidsdistributie van de parameter p wordt de
niet-informatieve a priori waarschijnlijkheidsdistributie

bp(p | Ikias )dp o d In(p) (6.34)

gebruikt.
Marginalisatie bij deze methode vereist het uitrekenen van de integraal

bp(p | d m Ikiqs) = /df bp(f p | d m Ikias)- (6.35)

Om deze integraal uit te voeren wordt de waarschijnlijkheidsdistributie
bp(f p | d m Ikjas) door een Gaussdistributie rond het optimale beeld f be-
naderd. Nadat de integratie uitgevoerd wordt, kan de waarde p waarvoor de
distributie bp(p | d m Ikjas) een maximum bereikt, berekend worden door
een afleiding naar p van bp(p | d m Iki.s). De vergelijking voor de optimale
regularisatieparameter ¢ wordt dan

N
-2 SE,m E (6.36)
met &; de eigenwaarden van

2 = —-VV(Lik), (6.37)

waarbij VV(Lik) staat voor de Hessiaan van Lik:

0% Lik

VV(Lik) = 6.38
(Lit) = 5 | (6.38)

Een grote eigenWaarde &; stelt hierbij een goede “meetrichting” voor (grote
kromming in de log-likelihood functie) en omgekeerd. Vergelijking (6.36) kan
geinterpreteerd door de volgende beschouwingen te maken:

1. het linkerlid stelt een maat voor van de structuur in het gereconstrueerde
beeld f. Dit geeft aan in welke mate de metingen erin geslaagd zijn het
beeld te doen afwijken van het model m,;

2. het rechterlid stelt het aantal goede metingen voor. Elke term van deze
som weegt de meting t.o.v. de regularisatieparameter p. Indien de regu-
larisatieparameter p veel kleiner is dan de eigenwaarde £;, vergroot deze
eigenwaarde £; het rechterlid met een eenheid. Indien daarentegen de ei-
genwaarde &; veel kleiner is dan de regularisatieparameter p is de bijdrage
van de eigenwaarde tot de som van het rechterlid bij benadering nul. Deze
eigenwaarde zal niet bijdragen tot de structuur in het beeld.
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De som van het aantal “goede” metingen geeft aan hoe ver de metingen het
gereconstrueerde beeld verwijderd hebben van het model m.

De Nieuwe-MaxEnt-methode

In de praktijk levert de Klassieke-MaxEnt-methode dikwijls “overaangepaste”
beelden op. Dit zijn beelden waarbij grote verschillen tussen naburige pixel-
intensiteiten systematisch optreden. Dit effect treedt ook op bij het ML-EM-
algoritme en werd daar ruisdegeneratie genoemd, zie hoofdstuk 4.

In de Klassieke-MaxEnt-methode corresponderen de overaangepaste beel-
den met te kleine waarden van de regularisatieparameter p. De kleine waarde
voor de regularisatieparameter p is het gevolg van de uniformiteit van het mo-
del m. Indien de reconstructie zich wil verwijderen van het model m moet
de waarde van p voldoende klein zijn. Anders kan niet voldoende structuur
in het gereconstrueerde beeld aangebracht worden. Maar de kleine p-waarde
heeft ook tot gevolg dat “slechte” metingen niet voldoende verworpen worden.

De Nieuwe-MaxEnt-methode tracht dit op te lossen door het model m dich-
ter te laten aanleunen bij de uiteindelijke reconstructie. De waarschijnlijkheids-
distributie van het tussenmodel m is gegeven door

- 1 . O
bp(i | pz Ticr) = - exp (pp SG@,)), (6.39)
T

met Zp een normalisatieconstante.

Hieruit wordt de uitdrukking voor de a posteriori waarschijnlijkheidsdistri-
butie [Gull89]:

In (bp(m pz | dmmh Ich)) =
constante + -Azi In(p;) — 1/2In(Det(p1 I+ E))
+p1S(E, m) + pp S(n,m) + Lik(f, m), (6.40)

met I de N x N eenheidsmatrix, f en m het beeld en het tussenmodel die de ge-
zamenlijke a posteriori waarschijnlijkheidsdistributie bp(p1 p2 f m|dm m I ICF)
maximaliseren. De matrix Z is gedefinieerd door

. 0% Lik(f,d

= :———-M. (6.41)

0f:i0f;

De waarden van de regularisatieparameters p; en p2 die (6.40) maximaliseren
worden gezocht. Om de vergelijking (6.40) te maximaliseren, moeten eerst een
aantal problemen opgelost worden. Wat is b.v de waarde van het tussenmodel
m en de optimale schatting van het beeld f7
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Het MaxEnt-algoritme voor projectiemetingen

Het maximaliseren van de a posteriori waarschijnlijkheidsdistributies van de
" regularisatieparameter(s) voor de Klassieke-MaxEnt-methode en de Nieuwe-
MaxEnt-methode is niet eenvoudig. Hier worden een aantal aanpassingen voor-
gesteld om de methode toepasbaar te maken voor PET-reconstructies. De oor-
spronkelijk methode is ontwikkeld voor een meetproces dat gebaseerd is op een
convolutie [Gull89]. Zelfs voor dit eenvoudig meetproces (convolutie) worden
reeds een indrukwekkend aantal vereenvoudigingen ingevoerd. Eerst wordt de
entropie-uitdrukking benaderd door zijn kwadratische uitdrukking:

N
S(f, m) ~ -Z%(f,- —m;)2. (6.42)
7=1

Bij de eigen implementatie zal de huidige schatting £(¥) van het beeld ge-
bruikt worden i.p.v. de optimale schatting f. Voor het tussenmodel zal een
gelijkaardige benadering gevolgd worden: de huidige schatting van het tussen-
model m*) wordt gebruikt voor de optimale schatting m. Het overblijvende
probleem bestaat uit het bepalen van de eigenwaarden van de matrix E en de
determinant Det(p1I+ Z) in (6.40).

Indien de directe waarschijnlijkheidsdistributie voor de metingen een Gauss-
distributie is met eenzelfde spreiding o voor de metingen, dan worden de ele-
menten van de matrix E:

{1]

M1
=D SVl (6.43)
=1

Voor projectiemetingen stelt ¥;; de invloed van de j-de pixel op het {-de da-
tapunt voor. Veronderstel dat de elementen W;; slechts de waarden 0 en 1
kunnen aannemen. Deze veronderstelling houdt in dat een pixel voor een be-
paalde projectiehoek slechts door één detector wordt waargenomen. Met deze
veronderstelling kunnen de elementen van de matrix E gelijk gesteld worden
aan:

B = o5 i#d (6.44)
6 . .
= ﬁ’ 1=, (6.45)

met 6 het aantal meethoeken. Bij de afleiding van (6.45) werd uitgegaan van
de volgende redenering. In (6.43) wordt de som genomen van alle meetpunten
waarvoor ¥;; en ¥;; gelijktijdig verschillen van nul. Dit stemt overeen met het
tellen van alle projectiestroken die pixel ¢ en pixel j bevatten. Door aan te ne-
men dat de elementen =;; gegeven worden door (6.45) wordt verondersteld dat
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het aantal projectiestroken die gelijktijdig door twee pixels gaan, gelijk is aan 1
indien de pixels verschillend zijn en gelijk is aan het aantal projectierichtingen
0 indien de pixels samenvallen. Hier wordt een bijzonder grote vereenvoudiging
doorgevoerd.

De eigenwaarden voor de marginalisatieprocedure worden dan (zie app. E):

7 = o 3@+ (N -1)) (6.46)
v = o7 %(0-1),i=2,...,N. (6.47)

Met deze eigenwaarden kan de regularisatieparameter uit de vergelijking (6.36)
bepaald worden. Voor het invullen van de vergelijking (6.40) wordt verwezen
naar app. E.

6.5 Experimenten

6.5.1 Inleiding
Het doel van de volgende experimenten is het onderzoek van

1. de meest geschikte methode voor de determinatie van de regularisatiepa-
rameter(s);

2. de invloed van het model op de reconstructie in de Klassieke-MaxEnt-
methode;

3. de prestatie van het oorspronkelijk algoritme van Skilling en Gull: het
Memsys 5-algoritme.

Er dient een onderscheid gemaakt te worden tussen (a) de eigen implemen-
tatie, de Klassieke-MaxEnt-algoritme en het Nieuwe-MaxEnt-algoritme, en (b)
het Memsys 5-algoritme, de oorspronkelijk implementatie van Skilling en Gull.
De eigen implementatie is gebaseerd op een uitbreiding van het toegevoegde-
gradiéntenalgoritme van Djafari. Dit algoritme is beschreven in par. 5.3.

In tabel 6.1 worden enkele entropie-uitdrukkingen en hun eerste en tweede
afgeleiden gegeven. Deze uitdrukkingen zijn vereist voor de implementatie
van het algoritme. Voor het bepalen van de regularisatieparameters met het
Klassieke-MaxEnt-algoritme en het Nieuwe-MaxEnt-algoritme worden maxi-
malisatie-algoritmen uit [Press89] gebruikt. Voor het Nieuwe-MaxEnt-algorit-
me is er de bijkomende moeilijkheid dat ook het tussenmodel m berekend moet
worden. Naast de N onbekende beeldintensiteiten f zijn er ook N onbekende
tussenmodel-intensiteiten m. Het aantal onbekenden neemt bij de overgang
van het Klassieke-MaxEnt-algoritme naar het Nieuwe-MaxEnt-algoritme dus
toe met een factor twee. De zoekrichtingen voor het Nieuwe-MaxEnt-algoritme
bestaan nu uit twee delen. Het eerste deel is afkomstig van de afleiding naar
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Figuur 6.1 De evolutie van distError in functie van het totaal aantal recursies met de
momentenmethode: (a) ¢ = 100 (b) ¢ =60 (c) 0 = 1.

de beeldintensiteiten, het tweede deel correspondeert met de afleiding naar de
tussenmodel-intensiteiten:

Q _ fi | OLik(f,d)

6_fi = P1 In —mi + ———afl (648)
9Q _ T ZB-(f (ZB-ﬁz)—l—1> (6.49)
EEY = P2 ﬁu P1 - ki | Jk j Dkjmk . .

De grootte van een stap € in een bepaalde richting wordt berekend naar analogie
met (5.10).
Bi) de studie van de invloed van het model m op de reconstructie van het

Klassieke-MaxEnt-algoritme wordt een aangepaste versie van het algoritme van
Green gebruikt (par. 5.2).

Dit algoritme is immers veel eenvoudiger dan het
gradiéntenalgoritme.

6.5.2 Het bepalen van de regularisatieparameter

Hier volgen enkele experimenten om de werking van de momentenmethode en
de marginalisatiemethode te bestuderen. Het gebruikte fantoom is geinspireerd
op het SL-fantoom, zoals afgebeeld in fig. 4.17.

Voor deze testen geldt dat de metingen voldoen aan een Gaussdistributie
met een enkele spreiding o voor alle metingen. In fig. 6.1 wordt de evolutie van
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Figuur 6.2 De evolutie van distError in functie van het aantal recursies voor het Klas-
sieke-MaxEnt-algoritme: (a) ¢ = 100 (b) 0 =60 (c) 0 = 1.

het dist Error-foutcriterium gegeven in functie van het recursienummer voor
het momentenalgoritme. De verschillende curven corresponderen met verschil-
lende waarden voor de spreiding o. De a priori waarschijnlijkheidsdistributie
bestaat uit de functies:

N
Gf) = D f
j=1

N
HEf) = ) Infj (6.50)
=1

Uit fig. 6.1 is het duidelijk dat het momentenalgoritme reeds faalt bij de aan-
wezigheid van slechts een beperkte hoeveelheid ruis (¢ > 1). Het verschillend
aantal uitgevoerde iteraties is te verklaren doordat het algoritme stopt nadat
een aantal opeenvolgende verkeerde stappen genomen worden (zie bespreking
in par. 5.3).

In fig. 6.2 wordt de evolutie van het distError-foutcriterium getoond voor
het Klassieke-MaxEnt-algoritme. Bij deze methode blijft de invloed van de ruis
beperkt. Zelfs bij een grote hoeveelheid ruis (¢ = 100) wordt de reconstructie
nog behoorlijk uitgevoerd.

In de volgende figuren (fig. 6.3, fig. 6.4) wordt telkens voor een bepaald ruis-
niveau de invloed nagegaan van het variéren van de breedte van de convolutie
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Figuur 6.3 De evolutie van distError in functie van het aantal recursies voor de

Nieuwe-MaxEnt-methode voor ¢ = 1: (a) b = 1 (b) b = 4 (¢) b = 8 De verschillende
curven overlappen elkaar hierbij volledig.

bij het Nieuwe-MaxEnt-algoritme. In fig. 6.3 is de evolutie van het distError-
foutcriterium weergegeven voor ¢ = 1. Voor dit lage ruisniveau is het verschil
tussen de benaderingen miniem. Blijkbaar levert het invoeren van een tussen-
model onvoldoende bijkomende informatie op. De Nieuwe-MaxEnt-methode
onderdrukt de invloed van de breedte van de convolutiekern. De reconstructies
met de drie methoden zijn allemaal uitstekend.

In fig. 6.4 wordt dezelfde evolutie weergegeven voor o = 60. Hier is er wel
een invloed van de breedte van de convolutiekern te merken. De beste waarde
voor het distError-foutcriterium treedt op bij b = 1. Een convolutiebreedte
van b = 8 is iets minder optimaal en een breedte van b = 4 levert het slechtste
resultaat op. Dit effect wordt verklaard bij de bespreking van de reconstructies.

In fig. 6.5 wordt de evolutie van het dist Error-foutcriterium gegeven voor
verschillende regularisatiemethoden. Uit fig. 6.5 blijkt duidelijk dat de beste
kwaliteit voor de reconstructie optreedt met het Klassieke-MaxEnt-algoritme.
Het momentenalgoritme levert de slechtste resultaten op. Bij dit momenten-
algoritme worden de iteraties van het toegevoegde-gradiéntenalgoritme bijzon-
der snel onderbroken. Alle reconstructiemethoden zouden 100 recursies moeten
doorlopen.

In fig. 6.6 zijn enkele reconstructies van de verschillende algoritmen weerge-
geven. De reconstructie met het Klassieke-MaxEnt-algoritme levert een bevre-
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Figuur 6.4 De evolutie van distError in functie van het aantal recursies voor de

Nieuwe-MaxEnt-methode voor ¢ =30: (a) b=1 (b) b=4 (c) b = 8.
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Figuur 6.5 De evolutie van distError in functie van het aantal recursies voor

o = 60: (a) de Klassieke-MaxEnt-methode (b) de momentenmethode van Djafari (c) de
Nieuwe-MaxEnt-Methode met b = 1 (d) de Nieuwe-MaxEnt-Methode met b = 4.
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Figuur 6.6 Reconstructies voor verschillende reconstructie methoden met o = 60: (a) de
Klassieke-MaxEnt-methode; (b) de momentenmethode; (c) de Nieuwe-MaxEnt-methodemet
de Gausskern gelijk aan 1 pixel; (d) de Nieuwe-MaxEnt-methode met de Gausskern gelijk
aan 4 pixels; (e) de Nieuwe-MaxEnt-methode met de Gausskern gelijk aan 8 pixels;(f) de
entropiepriors volgens Djafari, maar met manueel gekozen regularisatieparameters.
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digend resultaat op. Het momentenalgoritme daarentegen reconstrueert een
beeld met veel te weinig structuur. De evolutie in functie van de breedte
van de convolutiekern van de reconstructies met het Nieuwe-MaxEnt-algoritme
verloopt zoals theoretisch voorspeld. Eerst zal bij toenemende grootte van de
convolutiekern de vlakheid van de reconstructie toenemen. Vergelijk hiervoor
de reconstructies behorend bij b =1 en b = 4. Maar indien de convolutie heel
groot wordt (b = 8), zal de reconstructie van het Nieuwe-MaxEnt-algoritme
deze van het Klassieke-MaxEnt-algoritme benaderen. Bij een heel grote con-
volutiekern wordt immers elke struktuur van het tussenmodel vernietigd door
de convolutie. Het model m zal dan bestaan uit een uniform beeld en het
Nieuwe-MaxEnt-algoritme benadert het Klassiek-MaxEnt-algoritme. De laat-
ste reconstructie uit fig. 6.6 correspondeert met een entropieprior volgens Dja-
fari waarvan de regularisatieparameters manueel ingesteld werden. Het blijkt
dat een zinvolle reconstructie verkregen wordt door de regularisatieparameters
klein te veronderstellen. In dit geval wordt bijna een maximum-likelihood-
reconstructie uitgevoerd.

6.5.3 De invloed van het model in het Klassieke-MaxEnt-
algoritme

Bij deze studie zal het algoritme van Green gebruikt worden (par. 5.2). De
experimenten worden uitgevoerd op het DDC-fantoom gedigitaliseerd op een
128128 rooster. De ruis op de metingen volgt een Poissondistributie.

Een bijkomende vereenvoudiging voor de marginalisatieprocedure is vereist
voor het uitvoeren van deze experimenten. Deze vereenvoudig moet toelaten
reconstructies uit te voeren voor metingen met Poissonruis. Bij de oorspronke-
lijke marginalisatieprocedure wordt verondersteld dat alle metingen een Gauss-
distributie volgen met eenzelfde spreiding 0. De bepreking van deze methode
is te vinden in par. 6.4.2. De benadering die hier ingevoerd wordt, bestaat uit
twee delen. Eerst wordt in elk meetpunt (met waarde d;) de Poissondistribu-
tie benaderd door een Gaussdistributie met spreiding v/d;. Nadien wordt de
globale spreiding berekend door het gemiddelde te nemen van de individuele
spreidingen:

1 M
a:M—Z\/d_;. (6.51)

In fig. 6.7 wordt de invloed van het varieren van het model m uitgezet. De
verschillende modellen zijn: een uniform beeld, een ellipsvormig model van het
hoofd, een convolutie van het referentiebeeld en het referentiebeeld zelf. Het is
duidelijk dat naarmate de overeenkomst tussen het model en het referentiebeeld
groter wordt het Klassieke-MaxEnt-algoritme erin slaagt de reconstructie te
verbeteren. Indien het model gelijk is aan het referentiebeeld realiseert het
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Figuur 6.7 De evolutie van het scDist-foutcriteriumin functie van het iteratienummer bij

de Klassieke-MaxEnt-algoritme voor de verschillende modellen : (a) ML-EM-reconstructie,
" (b) uniform model, (c) ellipsvormig model van hoofd, (d) convolutie van referentiebeeld, ()

referentiebeeld. Het DDC-fantoom heeft gemiddelde intensiteit 200 in de projecties.

Klassieke-MaxEnt-algoritme een nagenoeg perfecte reconstructie. Blijkbaar
kan het Klassieke-MaxEnt-algoritme een goed model onderscheiden van een
minder goed model.

In fig. 6.8 wordt de invloed van het intensiteitsniveau op de kwaliteit van de
reconstructie nagegaan. Indien het referentiebeeld als model gebruikt wordt,
blijkt dat bij een toenemend intensiteitsniveau minder belang gehecht wordt
aan het model. Indien de convolutie van het referentiebeeld als model dient,
verhindert dit model niet dat de scDist-waarde verbetert bij een vermindering
van het ruisniveau. Het Klassieke-MaxEnt-algoritme houdt bijgevolg rekening
met het intensiteitsniveau (of equivalent het ruisniveau) van de metingen.

In fig. 6.9 worden enkele reconstructies (na 50 iteraties) samen met het ge-
bruikte model getoond. Merk op dat de verbetering van de reconstructie met
de convolutie van het referentiebeeld als model niet duidelijk is. De verbetering
van de reconstructie bij het gebruik van het referentiebeeld als model is daaren-
tegen wel frappant. Dit laat vermoeden dat de kwaliteit van de reconstructies
enkel verbetert indien het model dicht genoeg bij het te reconstrueren beeld
gebracht wordt.

In de praktijk is het bijna onmogelijk om het model reeds sterk te laten
corresponderen met de gewenste reconstructie. De meest evidente keuze voor
het model bestaat uit de spatiale convolutie van een FB-reconstructie. Strikt
genomen is dit een anti-Bayesiaanse oplossing. De metingen worden hier twee-
maal gebruikt: éénmaal om de a priori distributie op te stellen via het model en
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Figuur 6.8 De evolutie van het scDist-foutcriteriumin functie van het iteratienummer bij
het Klassieke-MaxEnt-algoritme voor de verschillende modellen en gemiddelde intensiteiten
in de projecties: (a) convolutie van referentiebeeld bij intensiteit 200, (b) referentiebeeld bij
intensiteit 200, (c) convolutie van referentiebeeld bij intensiteit 400, (d) referentiebeeld bij
intensiteit 400.

éénmaal in de directe waarschijnlijkheidsdistributie. Deze methode is verwant
met de methode van [Levit87], waarbij de geconvolueerde FB-reconstructie ge-
bruikt wordt in een Gaussiaanse a priori waarschijnlijkheidsdistributie.

In fig. 6.10 worden de reconstructies getoond van een echt scannerbeeld
waarbij het model bestaat uit een spatiale convolutie van een FB-reconstructie.
Ter vergelijking wordt ook de ML-EM-reconstructie weergegeven. Het opgeme-
ten object is een uniforme cilinder. Er valt geen kwaliteitswinst te bespeuren
met het Klassieke-MaxEnt-algoritme.

6.5.4 Het Memsys 5-algoritme

Het Memsys 5-algoritme is een algoritme dat ontwikkeld werd door de groep
rond Skilling en Gull (Cambridge, V.K.). Deze groep heeft al ongeveer 15 jaar
ervaring met reconstructies van beelden met het maximum-entropieprincipe
(zie par. 6.4.2). Recentelijk werd het Memsys 5-programma in een Bayesiaans
Jasje gestoken. Skilling en Gull zijn al vele jaren toonaangevend voor de ontwik-
kelingen in beeldreconstructiemethoden met entropiepriors. Hun programma,
Mensys 5, is de referentie waaraan nieuwe ontwikkelingen getoetst worden. Het
Memsys 5-programma wordt op vele onderzoeksgebieden toegepast: astronomie
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Figuur 6.9 Modellen en reconstructies voor het Klassiecke-MaxEnt-algoritme (met het
algoritme van Green). De verschillende modellen zijn: (a) een convolutie van een circulaire
ellips; (b) een convolutie van het referentiebeeld; (c) het referentiebeeld. De verschillende
reconstructies corresponderen met erboven afgebeelde modellen: reconstructie (d) met model
(a); reconstructie (€) met model (b) en reconstructie (f) met model (c). Het aantal iteraties
voor de reconstructies is 50.

(a) (b) (c)

Figuur 6.10 Reconstructies na 100 iteraties van een uniforme cilinder met (a) model, (b)
het ML-EM-algoritme en (c) het Klassieke-MaxEnt-algoritme (Green-algoritme versie) met
een convolutie van de FB-reconstructie als model.
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[Bonte93], spectroscopie, compartimenten-modellen, enz.

In medische beeldreconstructietechnieken is dit programma evenwel minder
bekend. Dat het Memsys 5-programma een commercieel product is en bijgevolg
nogal duur is, zal hier niet vreemd aan zijn. In deze paragraaf wordt het
resultaat gepresenteerd van een nauwe samenwerking met de Cambridge-groep.
Gedurende deze samenwerking werd het programma door mij aangepast voor
reconstructie van tomografische beelden.

Hier worden de reconstructies van het Klassieke-MaxEnt-algoritme
(Memsys 5-implementatie) vergeleken met reconstructies van het standaard-
ML-EM-algoritme. Bovendien wordt ook de prestatie van het MOVIES-hulp-
middel onderzocht [Skill91]. Het MOVIES-hulpmiddel laat toe om verschillende
beelden te reconstrueren. Deze beelden worden gekozen door de studie van de a
posteriori waarschijnlijkheidsdistributies. Een tweede “Bayesiaanse” hulpmid-
del is de mogelijkheid om de activiteit met foutvlaggen in een bepaald gebied te
berekenen. Bij het opstellen van de foutvlaggen wordt eveneens de a posteriori
waarschijnlijkheidsdistributie gebruikt. Deze mogelijkheid wordt hier evenwel
niet nader bestudeerd. Een studie van de prestatie van het Memsys 5-algoritme
voor verschillende foutcriteria is gepubliceerd in [Desme93e]. Opmerkelijk is
dat de Nieuwe-MaxEnt-methode nooit gecommercialiseerd werd door Skilling
en Gull.

Vermits het Memsys 5-programma een commercieel product is, zijn de pu-
blicaties over de implementatiedetails schaars. De laatste publicatie waarin
de werking van het algoritme toegelicht wordt, dateert van 1985 [Skill85].
Volgens dat artikel is het Memsys 5-algoritme gebaseerd op een toegevoegde-
gradiéntenmethode. De toegevoegde-gradiéntenmethode wordt evenwel direct
in een meerdimensionale ruimte uitgevoerd. Een ander belangrijk detail is de
bepaling van de regularisatieparameter. In par. 6.4.2 wordt de regularisatie-
parameter bepaald door een vergelijking te maximaliseren. Deze vergelijking
maakt gebruik van tal van vereenvoudigingen. Zo wordt de optimale schat-
ting van het beeld vervangen door de voorlopige schatting. In het Memsys 5-
programma wordt een meer voorzichtige houding aangenomen. De regularisa-
tieparameter wordt eerst heel groot gekozen. Hierdoor zal een afwijking van
het a priori optimale beeld klein gehouden worden. Door geleidelijk de regu-
larisatieparameter te verkleinen zal op een bepaald ogenblik voldaan worden
aan de vergelijking (6.36). Deze conservatieve houding heeft tot gevolg dat het
aantal projecties/terugprojecties die nodig zijn bij een Memsys 5-reconstructie
groot is in vergelijjking met het ML-EM-algoritme.

In fig. 6.11 wordt de evolutie van het scDist-foutcriterium vergeleken voor
het DDC-fantoom met gemiddelde intensiteiten 200 en 400 in de projecties voor
het ML-EM- en het Memsys 5-algoritme. Merk op dat ongeveer hetzelfde mi-
nimum voor het scDist-criterium bereikt wordt. Het Memsys 5-programma
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Figuur 6.11 De evolutie van het scDist-foutcriterium in functie van het iteratienummer
voor: (a) ML-EM-reconstructie met intensiteit 200, (b) ML-EM-reconstructie met intensiteit
400, (c) Memsys 5-reconstructie met intensiteit 200, (d) Memsys 5-reconstructie met intensi-
teit 400. De iteraties voor het ML-EM-algoritme en het Memsys 5-algoritme zijn wel niet
vergelijkbaar in rekentijd (zie tekst).

vertoont evenals het ML-EM-algoritme een stijging van het scDist-criterium.
Het gebruik van de entropieprior slaagt er blijkbaar niet in om de ruisdegene-
ratie te vermijden. Wel slaagt het algoritme erin de toename van de scDist-
waarden een halt toe te roepen in latere iteraties (niet zichtbaar op de figuur).
Bemerk evenwel dat de benodigde CPU-tijd voor een iteratie van het Memsys 5-
programmasterk verschilt van de CPU-tijd die nodig is voor één iteratie van het
ML-EM-iteratie. Eén iteratie in het Memsys 5-programma stemt overeen met
één waarde van de regularisatieparameter. Tijdens één enkele iteraties wordt
de schatting van het beeld aangepast totdat een bepaald stopcriterium (dat zelf
athangt van de waarde van regularisatieparameter) bereikt wordt [Skill85]. Het
aantal projecties/terugprojecties voor één iteratie ligt hierdoor niet vast, maar
is steeds veel groter dan het aantal projecties/terugprojecties voor één iteratie
van het ML-EM-algoritme. Het aantal projecties/terugprojecties bij iteratie-
nummer 10 is bij het ML-EM-algoritme 20 en bij het Memsys 5-algoritme 160.

In fig. 6.12 worden reconstructies van het Memsys 5-programma vergele-
ken met een reconstructie met het ML-EM-algoritme. Het is duidelijk dat
de Memsys 5-reconstructies een grotere grilligheid vertonen dan de ML-EM-
reconstructies. De grilligheid van de reconstructie neemt sterk toe bij een
dalend intensiteitsniveau van de projecties. Gull suggereert het invoeren van
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(a) (b)

(c) (d)

Figuur 6.12 Een vergelijking van de reconstructie van het ML-EM-algoritme en
het Memsys 5-algoritme: (a) ML-EM-reconstructie na 100 iteraties voor DDC-fantoom
met intensiteit 200, (b) Memsys 5-reconstructie DDC-fantoom met intensiteit 200, (c)
ML-EM-reconstructie na 100 iteraties voor DDC-fantoom met intensiteit 100, (d) Memsys 5-re-
constructie DDC-fantoom met intensiteit 100.

een convolutie op de schattingen van het beeld om de reconstructiekwaliteit te
verbeteren. Deze methode is dan vergelijkbaar met de zeefmethode [Snyde85].
Het gebruik van een convolutie van de beelden wordt binnen het kader van
dit werk evenwel niet onderzocht. De voornaamste reden hiervoor is dat een
convolutie de maximale frequentiecomponent voor het hele beeld verkleint.

In fig. 6.13 worden enkele reconstructies gegeven met het MOVIES-hulp-
middel. De verschillende beelden zijn steekproeven van de a posteriori waar-
schijnlijkheidsdistributie. Deze beelden zijn nog grilliger dan de gewone recon-
structies van het Memsys 5-algoritme. Door het gemiddelde van 10 beelden van
het MOVIE-hulpmiddel te nemen, wordt het beeld (c) van fig. 6.13 verkregen.
Bij deze reconstructie is een uitmiddeling merkbaar, maar de reconstructie is
nog steeds niet uitzonderlijk goed.

6.5.5 Bespreking

Van de eigen implementaties met entropiepriors en automatische berekening
van de regularisatieparameter(s) blijkt de Klassicke-MaxEnt-algoritme de beste
reconstructies op te leveren. De entropieprior volgens Djafari met de momen-
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(a) (b) (c)

Figuur 6.13  Schattingen voor het beeld met het MOVIES-hulpmiddel: (a) en (b) twee
afzonderlijke beelden (c) het gemiddelde van 10 beelden van het MOVIES-hulpmiddel voor
DDC-fantoom met intensiteit 200.

tenmethode lijkt ongeschikt voor de reconstructie van PET-beelden. Het recon-
structies verkregen met het Nieuwe-MaxEnt-algoritme zijn in overeenstemming
met de theoretische voorspellingen. De verbetering van de beeldkwaliteit met
het Nieuwe-MaxEnt-algoritme is evenwel niet groot genoeg om de toename in
complexiteit van het algoritme te verantwoorden.

Het Klassieke-MaxEnt-algoritme gedraagt zich zoals voorspeld door de the-
orie. Het algoritme brengt het ruisniveau en het kwaliteit van het model in
rekening. De hoeveelheid informatie die het model moet aanbrengen is evenwel
zo belangrijk dat bij praktische toepassen de verbetering t.o.v. een ML-EM-
reconstructie verwaarloosbaar is. De invloed van de verschillende vereenvoudi-
gingen op de kwaliteit van de reconstructie kan het onderwerp uitmaken van
verder onderzoek.

De kwaliteit van de reconstructies van het Memsys 5-programmais niet be-
ter dan de kwaliteit van de reconstructies van het ML-EM-algoritme. Bij het
Memsys 5-algoritme treedt er evenwel een stabilisatie van de afwijking tussen
het gereconstrueerde beeld en het referentiebeeld op. De benodigde reken-
tijd voor het Memsys 5-algoritme is beduidend hoger dan voor het ML-EM-
algoritme. Dit maakt de toepassing ervan voor de medische praktijk minder
evident. Het MOVIES-hulpmiddel tracht een Bayesiaanse benadering van de
beeldreconstructie uit te voeren. Het nemen van steekproeven van de a poste-
riori waarschijnlijkheidsdistributie resulteert in bijzonder grillig beelden. Het
gebruik van het MOVIES-hulpmiddel voor de visuele interpretatie wordt hier-
door bemoeilijkt.
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6.6 Besluit

In dit hoofdstuk zijn een aantal entropiepriors en regularisatieprocedures getest.
De twee typen a priori waarschijnlijkheidsdistributies hebben een corresponde-
rende methode om de regularisatieparameter(s) te bepalen. Het blijkt dat het
momentenalgoritme niet toepasbaar is bij reconstructies waarbij het ruisni-
veau zo hoog is als bi) PET-metingen. Van het Klassieke-MaxEnt-algoritme en
het Nieuwe-MaxEnt-algoritme lijkt het Klassieke-MaxEnt-algoritme de beste
reconstructies op te leveren. Bij verschillende modellen slaagt het Klassieke-
MaxEnt-algoritme erin goede modellen te onderkennen. Vooraleer het model
een duidelijk invloed heeft op de reconstructie, moet de afstand tussen model m
en werkelijk beeld voldoende klein zijn. Hierdoor wordt de bruikbaarheid van
de methode beperkt. Bij het Klassiek-MaxEnt-algoritme, zelf met een convo-
lutie van een FB-reconstructie als model, zijn de resultaten niet duidelijk beter
dan de resultaten van het ML-EM-algoritme. Het Nieuwe-MaxEnt-algoritme
gedraagt zich zoals theoretisch voorspeld. Bij een toenemende breedte van de
convolutie zal de vlakheid van de reconstructies in eerste instantie toenemen.
Wordt de convolutie te breed, dan zal de invloed van de convolutie op de recon-
structie verdwijnen. De reconstructies benaderen bij grote convolutiebreedten
de reconstructies van het Klassiek-MaxEnt-algoritme. Deze reconstructies zijn
niet noodzakelijk beter dan de ML-EM-reconstructies.

Tenslotte werd het Memsys 5-algoritme geévalueerd. Ook hier lijkt het ML-
EM-algoritme evenwaardige (of zelfs betere) reconstructies op te leveren dan
de Klassiek-MaxEnt-methode.




Hoofdstuk 7

Besluit

In dit werk worden een aantal aspecten van Bayesiaanse beeldreconstructieme-
thoden bij PET behandeld. Het domein van de verschillende onderzoeksgebie-
den is hierbij ruim: van de theoretische studie van het Bayesiaanse waarschijn-
lijkheidsrekenen tot de praktische implementatie van algoritmen.

Een belangrijke doelstelling van deze thesis is de studie van de snelheid en
de kwaliteit van de Bayesiaanse reconstructiemethoden. Hierdoor wordt een
bijdrage geleverd tot de praktische bruikbaarheid van de Bayesiaanse recon-
structiemethoden.

In hoofdstuk 2 wordt een elementaire inleiding tot PET gegeven. Dit wordt
gevolgd door een hoofdstuk met een uitgebreide uiteenzetting van de technieken
van het Bayesiaanse waarschijnlijkheidsrekenen.

Het werk i.v.m. beeldreconstructiemethoden begint in hoofdstuk 4 met en-
kele verbeteringen voor het “Maximum Likelihood-Expectation Maximization”-
algoritme (ML-EM-algoritme). Dit is het populairste statistische reconstructie-
algoritme in PET. De voornaamste nadelen van dit algoritme zijn: zijn lange
reconstructietijd en de ruisdegeneratie. Verschillende oplossingen om de recon-
structietijd te verminderen, worden in hoofdstuk 4 onderzocht:

1. parallelle implementatie: de verkregen versnellingen zijn nagenoeg gelijk
aan het aantal processoren;

2. multirooster-reconstructie: de versnelling is miniem indien de optimale ite-
ratie beschouwd wordt;

3. reconstructies met partiéle data: slechts een klein kwaliteitsverlies treedt
op door de reconstructie tijdens de meting te starten.

De ruisdegeneratie kan vermeden worden door een stopcriterium. Het voor-
gestelde stopcriterium is een Bayesiaanse modeltoetsing en geeft een eenvoudig
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alternatief voor een vroegere test (gebaseerd op klassieke statistische metho-
den). De kwaliteit van de reconstructie wordt tevens verbeterd door de attenu-
atiefactoren m.b.v. het ML-EM-algoritme uit te rekenen.

In hoofdstuk 5 worden verscheidene algoritmen uitgetest voor de maxima-
lisatie van het “Maximum Likelihood”-criterium. Het blijkt dat het ML-EM-
algoritme sneller convergeert dan het gradiénten-, het toegevoegde-gradiénten-
algoritme (zoals voorgesteld door Djafari) en het gesimuleerd-uitgloeien. Bij de
uitgevoerde experimenten bereikt de MART sneller een optimum. Daar staat
tegenover dat de MART gevoeliger lijkt voor ruis.

In het laatste hoofdstuk worden verschillende a priori waarschijnlijkheids-
distributies bestudeerd. Deze zijn steeds gebaseerd op een “entropie”-formule.
Onderzoek wordt ook verricht naar de prestatie van technieken om de re-
gularisatieparameter(s) automatisch te bepalen. Experimenten duiden aan
dat de momentenmethode (algoritme van Djafari) niet geschikt is voor PET-
reconstructies. De marginalisatiemethoden leverden ook geen betere recon-
structies op dan het ML-EM-algoritme. Wel werd een stabilisatie van de kwa-
liteit geobserveerd.

Nog een aantal verwezenlijkingen zijn geplaatst in de appendices: de com-
puterfantoomgenerator, BayesCalc (een pakket om automatisch Bayesiaanse
berekeningen uit te voeren) en de theoretische behandeling van de attenuatie-
factoren.

De voornaamste originele bijdragen van dit werk zijn: het BayesCalc-
pakket, de diverse aanpassingen van het ML-EM-algoritme, de theoretische
studie van de attenuatiefactoren, de studie van maximalisatie-algoritmen en
de studie van a priori waarschijnlijkheidsdistributie gebaseerd op entropie-
uitdrukkingen met de bijhorende berekeningsmethoden voor de regularisatie-
parameters.

Dit werk kan nog op diverse manieren uitgebreid worden. Zo wordt er
momenteel onderzoek verricht naar het gesimuleerd-uitgloeien en het pixon-
algoritme. Het onderzoek van het gesimuleerd-uitgloeien legt zich toe op de
vorm van de a priori waarschijnlijkheidsdistributie en de optimalisatie van het
iteratieschema. Bij het pixon-algoritme wordt een convolutie van de schattin-
gen toegepast, waarbij de breedte van de convolutie evenwel niet noodzakelijk
uniform is voor het hele beeld.

Bij de experimenten uit deze thesis werd zelden reéle scannerdata gebruikt.
De beschikbare scannerdata in Gent is afkomstig van erg verouderde scanners
(ECAT IV en ECAT II). Beide scanners zijn immers reeds meer dan 10 jaar
oud en worden daarom soms “bronze age”’-scanners genoemd. De relevantie
van de resultaten van experimenten met deze scannermetingen kan dan ook
in vraag gesteld worden. Deze situatie is evenwel tijdelijk, in 1995 wordt een
nieuwe PET-scanner geinstalleerd in Gent. Deze nieuwe scanner zal aanleiding



geven tot veel nieuwe onderzoeksonderwerpen.
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Appendix A

De

computerfantoomgenerator

A.1 Inleiding

Het doel van een reconstructie-algoritme in PET is het berekenen van een
tracerverdeling uit een aantal projectiemetingen. Om de prestatie van een
reconstructie-algoritme te controleren moet een vergelijking tussen de recon-
structie en de werkelijke tracerverdeling uitgevoerd worden. Bij medische toe-
passingen kan deze laatste controlestap slechts uiterst zelden geschieden. De
tracerverdeling in een patiént is immers onbekend en enkel invasieve technie-
ken laten enige verificatie toe. Daarom zijn voor medische scanners (PET,
SPECT, NMR) een beperkt aantal fantomen op de markt gebracht. Deze fan-
tomen kunnen m.b.v. de scanner opgemeten worden. De resultaten van de
reconstructie-algoritmen kunnen dan vergeleken worden met de specificaties
van het fantoom. Maar het uitvoeren van metingen met een dergelijk fantoom
vereist veel werkuren en (financiéle) middelen. Bovendien zal er nog steeds
een onzekerheid over de exacte tracerverdeling in het fantoom bestaan. Kleine
positioneringsfouten kunnen b.v. reeds complicaties opleveren.

Dergeli jke problemen worden omzeild door het gebruik van computerfanto-
men. De configuratie van het fantoom wordt nu gespecifieerd door de gebrui-
ker. Elke ambiguiteit hieromtrent verdwijnt. Doordat ook de meetprocedure
gemodelleerd wordt in een transfermatrix, vergroot de controle van de gebrui-
ker op het reconstructieproces. Alle effecten t.g.v. een onvolledige kennis van
de transfermatrix worden vermeden. De computerfantoomgenerator laat bij-
gevolg toe om uitsluitend het reconstructie-algoritme te testen. Bovendien
kan de computerfantoomgenerator gebruikt worden voor de verfijning van de
transfermatrix-beschrijving. De invloed van verschillende onnauwkeurigheden
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Figuur A.1 Het DDC-fantoom.

bij de implementatie van de transfermatrix op de reconstructie-algoritmen kan
onderzocht worden.
De voornaamste doelstellingen van de computerfantoomgenerator zijn dus:

1. het eenvoudig produceren van metingen waarbij de evaluatie van de recon-
structie mogelijk is;

2. de onnauwkeurigheden in de beschrijving van de transfermatrix opvangen;

3. de beschrijving van de transfermatrix verfijnen.

A.2 Het algemeen programmeerschema

De computerfantoomgenerator bestaat uit een aantal afzonderlijke bouwstenen.
Elke bouwsteen voert een specifieke taak uit en kan afzonderlijk of in combinatie
met andere bouwstenen aangewend worden. De kracht van de implementatie
bestaat erin de bouwstenen op verschillende manieren te combineren.

De eerste bouwsteen laat toe om de fantoomconfiguratie te specifieren. De
computerfantomen in de literatuur zijn meestal samengesteld uit een aantal
geometrische objecten (dikwijls ellipsen). Bij de voorgestelde implementatie
worden fantomen opgebouwd door het superponeren van een aantal eenvoudige
geometrische vormen (ellipsen, lijnen, ...). Een voorbeeld van een dergelijk
fantoom is het DDC-fantoom uit fig. A.1.

De tweede bouwsteen kan verschillende operaties (convolutie, rotatie, ...)
uitvoeren op het fantoom. Bij deze operaties blijven de dimensies van het
fantoom behouden.

De derde bouwsteen voert de geometrische projectie uit. Hier worden de
detectorposities van de scanner in rekening gebracht.
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De configuratie- en de operatie-bouwsteen zijn geincorporeerd in een enkel
programma: phg. Dit programma kan de configuratie van een fantoom evenals
de opeenvolging van de operaties (convoluties, ...) bewaren in een ASCII-
bestand. Aldus wordt hergebruik en aanpassing van voorgaande specificaties
eenvoudig. De standaard uitvoer van phg is een binair bestand. Dit bestand
bevat de opeenvolging van pixelintensiteiten.

Het programma scansim combineert de verschillende bouwstenen om de
volledige scansequentie van PET te simuleren. Het resultaat van scansim zijn
de drie sinogrammen : de blanko-scan, de transmissie-scan en de emissie-scan.

A.3 Specifieke eigenschappen

Bij het specifiéren van de configuratie van een fantoom worden de afmetingen
opgegeven in mm. Dit laat toe om eenzelfde fantoom eenvoudig te digitalise-
ren op verschillende pixelroosters. De volgende geometrische objecten kunnen
gebruikt worden voor het opbouwen van een fantoom:

1. cirkel;

2. rechthoek;

3. lijn;

4. meerdere evenwijdige lijnen;
5. driehoek;

6. ellips.

De algemene configuratie bevat informatie over de pixelgrootte, het aantal rijen
en kolommen van het beeld en de achtergrondintensiteit. De verschillende in-
tensiteiten van objecten worden gesuperponeerd. Indien twee objecten over-
lappen zal in het overlappingsgebied de intensiteit van de pixel gelijk zijn aan
de som van de intensiteiten van de verschillende objecten. Een uitzondering
hierop wordt gevormd door objecten met intensiteit nul. Door het plaatsen van
een dergelijk object worden de pixelintensiteiten voor het geselecteerde gebied
op nul gezet. Hierdoor kunnen gebieden met lage intensiteit ingebed worden
in grotere structuren met hoge intensiteit. Een groot aantal verschillende in-
tensiteitscombinaties kan met deze procedure opgesteld worden. Als voorbeeld
wordt het ASCII-bestand van het DDC-fantoom weergegeven in fig. A.2
De beschikbare operaties voor de beelden zijn:

1. verwijderen van pixelwaarden door een toevalsproces;

2. convolutie;




166 Appendix A. De computerfantoomgenerator

*PIC*

Pixelsize Nr Column Nr Rows Background Act.,
5 64 64 0

CIRCLES

x y radius activity,

8 -15.00 -10.00 8.0 22
9 15.00 -10.00 8.0 22
10 -25.00 15.00 8.0 15
11 25.00 15.00 8.0 15
12 -35.00 45.00 8.0 O
13 35.00 45.00 8.0 0
14 -22.00 -35.00 8.0 0
15 22.00 -35.00 8.0 0
16 -35.00 45.00 8.0 23
17 35.00 45.00 8.0 23
18 -22.00 -35.00 8.0 23
19 22.00 -35.00 8.0 23

RECTANGLES
x1 yl x2 y2 angle activity,

MULTIPLE LINES
angle activity width distance,

SINGLE LINES
x1 y1 x2 y2 width activity,

TRIANGLES
x1 y1 x2 y2 x3 y3 activity,

ELLIPSES
x1 y1 x2 y2 radius activity,

-35.00 -72.00 -5.00 -72.00 35.0 21
35.00 -72.00 5.00 -72.00 35.0 21

1 0.00 -35.00 0.00 35.00 180.00 45

2 -35.00 72.00 -5.00 72.00 35.0 21

3 35.00 72.00 5.00 72.00 35.0 21

4 -60.00 -60.00 -60.00 35.00 100.00 11

5 60.00 ~60.00 60.00 35.00 100.00 11
6

7

COLOR SCALE,

Figuur A.2 Het ASCII-bestand met de configuratie voor het DDC-fantoom.
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3. ruistoevoeging;
4. rotaties;
5. horizontale en verticale translaties.

De opeenvolging van verschillende operaties kan eveneens in een ASCII-bestand
opgeslagen worden. Een voorbeeld van een dergelijk ASCII-bestand is te vinden
in fig. A.3.

De belangrijkste operaties van phg met hun opties worden weergegeven in
tabel A.1.

Bij de projectie-operatie kan het aantal detectoren, het aantal meethoeken
en de grootte van de detectoren ingesteld worden. De totale breedte van de
detectoren mag hierbij verschillen van de totale breedte van het beeld. De
_projectiehoeken worden steeds gelijkmatig verdeeld over het interval [0, 180].
" Na het uitvoeren van de projectie-operatie wordt een sinogram uitgeschreven.
In fig. 1.3 is een voorbeeld van een sinogram weergegeven.

Het programma scansim produceert de drie sinogrammen van een PET-
sequentie: de blanco-scan, de transmissie-scan en de emissie-scan. De vereiste
supplementaire informatie voor scansim is de configuratie van de ringbron, de
attenuatiecoefficienten van het fantoom en de tracerverdeling van het fantoom.
In fig. A4 worden dergelijke configuraties en de resulterende sinogrammen
weergegeven.
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*CAL*

DISCARDED DATA
perc

CONVOLUTION
GAUSS width hor ver
2 1.000 1.000

NOISE
Poisson
1

ROTATION
Xo Yo angle

HORIZONTAL DISPLACEMENT
distance
3 5

VERTICAL DISPLACEMENT
distance

Figuur A.3 Een voorbeeld van een ASCII-bestand met operaties. In volgorde wordt
uitgevoerd: (1) voeg Poissonruis toe, (2) een convolutie met een tweedimensionale Gausskern
en (3) een horizontale translatie over 5 mm.
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Commando’s Opties Parameters
Configuratie pixelgrootte, aantal rijen, aantal kolommen,
achtergrond activiteit
Cirkel centrum (x, y), straal, activiteit
Rechthoek hoekpunt linksonder (x,y),
hoekpunt rechtsboven (x,y),
hoek met horizontale, activiteit
Enkele lijn startpunt (x,y), eindpunt(x,y)
breedte, activiteit
Evenwijdige lijnen hoek met horizontale, activiteit,
lijnbreedte, afstand tussen lijnen
Driehoek punt 1 (x,y), punt 2 (x,y),punt 3 (x,y)
Ellips brandpunt 1 (x,y), brandpunt 2 (x,y),
straal
Operaties
Verwijderen van meetpunten percentage
Convolutie
Gauss horizontale breedte, verticale breedte
Sinc straal
Cone straal
Matrix size X,size Y, elements
Ruis
Poisson
Gauss spreiding
Rotatie rotatiepunt (x,y), hoek
Horizontale translatie grootte
Verticale translatie grootte

Tabel A.1

Tabel met opties voor configuraties en operaties van phg.
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(d) (e) (f)

Figuur A.4  De verschillende configuraties (de invoer) voor scansim en de correspon-
derende sinogrammen (de uitvoer) voor scansim: (a) ringbron-configuratie, (b) attenua-
tiecoéfficiénten, (c) traververdeling, (d) blanco-sinogram, (e) transmissie-sinogram, (f) emis-

sie-sinogram.




Appendix B

Het Mathematica-pakket
BayesCalc

B.1 Inleiding

Mathematica! is een omgeving om symbolische en numerieke manipulaties uit
te voeren. De mogelijkheid om ook symbolische manipulaties uit te voeren
onderscheidt Mathematica van de normale programmeertalen. Gelijkaardige
pakketten zijn Maple, Mazima,... Het is niet denkbeeldig dat binnen enkele
jaren de meeste symbolische manipulaties, naar analogie met de numerieke
berekeningen nu, door computers uitgevoerd zullen worden. Een computer
vormt een uiterst geschikt hulpmiddel voor dergelijke manipulaties.

Er bestaan reeds een aantal publicaties [Korsa93a)], [Korsa93b] waarbij Ma-
thematica gebruikt wordt voor Bayesiaanse berekeningen. De basisberekenin-
gen (o.a. toepassing van de regel van Bayes) worden hierbij nog steeds ma-
nueel uitgevoerd. Het hier voorgestelde programma gaat nog een stap verder.
Het pakket BayesCalc implementeert de basisregels van het Bayesiaanse waar-
schijnlijkheidsrekenen (BWR) in Mathematica. Hierdoor kunnen in principe
alle berekeningen van een Bayesiaanse analyse automatisch door de computer
uitgevoerd worden.

De centrale operatie hierbij is het berekenen van de a posteriori waarschijn-
lijkheidsdistributie door de opeenvolgende toepassingen van de produkt- en
somregel. Het pakket steunt hiervoor op de informatie die de gebruiker over
het specifiek probleem opgeeft. Deze informatie bevat de afhankelijkheden
van verschillende hypothesen, de directe waarschijnlijkheden, enz. Doordat
BayesCalc de berekeningen automatisch uitvoert, wordt de voornaamste zorg

1Mathematica is een merknaam van Wolfram Research Inc. Voor details over de
Mathematica-programmeertaal zie [Wolfr91].
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van de gebruiker het exact specifiéren van deze informatie. In deze appendix
worden geen implementatiedetails gegeven. Voor de geinteresseerde program-
meur is een rapport beschikbaar met meer specificke gegevens. [Desme93e].

Notatie:

Mathematica-invoer en uitvoer wordt gegeven in de ‘‘typeset’’-font. De
Mathematica-interface wordt gesimuleerd door invoerregels te laten voorafgaan
door “In[n] :=”, en uitvoerregels door “Out[n]=". Hierbij is n het Mathematica-
lijnnummer. Indien n gelijk is aan één, wordt geen voorafgaande invoer veron-
dersteld.

B.2 De algemene eigenschappen van BayesCalc

De algemene notatie van een conditionele waarschijnlijkheid is bp[{A}, {B}].
Dit is equivalent met bp(A | B I). Bemerk dat de haakjes “{}” bepalen welke
hypothesen zich aan de linker- en rechterkant van het conditioneel teken “|”
bevinden. Indien een hypothese bestaat uit een verzameling hypothesen, d.i.
het logisch produkt van de hypothesen, worden de hypothesen gescheiden door
komma’s.

Voor de berekening van de a posteriori waarschijnlijkheidsdistributie moet
de informatie I over het probleem aan het pakket meegedeeld worden. Be-
schouw eerst het opgeven van een probabilistische relatie. Dit gebeurt met
behulp van de functie DefineBP:

DefineBP[{A}, {B}, userFunc[A, B]| (B.1)

In de conventionele notaties is dit gelijk met bp(A|BI) = userFunc(A, B). Zo
geeft b.v. de regel

DefineBP[{x}, {u, 0}, Gauss[x, u, o] (B.2)

aan dat de directe waarschijnlijkheidsdistributie voor z gegeven wordt door een
Gaussdistributie met gemiddelde ¢ and spreiding o.

Het is belangrijk te beseffen dat BayesCalc steeds veronderstelt dat twee
hypothesen A en B onafhankelijk zijn van elkaar, tenzij een relatie van de vorm
(B.1) deze hypothesen verbindt. Dit principe is ingevoerd om buitensporig
typwerk te vermijden. Indien de gebruiker wenst dat alle hypothesen afhan-
kelijk zijn van elkaar kan dit gebeuren door de functie Al1Dependent[] aan
te roepen. De afhankelijkheid tussen hypothesen kan opgeheven worden door
Independent[{A},{B}].
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Een tweede informatievorm bestaat uit de specificatie van de domeinen van
de verschillende parameters. De invoer

DefineRange[a, {b, c}] (B.3)

zegt dat de parameter a tot het continu interval [b, c] behoort. Indien de para-
meter a evenwel een discreet domein heeft, is het aangepaste commando

DefineRange[a, {b, c, d}] (B.4)

Dit duidt aan dat de parameter a de discrete waarden tussen b en ¢ kan aan-
nemen (vertrekkend van b met een increment d).

Met de gespecifieerde informatie wordt de gewenste a posteriori waarschijn-
lijkheidsdistributie gevonden door

Posterior(BP[{A}, {B}]] (B.5)

Deze vorm wordt door de toepassing van de regel van Bayes onmiddellijk
omgezet in de gezamenlijke waarschijnlijkheidsdistributie

1
WBP[{A, B}] (B.6)
Zowel voor de teller als de noemer van (B.6) wordt, door het herhaaldelijk
toepassen van de produktregel, een omzetting in gekende waarschijnlijkheids-
relaties gezocht. Bij een goede specificatie van de informatie wordt de teller
herschreven in een expliciete gedaante. De noemer is een normalisatieconstante
en zal in het algemeen onveranderd teruggegeven worden. Indien het pakket er
bovendien niet in slaagt de geschikte probabilistische relaties voor de teller te
vinden, wordt de uitdrukking (B.6) onveranderd gelaten.

In veel toepassingen zal het resultaat van Posterior voldoende zijn voor
het bestuderen van het probleem. In sommige gevallen wordt evenwel een
genormaliseerde versie van de a posteriori waarschijnlijkheidsdistributie vereist.
Het commando hiervoor is

Normalize[probFunc[A, B), {A}] (B.7)

Hierbij is A de verzameling van hypothesen waarvoor de normalisatie gewenst
is.

Bij de normalisatie ondervindt Mathematica dikwijls moeilijkheden bij het
uitvoeren van de symbolische integratie of sommatie. Om dit euvel te verhelpen
worden een aantal veel voorkomende integralen geimplementeerd in BayesCalc.
Maar zelfs met dit steuntje blijft de integratie/sommatie moeilijk. Daarom
hebben de verschillende commando’s een numeriek broertje/zusje gekregen.
De syntax van de numerieke routines is steeds gebaseerd op de symbolische
versie ervan.
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De numerieke versie van b.v.

Posterior(BP[{A}, {B}]] (B.8)

NPosterior(BP[{A}, {B}],{S}] (B.9)

Een “N” wordt voor de routine geschreven en een argument {S} wordt toege-
voegd. Het argument {S} bevat toekenningen in de standaard Mathematica-
notatie. Een voorbeeld hiervan is

{a- >10.0,b- >0.0} (B.10)

Met de berekende a posteriori waarschijnlijkheidsdistributies is het dan mo-
gelijk om verdere toepassingen van het BWR, zoals besliskunde en modeltoet-
sing, door te voeren.

Voor een uitgebreidere beschrijving en meer voorbeelden wordt verwezen
naar publicaties [Desme93b], [Desme94b], [Desme94f] en interne rapporten
[Desme93e], [Desme94g]. In tabel B.1 en tabel B.2 wordt een overzicht ge-
geven van de commando’s geimplementeerd in BayesCalc.

B.3 Een voorbeeld

In deze paragraaf worden de berekeningen voor het voorbeeld van de model-
toetsing uit par. 3.8 uitgevoerd met BayesCalc.

Veronderstel dat er twee modellen (M en M) bestaan om een enkele me-
ting te verklaren. Beide modellen stellen een Gaussdistributie voorop voor de
directe waarschijnlijkheidsdistributie van de meting:

1 (d_ )?
bp(d |a Mo I) = V2ol exp(—T) (B.11)
bp(d |8 Mi D) = — exp(= =0 (B.12)

De parameters c en J zijn de locatieparameters voor de respectievelijke model-
len My en M;. De spreiding o is dezelfde voor beide modellen en wordt gekend
verondersteld. Het enige verschil tussen beide modellen is het gebied waarover
de respectievelijke locatieparameters & en § variéren. De parameter & behoort
tot het domein [0, aMaz] en de parameter G tot een twee maal groter domein
[0,2 aMaz]. Gevraagd wordt om te bepalen wat de meest waarschijnlijke hy-
pothese is in functie van de waarde van de meting.
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De specificatie van dit probleem in BayesCalc is:

Inf1] :=
Reset[]
DefineRange[a, {0, aMax}]
DefineRange[b, {0,2 aMax}]
DefineBP[{a},Uniform[a]]

B.13
DefineBP[{b},Uniform[b]] ( )
DefineBP[{h1},1/2]
DefineBP[{h2},1/2]
DefineBP[{data},{a,h1}, Gauss[data,a, sigma]]
DefineBP[{data}, {a,h2}, Gauss[data,b, sigma]]
De oplossing van dit probleem wordt verkregen door
In[2] := (B.14)
HypothesesTest[{h1}, {a}, {h2}, {b}, {data}] )
wat resulteert in
Out[2] =
(aMax-data) Sqrt[sigma—2| data Sqrt[sigma—2]
2(-Erf{ Sqrtid] 1-Erf( 3qrtid D (B.15)
(2 aMax-data) Sqrtisigma-2 data Sqrtisigma-2
-Erff Sqrt(2) 1-Erf( SqrtiZ] ]

Deze uitdrukking is door enkele heel eenvoudige operaties te herleiden tot
(3.44).

Bij deze operatie worden de volgende regels achtereenvolgens toegepast: de
regel van Bayes, de produktregel en de marginalisatie. Dit alles in 10 sec. op
een 40Mhz PC. Voor een verdere uitwerking van dit voorbeeld wordt verwezen
naar par. 3.8.
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Mathematica-commando

Conventionele betekenis

Informatiespecificators

Reset[]

AllDependent[]

Dependent[{A},{B}]

Independent [{A},{B}]
DefineBP[{A}, {B}, probFunc[A,B]]
DefineBP[{A}, probFunc[A]]
DefineRange[a,{b,c,d}]
DefineRangel[a,{b,c}]

Probabilitistische relaties

verwijder alle voorgaande probabilis-
tische definities van de gebruiker
veronderstel alle hypothesen
afhankelijk van elkaar

hypothese A is

afhankelijk van hypothese B
hypothese A is

onafhankelijk van hypothese B

bp(A | BI) = probFunc(A, B)

bp(A | I) = probFunc(A)

parameter a neemt discrete waarden
tussen b en c aan,

vertrekkend van b met increment d
a €[bq

Gauss [x,mu,sigma]

Poisson[x,rate]

2
1 exp(~L(z=my)
w/21rsiyma’ exP( 2 sigma )
1

exp(—rate) rate® —;

Uniform[a] uniforme prior voor parameter a
Jeffreys[a] Jeffreys prior voor parameter a
ImproperUniform[a] niet-genormaliseerde uniforme prior
ImproperJeffreys[a] niet-genormaliseerde Jeffreys prior
Hulpmiddelen

Posterior[BP[{A},{B}]]
HormalizedPosterior[BP[{A},{B}]]

Normalize[probFunc[A,B],{C} ]
Marginalize[ probFunc(A,B],{C} ]
Mean[probFunc[A],c]

Stdev [probFunc[A], c]
Moment [probFunc[A],n, c]

HypothesisTest[{M1},{N1},{M2},{N2},{D}]

BestEstimate[{A},{B},{C}, lossFunc, {P}]

bereken waarschijnlijkheid bp(A | BI)
bereken genormaliseerde
waarschijnlijkheid bp(A | BI)
normaliseer probFunc[A,B]

voor de hypothesen C

marginaliseer probFunc(A,B]

voor de hypothesen C

bereken gemiddelde

bereken spreiding

bereken n-de moment

bereken verhoudingi> ﬁ;lg met

- N1 complicatieparameters voor M1
- N2 complicatieparameters voor M 2
bepaal optimale waarden voor P met
bp(A|C) de marginale distributie
voor bp(AB|C) en

de verliesfunctie lossFunc

Tabel B.1  Overzicht van de BayesCalc-commando’s.
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Mathematica-commando

Conventionele
betekenis
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Numerieke commando’s

BPosterior[BP[{A},{B}],{s}]
NHormalizedPosterior[BP[{A},{B}]]

ENormalize[probFunc[A,B],{c}, {s}]
HMarginalize[ probFunc[A,B],{C}, {s} ]
EMean[probFunc[A],c, {S}]
BStdev[probFunc[A],c, {S}]

HMoment [probFunc[A],n, c, {S}]

FHypothesisTest[{M1},{N1},{M2},{82},{D},{s}]

Basishulpmiddelen

zie HNormalizedPosterior

bereken de numerieke waarde van
de a posteriori waarschijnlijkheid

BP(A | BI) met toekenningen S

numerieke normalisatie
numerieke marginalisatie
numerieke berekening
van gemiddelde
numerieke berekening
van spreiding

numerieke berekening
van n-de moment
numerieke berekening
van modeltoetsing

GetConstant [probFunc, {A}]
GetProportional[probFunc, {A}]

AssignData[name, {D}]

selecteer termen van probFunc
die onafhankelijk

zijn van parameters A
selecteer termen van probFunc
die afhankelijk zijn

van parameters A

maak de toekenningen:

{namef1}->D{{1]]. name[2]->D[[2]]. ..}
Logische “or” en logische “and”
BP[{LogicalOr[a,b]}] bp(a+b|I)
BP[{LogicalOr[a,LogicalAnd[b,c]]}] bp(a + bc | I)
BP[{a,b}] bp(ab | I)

Tabel B.2

Overzicht van de BayesCalc-commando’s (vervolg).
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Appendix C

De statistische
onafhankelijkheid van
metingen in PET

Bij de diverse reconstructiemethoden wordt steeds verondersteld dat de metin-
gen voor de verschillende projectiestroken statistisch onafhankelijk zijn. Hier-
door kan de gezamenlijke directe waarschijnlijkheid voor de metingen opge-
splitst worden in het product van de directe waarschijnlijkheden van de afzon-
derlijke metingen. Deze appendix heeft tot doel de statistische onafthankelijk-
heid van de metingen aan te tonen.

Eerst wordt aangetoond dat het aantal fotonenparen afkomstig van een-
zelfde pixellocatie en gedetecteerd door verschillende detectorparen, statistisch
onafhankelijk zijn. Dit geldt dan bijgevolg voor alle pixellocaties. Het totaal
aantal gedetecteerde fotonenparen voor een projectiestrook is dan de som van
een aantal fotonen afkomstig van alle pixellocaties. Door de som te nemen
van statistisch onafhankelijke parameters met een Poissondistributie, blijft de
Poissondistributie behouden voor de somparameter. Om de statistische onaf-
hankelijkheid van de metingen voor verschillende projectiestroken aan te tonen,
volstaat het bijgevolg te bewijzen dat de tellen afkomstig van een enkele pixello-
catie in verschillende detectorenparen statistisch onafhankelijk zijn.

Veronderstel dat het totaal aantal uitgezonden fotonenparen uit een be-
paalde pixellocatie n; is. Daarvan worden n; door detectorpaar 1 en ny door
detectorpaar 2 gedetecteerd. Het aantal fotonen dat noch op detector 1 noch
op detector 2 invalt is dus n; — ny — na. De emissiesnelheid voor de pixellocatie
wordt voorgesteld door f (veronderstel voor de eenvoud een eenheidstijdsin-
terval). Om de statistische onafhankelijkheid van deze metingen aan te tonen,
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volstaat het te bewijzen dat

bp(ming |[fI)=bp(n | fI)bp(na|f1), (C.1)

met bp(ny | fI)enbp(ny | fI)gegeven door een Poissondistributie. Door het
invoeren van het totaal aantal uitgezonden fotonenparen wordt de gezamenlijke
waarschijnlijkheid bp( ny na | f I ):

bp(nimg | fI1)=) bp(ningne|f1) (C.2)

n,=0

Door het gebruik van de regel van Bayes herleidt deze uitdrukking zich tot

bp(m mo | F1)=S bp(ne| fI1)bp(mnolme fI)  (C3)

n'=0

De uitdrukking van bp( n; | f I ) volgt uit het Poissonkarakter van het radi-
oactief verval en de uitdrukking van bp( n; nz| ne f I ) wordt gegeven door
een multinomiale distributie. Hierbij wordt verondersteld dat de waarschijn-
lijkheid dat een fotonenpaar in de projectiestrook 1 terechtkomt p; en in de
projectiestrook 2 p2 is. Hierdoor herleidt uitdrukking (C.3) zich tot

> exp(— ! n ng—n;—n
5 g 22D : B (1—pimpa) T (C4)

Py
Tlt! n1! Tlg! (nt — N — nz)!

n.=0

Door alle termen onafhankelijk van n; buiten de som te brengen, wordt dit

bp(mina | f1)=
L | P2 na
Pl f)_< ) j(l_Pl‘P2> §
1
Z fr (nt—m—nz)!(l—Pl—Pz)n'- (C.5)

ni=ni4ng

De sommatie start nu vanaf n; + n, omdat n,; geen lagere waarden kan aan-
nemen. Voer de nieuwe sommatie-index n’ = n, — n; — ny in en gebruik de
relatie

ﬂl

sl f‘ )" _ explc f), (C.6)

om vergelijking (C.5) het herschrijven als

bp(ninz | fI1) = (pln{?nl exp(—p1 f) (2 )™ exp(—pz f) (C.7)

bP(n1|f1)bp(nz|f1). (C.8)

f)
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Hierbij zijn de bp( ny | f I ) en bp( ny | f I ) gegeven door de Poissondistribu-
tie. Bijgevolg is bewezen dat de metingen in de verschillende projectiestroken
een statistische onafhankelijke Poissondistributie hebben. De splitsing van de
gezamenlijke directe waarschijnlijkheid van de metingen in een product van
onafhankelijke Poissonwaarschijnlijkheden is hiermee gerechtvaardigd.
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Appendix D

Modellering van de
attenuatie

D.1 Inleiding

In deze appendix wordt het Bayesiaanse waarschijnlijkheidsrekenen aangewend
om de attenuatiefactor te bepalen. De attenuatiefactor voor een bepaalde
strook geeft de attenuatie van de gammastralen langs die strook. Vermits
hier de attenuatiefactor voor één enkele strook berekend wordt, zullen geen
indices gebruikt worden. Om de attenuatiefactor te bepalen worden twee me-
tingen verricht: de transmissie- en de blanco-scan (zie hoofdstuk 2). Voor
beide metingen wordt een ringbron gebruikt die fotonparen uitzendt. Bij de
blanco-scan worden de fotonparen gedetecteerd zonder dat de fotonen geat-
tenueerd worden. Bij de transmissie-scan moet één van de twee fotonen voor
detectie het onderzochte object doorlopen. Daarbij kan dit foton geattenueerd
worden. Veronderstel dat het aantal tellen voor een bepaalde strook voor deze
twee metingen gegeven is door ¢r en bl. De meettijden voor de transmissie- en
blanco-scan worden voorgesteld door 7 en 7.

De standaardprocedure bij PET om de attenuatiefactor te berekenen be-
staat uit het delen van het aantal tellen van de transmissie-scan door het aantal
tellen van de blanco-scan: ir

a = H (D.l)
De attenuatiefactor is dus de verhouding van het aantal geattenueerde fotonen
tot het aantal niet-geattenueerde fotonen.

Door de meettijden in rekening te brengen wordt de attenuatiefactor:

a= tr/Ttr
bl

(D.2)
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Deze uitdrukking is correct indien de ruis op de transmissie- en blanco-
metingen verwaarloosd wordt. Maar het is algemeen aanvaard dat de trans-
missie- en de blanco-meting een Poissonwaarschijnlijkheidsdistributie hebben
[Herma79).

In deze appendix worden de gegevens van de twee metingen gecombineerd
om een a posteriori waarschijnlijkheidsdistributie voor de attenuatiefactor te
berekenen. Met deze a posteriori waarschijnlijkheidsdistributie kan de invloed
van het aantal tellen in de verschillende metingen op de attenuatiefactor-
bepaling nagegaan worden.

Bovendien wordt ook de a posteriori waarschijnlijkheidsdistributie van de
emissie-metingen bepaald in het geval de attenuatiefactor ongekend is. Deze
waarschijnlijkheidsdistributie wordt gebruikt in het Bayesiaanse stopcriterium
(zie par. 3.8).

D.2 De a posteriori waarschijnlijkheidsdistri-
butie van de attenuatiefactor
Bij de transmissie- en blanco-meting wordt een ringbron gebruikt. De para-

meter § stelt de activiteit van de ringbron in de onderzochte strook voor. De
directe waarschijnlijkheden voor de transmissie- en de blanco-meting zijn dan

bp(tr | a s I,) = t%exp(—a s) (a s)'" (D.3)
bp(bl | s I,) = %exp(—s) st (D.4)

Beide distributies zijn Poissondistributies. Voor de blanco-meting is de emis-
siesnelheid s en voor de transmissie-meting a s. Voorlopig wordt geen rekening
gehouden met de meettijden van de diverse metingen. De kennistoestand I,
bevat de informatie over de meetsequentie.

Hiermee kan eenvoudig de a posteriori waarschijnlijkheidsdistributie voor
de attenuatiefactor berekend worden. Voor deze berekeningen is de activiteit s
van de ringbron een lastparameter. De a posteriori waarschijnlijkheidsdistri-
butie voor de attenuatiefactor wordt verkregen door de marginalisatie over
de ringactiviteit van de gezamenlijke a posteriori waarschijnlijkheidsdistributie
bp(a s | bltr I,):

(o)

bp(a | bl tr 1) = / bp(a s | bl tr 1,) ds. (D.5)
0

Het integratie-interval wordt hier onrealistisch groot genomen: [0,00]. Dit

onrealistisch groot interval laat een vereenvoudiging van de integraties toe. In

een PET-centrum kan een schatting van de waarde voor s gebeuren aan de
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hand van de halveringstijd en de concentratie van de positron-emittor van de
ringbron. Uit de volgende berekeningen zal blijken dat een beperkt interval
voor s (i.p.v. [0,00]) de resultaten niet significant verandert.

Deze formule kan met het theorema van Bayes herschreven worden:

bp(a | bl trI;) =
1

m/o bp(s | Is) bp(a| I4) bp(bl | sI) bp(tr | s a I,) ds. (D.6)

Hieruit blijkt dat de a priori waarschijnlijkheidsdistributies voor twee para-
meters nog gespecifieerd moeten worden. Voor de a priori waarschijnlijkheids-
distributie van de attenuatiefactor zal een uniforme distributie over het interval
[0,1] genomen worden. Dit interval correspondeert met het fysisch relevante ge-
bied voor de attenuatiefactor. Voor de a priori waarschijnlijkheidsdistributie
van de bronactiviteit zal een Jeffreys a priori waarschijnlijkheidsdistributie ver-
ondersteld worden. De twee nieuwe a priori distributies zijn bijgevolg

bp(s | Is) o< 1/s, (D.7)
bp(a | I,) =1,a €[0,1]. (D.8)
De integratie van (D.6) kan nu uitgevoerd worden:

at (e + 1)'(1’“'")(1 +tr)

bp(a | bl tr Io) = o Fy(1+tr,bl+tr; 24 tr;—1)

(D.9)

hierbij is 3 F1(a, b;c; z) de hypergeometrische functie. Merk op dat de a poste-
riori waarschijnlijkheidsdistributie een extremum bereikt voor @ = tr/bl. Deze
waarde correspondeert met de vooropgestelde attenuatiefactor in de standaard-
benadering,.

In fig. D.1 wordt deze a posteriori waarschijnlijkheidsdistributie weergege-
ven voor verschillend verhoudingen van het aantal transmissie- en blanco-tellen.
Merk op dat de locatie van het maximum van de a posteriori waarschijnlijk-
heidsdistributie steeds overeenkomt met de tr/bl-waarde. Merk ook op dat de
breedte van de a posteriori waarschijnlijkheidsdistributie toeneemt bij toene-
mende tr-waarden.

In fig. D.2 wordt deze a posteriori waarschijnlijkheidsdistributie weergege-
ven voor een verschillend aantal tellen in de transmissie- en blanco-meting.
Hierbij wordt de verhouding tr /bl constant gehouden. Bemerk hoe bij een
toenemend aantal tellen de breedte van de a posteriori waarschijnlijkheids-
distributie afneemt. Door het aantal opgemeten tellen in de transmissie- en
blanco-meting te verhogen kan de attenuatiefactor inderdaad beter bepaald
worden. Dit wordt ook duidelijk wanneer de Gaussbenadering van (D.9) ge-
bruikt wordt
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Figuur D.1 De a posteriori waarschijnlijkheidsdistributie bp(a|tr bl I5) voor bl = 100. De
verschillende curven corresponderen met verschillende waarden voor de transmissie-meting:
(a) tr = 10, (b) tr = 50, (c) tr = 80.

bp(a|bltr ;) = (D.10)

(-1 (tr/bl — a)? \ (1 +tr)(tr/bl)* (1 + (tr/bl)~(41+ir) (D.11)
¢ 2 tr(bl +tr) /b3 2Fi(1+tr bl +tr; 2+ tr; 1)

Hieruit blijkt dat de spreiding o, van de a posteriori waarschijnlijkheidsdistri-
butie gegeven wordt door

tr(tr + bl)
Ogq = \/—b_lé_ (Dl?)

Het is duidelijk dat met deze benadering de vorm van de grafieken uit fig. D.2
en fig. D.1 te verklaren is.

Indien de ringbron slechts waarden kan aannemen in het interval [s, s3],
wordt (D.9)

bp(a | bltrI,) o< a'(a 4 1)~ @)«
(Dbl +tr,0, (14 a)sy) — (bl + tr, 0, (1 + a)s1)), (D.13)

waarbij I'(a,b,c) de veralgemeende incomplete gammafunctie is. In fig. D.3
wordt de a posteriori waarschijnlijkheidsdistributie weergegeven waarbij het
bereik van de bronactiviteit s gelijk is aan [50,150]. Daarnaast wordt ook
de a posteriori waarschijnlijkheidsdistributie weergegeven waarbij het bereik
van de bronactiviteit oneindig is: [0,00]. De overeenkomst is zo sterk dat
bij het weergeven van beide figuren op één grafiek, de curven elkaar volledig
overlappen.
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Figuur D.2 De a posteriori waarschijnlijkheidsdistributie van de attenuatiefactorin functie
van het aantal tellen in de transmissie- en blanco-scan. Het aantal tellen is (a) tr = 10,
bl = 20; (b) tr = 50, bl = 100; (c) tr = 100, bl = 200. Merk op dat de verhouding tr/bl
constant blijft.

Indien er ook nog rekening gehouden wordt met de meettijden voor de
transmissie- en blanco-scan 7; en 7, dan wordt de a posteriori waarschijnlijk-
heidsdistributie voor de attenuatiefactor

bp(a | bl tr I,) = T 0t (rra+ )"+ 1)
2F1(1 +tr,bl+tr; 2 + tr; _Ttr/TbI)

Het maximum van deze functie correspondeert opnieuw met de waarde uit
de standaardbenadering

(D.14)

_tr/mr
= bl/T(,] '
Hier wordt verondersteld dat deze benadering voor elke strook afzonderlijk

(D.15)

geldt. De a posteriori waarschijnlijkheidsdistributies voor de attenuatiefactoren
voor elk van de stroken wordt dan bekomen door een analoge formule. Bij deze
benadering worden correlaties tussen verschillende stroken verwaarloosd.

D.3 De directe waarschijnlijkheidsdistribu-
tie met een ongekende attenuatiefactor

Nu wordt de directe waarschijnlijkheid voor de emissie-meting langs een strook
bepaald wanneer de attenuatiefactor langs die strook niet volledig bekend is.
Het is duidelijk dat de directe waarschijnlijkheid met een gekende attenuatie-
factor langs een bepaalde strook, gegeven wordt door een Poissondistributie:

bp(dla X I) = %exp(—a ) (a N4, (D.16)
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Figuur D.3 De a posteriori waarschijnlijkheid van de attenuatie wanneer het bereik van
de bronactiviteit beperkt wordt tot [50, 150] (figuur (a)) en [0, co] (figuur (b)). De waarden
voor de transmissie- en blanco-meting zijn tr = 50 en bl = 100.

waarbij d het aantal fotonen is gemeten gedurende de emissie-scan en A het
aantal niet-geattenueerde fotonen voor dat detectorpaar voorstelt. De gezochte
waarschijnlijkheidsdistributie is bp(d | tr bl I;). Bij deze waarschijnlijkheids-
distributie wordt de attenuatiefactor niet gekend verondersteld, maar de at-
tenuatiefactor kan geschat worden m.b.v. de transmissie- en emissie-meting.
Deze waarschijnlijkheidsdistributie wordt bekomen door de marginalisatie over
de lastparameters a en §:

1 0o
bp(d | tr bl I,) = / / bp(das|irbl L) dsda.  (D.17)
0 0

Een analytische gedaante voor deze uitdrukking werd niet gevonden. In
fig. D.4 wordt de directe waarschijnlijkheid voor de data met een gekende at-
tenuatiefactor bp(d | A a I,), curve (a), vergeleken met de directe waarschijn-
lijkheid voor de data met een gemeten attenuatiefactor bp(d | tr bl 1), curven
(b) en (c). Indien de gemeten attenuatiefactor correspondeert met de gekende
attenuatiefactor, curve (a) en curve (b), dan bevinden de waarschijnlijkheidsd-
distributie op dezelfde plaats, maar is de waarschijnlijkheidsdistributie met de
gemeten attenuatiefactor iets meer uitgesmeerd. Indien de gemeten attenua-
tiefactor echter niet overeenkomt met de gekende attenuatiefactor, curve (c),
dan is de waarschijnlijkheidsdistributie niet alleen uitgesmeerd, maar bevindt
het maximum ervan ook nog op een andere locatie.
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Figuur D.4 De directe waarschijnlijkheidsdistributie voor de data met een gekende atte-
nuatiefactor bp(d | A a Is) (curve (a)) wordt vergeleken met de directe waarschijnlijkheids-
distributie voor de data met een gemeten attenuatiefactor bp(d | tr bl Is) (curven (b) en
(c)). Voor de waarschijnlijkheidsdistributie bp(d | A a Ia) geldt A = 20,a = 0.5. Voor de
waarschijnlijkheidsdistributie bp(d | bl tr Is) werden twee waarden voor de verhoudingen van
tr/bl gekozen. Bij curve (b) hoort tr/bl = 0.5 (tr = 50,bl = 100) en bij curve (c) hoort
tr/bl = 0.6 (tr = 60,bl = 100).

D.4 De toepassing in de Bayesiaanse model-
toetsing

De uitdrukking die nodig in de modeltoetsing uit par. 3.8 is van de vorm:

b
/ ®(a, Hp) da =
ab o]
/ / bp(Hpas | £™d tr, b1, I,) ds da =
a 0

b oo
J A CHIAEIARTITAR
bp(bl | s1,)bp(tr | asl)bp(f™) | I,)bp(d | af ™M H,1,) ds da. (D.18)

Hierbij stelt £(*) het beeld voor tijdens de n-de iteratie. De hypothese H,
staat voor het Poissonkarakter van de metingen.

Bij nader onderzoek blijkt dat de integratie over de bronactiviteit gegeven
wordt door (D.9). De vereiste integraal heeft bijgevolg de vorm:

b "1 a’’ d 1
/a <I>(a, Hp) da x L XW(GA) exp(—a/\)a da. (Dlg)
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Wanneer de meettijden in rekening gebracht worden, is deze uitdrukking

b b tr
1 a d 1
/C; ‘D(a, Hp) da < /; XW(G DY A) exp(—a Y A)m da. (D20)

Hierbij stelt 75 de meettijd van de emissie-scan voor. Voor deze integraal werd
geen analytische uitdrukking gevonden. Deze integraal werd berekend m.b.v.
de Gaussapproximatie van het integrandum.



Appendix E

Marginalisatie voor de
MaxEnt-algoritmen

In deze appendix worden de hulptechnieken besproken voor de berekening van
de regularisatieparameters uit de Klassieke-MaxEnt-methode en de Nieuwe-
MaxEnt-methode uit par. 6.4.2.

Een van de basisproblemen bij deze marginalisatiemethoden is het bepalen
van de eigenwaarden van de matrix E:

S = —VVLik(f, d). (E.1)

In de eerste paragraaf van deze appendix worden deze eigenwaarden bepaald
m.b.v. van de Fouriergetransformeerden. Deze methode is geschikt indien
de meetprocedure gemodelleerd wordt door een plaatsonafhankelijke circulaire
convolutie.

In de volgende paragraaf wordt de procedure aangegeven om de a posteriori
waarschijnlijkheidsdistributie (6.40) van de regularisatieparameters in het ICF-
model te berekenen.

In de laatste paragraaf wordt een vereenvoudiging doorgevoerd die toelaat
om de eigenwaarden van E te berekenen voor projectiemetingen.

E.1 Fouriergetransformeerden bij de margina-
lisatie

Deze methode kan toegepast worden indien de meetprocedure gemodelleerd
wordt als een symmetrische en spatiaal-invariante convolutie. Bovendien be-
staat de directe waarschijnlijkheidsdistributie uit het produkt van onafhanke-

191
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lijke Gaussdistributies. De Lik(f, d)-functie wordt dan:

1 1 al

AL
Lik(f,d) _iga_f (di —Z;E,-ij) : (E.2)
waarbij E;; de convolutie modelleert. De elementen van de matrix & = —VV Lik

worden met de Gaussiaanse directe waarschijnlijkheidsdistributie:

RN
:'-ij = Z U—IZEI,'EIJ'. (E3)

Veronderstel verder dat alle spreidingen van de verschillende meetpunten gelijk
zijn: 0y = o,i = 1,..., M. De marginalisatiein het Klassieke-MaxEnt-methode
vereist de integratie

/ exp (pS(f, m) + Lik(f, d)) df. (E.4)

Door de Taylorreeksontwikkeling te nemen van de exponentiéle en enkel de
eerste twee termen te behouden rond het beeld f (die de exponentiéle maxi-
maliseert), is de enige term die integratieproblemen oplevert

N
/exp(Tm“ ) df = /dfexp —pi - Z (Ef‘il 1/02 Ey Ej; f; fj)
j=1 1,5=1
(E.5)
Deze integratie is moeilijk omdat de N-dimensionale integraal niet opgesplitst
kan worden in N ééndimensionale integralen.

Om toch de opsplitsing van de integraal te kunnen bewerkstelligen wor-
den Fouriergetransformeerden ingevoerd. Deze methode is, voor een andere
toepassing, beschreven in [Gull85].

Door de inverse Fouriergetransformeerde toe te passen, worden de beeldin-
tensiteiten {f;} omgezet in de getransformeerde beeldintensiteiten {f,} door

de formule N
1 z I27pi
fi= Wz.fp exp <—N—> : (E.6)
p=1

Met deze transformatie wordt de exponenti€le term Tk 45

TKlu.s

Y 1
=Y. (Z;; Ey By f fi)
i,j5=1 !

1 & I27pi 127qj)\ = -
= N Z EI[',‘ E{]j exp 'T exp ——N—" qu; (E?)

4,3,p,4,1=1
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vermits de convolutie circulair spatiaal-invariant is, verandert Ej; enkel met de
afstand tussen de pixellocaties | en 7. Hierdoor kunnen de sommaties over 7
en j vervangen worden door sommaties over u, v, waarbij u, v afstanden tot
pixel I voorstellen. Met deze substitutie van sommatie-indexen wordt de vorige
vergelijking:

Tkias = , Eiipu Biigo
%,v,9,¢,

%eXP (———I27rp§\17+ u)> exp (—————-1%3\(,1 a L)> fofy.

(E.8)
Vermits de convolutie spatiaal-invariant is, is de coéfficient Ej iy Ej 40 on-
afhankelijk van {. Door Ejiju Eiji4v te vervangen door E(u,v) herleidt de
vergelijking zich tot:

o= ¥ Bl (220 o (2100

u,u,P,q,I
(E.9)
De som over ! wordt uitgevoerd m.b.v. van de orthogonaliteitsrelaties:

Tkias = 2 (Eu v E(u,v)exp (I27p(u — v)/N)) |fp|2, (E.10)

Hierdoor werd de term in de exponentiéle gediagonaliseerd en kan de integraal
opgesplitst worden in N ééndimensionale integralen. De eigenwaarden van E
die bij deze ééndimensionale integralen te voorschijn komen, zijn:

& = ;E(u, v) exp (12—”?%_—”)> . (E.11)

Met deze eigenwaarden kan de a posteriori waarschijnlijkheidsdistributie
bp( p | d m Ikias ) voor de regularisatieparameter p opgesteld worden. Door
de maximalisatie van deze a posteriori waarschijnlijkheidsdistributie wordt ver-
gelijking (6.36) opgesteld.

E.2 De marginalisatie voor het Nieuwe-
MaxEnt-algoritme

In het Nieuwe-MaxEnt-algoritme wordt het bepalen van eigenwaarden nog
moeilijker. De uit te rekenen integraal is hier

/exp (p1S(€, m) + paS(aia, ) + Lik(£,d)) of diin. (E.12)

Door de Taylorreeksontwikkeling rond de optimale schatting voor het beeld
f en het tussenmodel m wordt de belangrijkste hinderpaal voor de integratie
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gevormd door de term Tpyeq

N M N
TNew = E (-—m&z _ZEpiEpj) fifi + Z Bj; fimn;
t,j=1 p=1 i,5=1
N M .
-+ Z (—-pz&,'j - P ZB“BU) ﬁl,‘ﬁlj, (E13)
i,7=1 =1

hierbij stellen de elementen van de matrix B de convolutie bij de overgang van
tussenmodel m naar model m voor. Met behulp van de methode uit voor-
gaande paragraaf kunnen de termen fi f, en ﬁz;ﬁzj gediagonaliseerd worden.
De termen van de vorm f,r?l, blijven evenwel in de uitdrukking optreden. De
volledige opsplitsing van de 2N -dimensionale integraal in ééndimensionale inte-
gralen treedt nog niet op door omzetting m.b.v. de fouriergetransformeerden.
Maar door de matrixvorm voor T,y (na Fouriertransformatie) op te schrijven,

wordt de oplossing duidelijk:

~ *

(fl"‘]N"h1---7hN) X

—pl—fl 0 plbo 0
—-p1 — & : : p1bs :
0 -p1 =& 0 p1bn
Plbo 0 —pz—plbg 0
: p1b; : —p2 — p1b? :
0 p1bN 0 —p2 — p1b%
f
vt (E.14)
M
MmN

Hierbij zijn 7i; de coéeflicienten van het optimale tussenmodel m en f, de
coefficienten van het optimale beeld f na Fouriertransformatie. Gelukkig kan de
determinant (en de eigenwaarden) van een dergelijke matrix eenvoudig bepaald

worden. Er geldt immers

det( g g ) =det(F — GH™'C) det(C), (E.15)

met F',G, H NxN dimensionale blokmatrices. Deze uitdrukking geeft dan aan-
leiding tot de vergelijking (6.40).
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E.3 De eigenwaarden voor projectiemetingen

De complicatie bij projectiemetingen ontstaat doordat de meetprocedure niet
meer door een spatiaal-invariante, circulaire convolutie gemodelleerd wordt.
Dit probleem wordt opgelost door een vereenvoudiging door te voeren voor de
matrix Z. Deze vereenvoudiging wordt beschreven in par. 6.4.2. De waarden
van deze matrix zijn

—_ 1 ., .
i = pok i#j (E.16)
o . .
= (—7-2-, 1=, (El?)

met 6 het aantal projectiehoeken.
Deze matrix is van de standaardgedaante

b a a
a b a :
op— a |- (E.18)
a b a
a a b

Door het gebruiken van de notatie

E= I (E.19)

kan deze matrix herschreven worden als
Sa=(0b—-a)I+ aoEE". (E.20)
Doordat de eigenwaarden E; van EE'

E, = N, (E.21)
Ei = 0,i=2,...,N; (E.22)

zijn, worden de eigenwaarden van =,
€ag = b+(N—-1)a (E.23)
bai = b—a,i=2,...,N. (E.24)

Deze eigenwaarden kunnen dan in combinatie met de methoden uit voor-
gaande paragrafen gebruikt worden om de verschillende marginalisaties door
te voeren.
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